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ONSOZz
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zaman analizi ve makine 6grenme yontemleri ile gelecekteki degerlerin tahminde
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MAKINE OGRENMESi ALGORITMALARI iLE HiSSE SENEDi KAPANIS
TAHMINI

OZET

Giliniimiizde Finans ve Bankacilik Sektoriinde teknoloji ve iletisim sistemleri ile
birlikte gelismesinden dolay1 yiiksek miktarda veri iletilmektedir. Ozellikle borsa,
doviz, kiymetli emtia gibi yatirnm yapilabilen her alanda gelecekte olabilecegi
degerleri tahmin edilmeye ¢aligmaktadir.

Zaten istatistik bilimi ile i¢ ice olan finans gelisen teknoloji ile analizlerde veri
madenciligi yontemlerini ¢ok etkin bir sekilde kullanmaktadir. Yatirimci araglari
Banka gibi finansal kurumlardan baska bireysel bazda da takip edilip analize
edilmektedir. Yatirimcilar, en az risk ile olabilecek en yiiksek getiri kazanmay1
hedeflemektedir. Bu hedefin saglikli bir sekilde gerceklestirilmesi i¢in degerlerin
dogru tahmin ¢ok 6nem kazanmistir.

Bu c¢alismada 2014-2019 yillar1 arasindaki Microsoft Firmasinin hisse senetleri
kapamis fiyatlar1 Makine Ogrenmesi Yontemi ile tahmin edilmeye calisilmistir.
Kullanilan ydntemler Polinominal Regresyon, Arima, XGBooster, LSTM (Uzun
Kisa Siireli Bellek) ve Facebook Prophet algoritmalidir. Calismada hissenin alacagi
degerler; kisa vadede son 5,10 ve 20 giinliik degerler tahmin edilmeye iken 1 yillik
uzun vadeli degerler de tahmin edilmeye calisirmistir. Bu sayede algoritmalarin kisa
ve uzun vadeli davranislar hakkinda bilgi edinme imkan1 ortaya ¢ikmuistir.

Anahtar Kelimeler: Makine Ogrenmesi, Tahmin, Zaman Serileri, Hisse Senedi
Kapanis Degerleri.



STOCK CLOSING PREDICTION WITH MACHINE LEARNING
ALGORITHMS

ABSTRACT

Today, it transfers large amounts of data due to the development of technology and
communication systems in the Finance and Banking Sector.lt tries to predict future
values in every field that can be invested, especially in the stock market, foreign
exchange and precious commodities.

Finance, which is already intertwined with the science of statistics, uses data mining
methods very effectively in analysis with developing technology. Investor
instruments are followed and analyzed on an individual basis and also on the basis of
financial institutions such as banks.Investor instruments are also followed and
analyzed on an individual basis other than financial institutions such as the
Bank.Investors aim to earn the highest possible return with the least risk.It has
become very important to correctly estimate the values in order to achieve this goal
in a healthy way.

In this study, the closing prices of Microsoft Company stocks between 2014 and
2019 are tried to be estimated by using the Machine Learning Method. The methods
used are Polynomial Regression, Arima, XGBooster, LSTM (Long Short Term
Memory) and Facebook Prophet algorithm. The values that the share will get in the
study; While estimating the last 5, 10 and 20-day values in the short term, 1-year
long-term values are also tried to be estimated. In this way, it has become possible to
obtain information about the short and long term behavior of the algorithms..

Keywords: Machine Learning, Forecasting, Time Series, Stock Closing
Forecasting.



1. GIRIS

Borsa hisse senetlerin el degistirmesi ile yatirim yapilip kar saglanabilen riskli
ve 6nemli yatirim araglarindan biridir. Hisse senedinin ileri tarihte olabilecegi
piyasa degerlerinin dogru tahmin edilmesi yiiksek kar kazanmak i¢in 6nemli bir
adimdir. Hisse senetlerinin fiyat tahmini iilke ve diinyadaki politik duruma,
finansal beklentiler, yatirimci davraniglari, ekonomik beklenti ve gelisim
duruma, sektorel beklentiler vs. gibi bir¢ok farkli faktore bagli oldugu i¢in ¢ok
zordur. Yatirimcilar hisse senetlerine yatirim yapmak i¢in sirketin ekonomik
durumu, politik beklentiler gibi temel analizi kullandiklar1 gibi; sadece hisse
senetlerinin degerleri ve hareket hacimleri iizerinden gelecekteki deger
egilimlerinin tahmin edilmesi i¢ini teknik analiz adi verilen bir calisma da
yapmaktadir. Son yillarda gelisen donanim ve yazilim teknolojisi ile yapay zeka
teknolojisi hisse senedi fiyatlar1 tahmininde de kullanilmasi yayginlasmaya

baslamistir.

Makine 0&grenmesi ile elimizdeki verilerle, matematiksel ve istatiksel
operasyonlar ile ge¢mis verilerden yararlanarak siniflandirma, kiimeleme veya
Egim belirleme (Regresyon) gibi tahminde bulunulan yazilim modellemesidir.
Makine Ogrenmesine Siniflandirma verinin hangi sinifa ait bulunmasi,
kiimeleme verinin 6zellikleri bakimindan en yakin kiimesinin bulunmasi, Egim
belirleme (Regresyon) ise verilerin hareket yoniinii belirlemektir. Degiskenlerin
zaman akisma goére degisimlerini izleyen verilere zaman serisi adi
verilmektedir. Zaman serileri yil, ay, giin gibi farkli frekans degerlerine sahip
olabilmektedir. Zaman serileri analizinde Onceki degerler iizerinden gelecek
periyotlara ait degerlerin tahmin edilmesidir. Hisse senetlerinin kapanis deger

tahmini, zaman serisi analizi olup bir regresyon analizidir.

Yapilan calismada Microsoft hisse senedinin kapanis fiyatlar1 01.01.2014 ile
30.05.2020 tarihleri arasinda zaman serisi makine O0grenme algoritmalar: ile
incelenmistir. Kullanilan Polinominal Regresyon, Arima, XG Booster ve

Prophet algoritmalarda 5,10 ve 20 giinliik ile 1 yillik tahminler yapilmis olup



algoritmalarinin veri miktarina gore basarisini 6lgmek icin veriler hem kisa

vadeli hem de uzun vadeli olmak {izere 4 farkli durum i¢in ¢alisma yapilmistir.

1.1 Hisse Senedi Bilgileri

Hisse Senedi borsada islem yapan bir firmaya belirli oranda ortak oldugunuzu
gosteren kiymetli evraktir [1]. Hisse senedi ile sirkete ortak olarak kar ve zarara
da ortak olursunuz. Sirketin degeri arttiginda hisse senedi degeri artar iken eger
iflas eger ise sizde hisse senetleriniz degersiz olacaktir. Sirketler belirli
periyotlarda kar -temetti- dagittiklarinda ortak olarak size de iizerinize diisen
kar1 alirsiniz. Hisse senedi deger artisinda satarak veya temettii dagitildiginda

bir kazanc elde edebilirsiniz.

Yatirim sirasinda hangi hisse senedi ile yatirim yapilacagi elde edilecek kar i¢in
cok onemlidir. Hisse senedi degerlerini incelemek i¢in temel ve teknik olarak 2
analiz cesidi bulunmaktadir. Temel analiz firmanin finansal durumu, mal
varliklarini, bor¢ ve alacaklarini, firmanin mali degerleri, hisse senedi degerinin
firma degerine gore oranlar1 gibi bir¢ok degeri inceleyerek hisse senedinin
alinip, alinmamasina karar vermekte yardimci olan analizdir [2]. Teknik analiz
hisse senedinin ge¢mis zamandaki degerlerine bakarak, cesitli istatistiksel ve
matematiksel formiller ile gelecekteki degerlerini tahmin etme analizidir.
Teknik analizde kullanilan incelenen bilgiler Trendler ve Konsolidasyon,
Grafik, Destek direng, islem hacmi gibi bilgilerdir [3]. Trend hisse senedi
fiyatinin belli bir oranda yiikselme veya azalma egilimi iken konsolide ise
belirli araliklarda sikigsmasidir. Hisse senetleri degerleri iizerinden ¢izilen
grafikler iizerinden c¢esitli yontemler ile gelecekteki kritik dip veya tepe
noktalarint bulmaya c¢alisarak hisse senedi fiyati hakkinda tahminde
bulunmaktadir. Direng¢ ve destek hisse senetlerinin fiyat degisimleri i¢in asmasi
veya diismesi beklenen kritik noktalardir. Belli bir degeri astiginda fiyatlarin
ylikselmesini beklenen noktaya destek, diisme egilimi oldugunda o degerin
altina indiginde diismeye devam edilecegine inanilan noktaya ise diren¢ adi
verilmektedir. Islem hacmi ise yapilan alis-satis islem miktarlar1 {izerinden
degisim -histogram- grafigi lizerinden piyasanin alis veya satig yoniinde istekli
olduguna karar vermek i¢in kullandigimiz bir grafiktir. Teknik analizde grafik

okuma yaninda, goOstergeler, hareketli ortalama, Bollinger bandi gibi cesitli



istatistiksel yontemler de kullanilmaktadir. Son zamanlarda gelisen yazilim,
yapay zeka ve donanimlar ile hisse senedi teknik analizlerinde yapay zeka da
kullanilmaktadir. Bu ¢alismanin konusu ise kisa vadeli 5, 10 ve 20 ginlik ve
uzun vadeli 1 yillik hisse senedi kapanis degerlerinin makine 6grenmesi ile

tahmin edilmesidir.

Hisse senedi yatirimi da zamana gore kisa, orta ve uzun vadeli olmak iizere 3
¢esit yatirimcilik bulunmaktadir. Kisa vadeli yatirimlarda hizlica al, sat yaparak
yiksek riskler ile kazan¢ yapilmaya calisilmaktadir. Kisa vadeli yatirimlar
saatlik, glinliikk haftalik gibi periyotlarda olabilirler [4]. Orta vadeli yatirimcilar
ise genellikle 1 ile 3 yil arasinda vadeler ile hisse senedi alip bekledikleri kar
oranini yaptiklar1 veya piyasa degerleri diisiis egilimi gdsterdigi sirada satip,
uygun fiyatlarda tekrar alarak kar elde edilmeye ¢alisilan yatirim ydntemidir.
Uzun vadeli yatirimda ise belirli periyotlarda diizenli hisse senedi alarak
biriktirerek gelecek i¢in birikim saglamay1 amaglayan bir yontemdir [5]. Uzun
vadeli yatirnmda giivenli ve giiclii bir firma segilerek farkli fiyatlardan siirekli
alis yapildigi i¢in belli zaman sonunda yatirimci elinde ciddi miktarda hisse
senedi oldugu igin yiiksek miktarda birikim yapmis olmaktadir. Onemli yatirim
aracglarindan biridir. Hisse senedinin ileri tarihte olabilecegi piyasa degerlerinin

dogru tahmin edilmesi yiiksek kar kazanmak i¢in dnemli bir adimdir.

1.2 Zaman Serileri Analiz Yontemleri

Zamana bagli olarak degisen bilgi ve verilerin, Grafik 1-1 de goriildiigi belirli
periyotlara gore sirali olarak diizenlenip incelenmesidir [6]. Zaman serileri
analizinde, verilerin degisimi, sebepleri ve gelecekteki alabilecekleri degerler
hakkinda bilgi toplanmasi amaglanmaktadir. Zaman Serilerinin 6nemli
bilesenleri Egilim, mevsimsellik, konjonktiirel ve diizensiz hareket
bilesenlerden olusmakta olup Grafik 1-2 de grafiginde goriinmektedir [7].
Egilim (Trend) verinin genel siire¢ icerisinde siirekli artis veya azalis egiliminde
olmasin1 gostermektedir. Veri kisa zaman araliginda kiiciik farkli hareketlerde
bulunursa da genel goriinim de azalma veya artma egiliminde ise zaman
serisinde trend bulunmaktadir. Zaman serilerinde mevsimsellik (Seasonal)
belirli donemlerde degerlerin benzer yapida degerler almasidir. Mevsimsellik

etkisini turizm verilerinin yaz aylarinda artar iken kis aylarinda azalma



egiliminde bulunmasi gibi 6zetlenir [8]. Zaman serilerinde mevsimsellik, trend
gibi beklenen durumlar disinda belirli zamanlarda beklenen hareket yoninin
digsal etkiler ile degerlerin degisim olmasi konjonktiirel (Cyclical) bilesenidir.
Konjonktiirel degisimler belli donemler i¢in degerleri etkileyen durumlardir.
Konjonktiirel i¢in ekonomik iyilesme ve beklentilerin artmasi veya bir
ekonomik sikint1 gibi durumlardan dolay1 olabilecek degisimlerdir. Diizensiz
hareket (Irregular) ongoriillemeyen sekilde olusarak, degerleri etkileyen dogal
afet veya faiz indirimleri gibi olaylardir. Diizensiz hareketler degerlerin artma

veya azalma yonunde etkili olabilir.

Zaman serileri istatistik ydnden analizinden serinin duragan olmasi
istenmektedir. Zaman serilerinde duraganlik verinin siirekli artma veya azalma
egiliminde olmamasi -trende sahip olmamasi-, mevsimsel etkilerden
temizlenmis olmasidir. Trend ve mevsimsellik Ozelliklere sahip serilerde
degerler arasi farklar diizensiz artip azalacagi i¢in analizde yanlis sonuglara

sebep olmaktadir.

Duragan serinin ortalamasi sabit bir deger civarindadir ve varyansi ¢ok degisken
degildir. Yani herhangi andaki degerlerin ortalamalar1 birbirlerine hemen hemen
esittir. Duragan olmayan seriyi duragan hale getirmek i¢in genellikle serideki
degerlerin ge¢misteki degerleriyle farki alinir. Ayristirma (Decomposition):

Seriyi trend ve mevsimsellik etkilerine ayirma islemidir.
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Sekil 1.1: Microsoft Hissesi Kapanig Degerleri
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Sekil 1.2: Zaman Serisi Bélumleri
1.3 Veri Madenciligi Ve Makine Ogrenmesi Farklar

Makine Ogrenmesi ile veri madenciligi birbirlerine ¢ok benzemekle beraber
isleyis ve ¢aligma prensipleri bakimindan farkliliklar1 vardir. Veri madenciligi
veriler igerisinden belirli kural ve Oriintli ¢ikarilarak tahmin ve analiz islemleri
yapmaktadir [9]. Makine 6grenmesi veri madenciligi kurallar1 ile 6grendigi
bilgileri de kullanarak yeni ydntem ve anlamlar ile davranislarini
gelistirmektedir. Ayrica makine Ogrenmesi c¢esitli kalip ve algoritmalar da
bulmak i¢in bir ydntemdir. Makine &6grenmesi istatistiksel, matematiksel
yontemlerini ¢esitli iyilestirme yontemleri ile birlikte kullanilarak daha ileri
seviyeler gelmistir [10]. Baslica Resim ve karakter tanimlama olmakla birlikte
spam filtreleme, ses tanima analizler, saglik sektdriince hastalik tanimlama gibi
¢ok alanda uygulamalar1 vardir. Makine 6grenmesi genel olarak tek katmanli bir
yapida iken gelisen CPU ve GPU teknolojisi ile ¢ok katmanli yapiya sahip olan
derin 0grenme ile son yillarda c¢ok popiiler olmaktadir. Derin 6grenmende
bulunan ¢ok katmanli yap1 verilerin ve analizlerin dogru yapilmasi i¢in gereken
birgok parametreyi bile kendisi ayarlamaktadir. Makine 06grenmelerinde
egitimlerde girdi ve ¢ikt1 verilerek bir amacta egitilmesi ile baglayan siirecte,

derin 6grenmenin GPU ve bulut teknolojisi sagladigi yiiksek islem giicii ile



sadece verilen bilgiler iizerinden girdileri siniflandirma gibi uygulamalar
yapilmaktadir [11]. Hatta Google’in Alpha Go uygulamasi ile sadece go
oyununun kurallar1 68retilen bir bilgisayar programi, iki rakip gibi birbirleri ile
oynayarak go oyununda uzman olmuslardir. Alpha Go o kadar basarili olmustur
ki Go oyununda bilgisayarlarin insanlar1 yenemeyecegine dair olan inanglari
yikip gecmistir [12]. Go oyunu sira bazli olmasina ragmen satrang gibi derinlik
hesab1 ile kolaylikla hesaplanabilen bir oyun olmayip, oynayan oyuncunun da
karakterinden etkilenen hislerinde onemli oldugu bir oyundur. AlphaGo bu
sansasyonel basaridan sonra Go oyuna olan sevgi ve saygi yiiziinden proje
cekilmigtir. AlphaGo ’nun basarisindan sonra ayni yontem ile satrang igin
AlphaZero i¢in calisma yapilmistir. Egitim sonrasinda bilinen in iyi satrang
motoru olan ve bilinen tiim satran¢ oyunlar1 ile beslenen Stockfish ile 1000
magclik bir seri mag¢ yapmis olup toplamda oyun sayisinda galip gelip hi¢ mag

kaybetmemistir [13].

1.4 Veri Madenciligi

Veri madenciligi veriler igerisinden belirli kural ve oriintii ¢ikarilarak tahmin ve
analiz islemleri yapmaktadir. Sekil 1.1 de veri madenciligi isleme adimlari

gosterilmektedir. Veri madenciliginde adimlar asagida yazilmaktadir.

Veri Secimi: Cesitli farkli kaynaklarindan gelen verilerin hangilerinin
kullanilacagina karar verme asamasidir. Bu bilgiler veri tabanlari, siteler, mobil
uygulamalar, IOT cihazlarindan saglanabilmektedir. Veri tabanindan birden
fazla tablonun birlesmesi ile olusan verileri normalize ederek- diger tablolardan

gelen bilgileri toplama- bir tabloya yazarak 6n isleme adimina hazirlanmaktadir.

Veri On isleme: Toplanan verilerin, veri madenciligi uygulanmasina gegmeden
once kullanilmak icin yapilan hazirliklardir. Bu hazirliklar kullanilacak alanlari
belirleme, bos ve hatali bilgileri doldurma, gereksiz hatali verileri temizleme,
tekrar edilen veya agirligi fazla olan kayitlar1 diizeltme, verileri normallestirme,
boyut indirgeme gibi veri madenciligi dncesi yapilan islerdir [14]. Bu adim veri
anlamlandirma ve hazirlama konusunda veri madenciligi Oncesinde 1s1k
tutmaktadir. Veri madenciligi siirecinin en 6nemli adimi olup en uzun siiren

asamasidir.



Toplanan verilerdeki eksik bilgi, giiriiltii (aykir1) bilgiler tespit edilip silinerek
veya varsayilan degerler atanarak hatalar diizeltilmektedir. Toplanan veride ¢ok
sayida Ozellik bulunabilir. Madencilik icin 6nemli 6zelliklerin tespit edilmesi
gerekmektedir. Egitim sirasinda bir grup verinin baskin olarak sonucu asir1 etki
etmemesi i¢in kullanilacak veriler se¢ilir. Bazi durumlarda 6zellikle karar agaci
ile yapilacak ¢aligmalar da yas, licret gibi sayisal bilgilerin belirli araliklar ile

bir grup bazinda temsil edilmesi gerekebilmektedir [15].

Veri Doniistiirme: Veri Onisleme sirasinda segilen 6zelliklerin  veri

madenciliginde kullanilmak iizere uygun sekli dondiiriiliip kaydedilme adimidir.

Veri Madenciligi: Calismalar sonucunda elde edilen doniistiiriilmiis veriyi
yapisi, elde edilmek istenen bilgi ye uygun olarak cgesitli algoritmalar ile
tizerinde ¢alisma siirecidir [15]. Egitim sirasinda algoritma g¢alismasi i¢in girdi
ve karsiliginda ¢ikt1 verilmesi durumunda giidiimsiiz egitim adi verilmektedir.
Eger sadece girdiler ile calisma yapilarak bir sonu¢ elde ediliyor ve egitim
sirasinda olmasi gereken ¢ikti degerleri verilmiyorsa giidiimsliz egitim adi

verilmektedir.

Veriyi Degerlendirme: Yapilan calismalar sonucunda elde edilen bilgi
uzerinden bir tahmin veya oruntiler -bir kural dayanarak devam eden bilgi
dizisi- elde edilmeye calismaktadir. Elde edilen kurallara gore test i¢in ayrilan
veri ile ¢alisma ve tahminler yapilir. Bu ¢alismalarin kullanict i¢in anlamli ve

anlagilabilir olmasi igin gesitli grafikler ile gosterilmesi de gerekmektedir [16].
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1.5 Makine Ogrenmesi Yontemleri

Makine 6grenmesi ile birlikte endiistri 4.0 yapisinda otonom sistemler, goriintii
isleme ile hata ve kalite kontrolii yapan yapay zeka sistemleri, isleyis planlama
yapan sistemler Uretim sistemlerinde de aktif kullanilmaktadir. Gelisen teknoloji
ile insansiz fabrika olusumlar: ile yapay zekanin uygulamasi giderek artacaktir
[17].Makine Ogrenmesi veriler iizerinden bilgi ¢ikarimi yaparak grenebilen,
model ¢ikarip, tahmin gergeklestirebilen algoritmalar sistemidir [18]. Program
talimatlarin1 takip etmek egitim verileri {izerinden karar ve tahmin yapan bir
model olusturma sistemidir. Makine Ogrenmesindeki O0grenme Sekil 1.2 de
gosterildigi gibi Giidiimlii Ogrenme, Giidiimsiiz Ogrenme ve pekistirmeli

Ogrenme yontemleri uygulanmaktadir.

Makine Ogrenmesi

h J h 4

Giidiimsiiz Ogrenme Giidiimlii Ogrenme Pekistirmeli Ofrenme

v v

Kimeleme Siniflandirma Regresyon

Sekil 1.4: Makine Ogrenme Siniflandirmasi

Makine Ogrenmesi ile yapilan calismalar ise kategori ve sinif bulma:
Siniflandirma (Classification), verileri inceleyip tahminde bulunma: Regresyon
(Regression), verileri ayni1 0zellikli bolgelere ayirma: Kiimeleme (Clustering),
verilerin Ozelliklerinin sayisini azaltarak temel duruma getirmek Boyut azalimi
(Dimensionality Reduction) islemleridir. Makine Ogrenmesinde veri ile
calismak icin yapilmasi gereken adimlar ise 6n isleme -veri igerisindeki hatalari
dizeltme-, o6zellik ¢ikarma -veri iizerindeki hangi oOzellikler kullanilacak-,
uygun Ogrenme algoritmalarin se¢ilmesi, model ¢ikarma -verileri inceleyip
egitim, test verileri olusturma-, degerlendirme -modelin algoritma basarisini

Olgme- adimlar1 vardir [19]. Pekistirmeli 6grenme, 6grenim Oncesi belirlenen bir



amaca ulasmak icin ne yapmasi gerektigini 6grenmeye calisan 6diil ceza temelli

bir makine 6grenmesi yontemlerindendir [20].

Siniflandirma: Toplanan veriler islenerek ciktilarin birbirinden farkli olarak
onceden belirlenmis kategoriler halinde islenerek atanmasidir [21].
Siniflandirma ydntemine Ornek olarak CRM sisteminde miisterinin ¢alismayi
birakmasi veya devam etmesi, kanser tespit calismasinda ise hiicre veya
calismanin kanserli olup olmadig1 6rneklerdendir. Sekil 1.3 oldugu gibi veriler
arasinda bir boliimleme ile 2 sinifa ayrilmis olup siniflar arasi bazi gegislerde

bulunmaktadir.
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Sekil 1.5: Smiflandirma

Kimeleme: Kiimeleme analizinde toplanan veriler algoritma tarafindan
belirlenen 6zelliklere gore nesnelerin siniflandirilmasi igin yapilan ¢alismadir.
Veri siniflandirmasi giidimlii bir egitim yontemi olup egitim sirasinda Onceki
durumlar bilgisi verilmektedir [22]. Kimelemede yontemlerinde gidimsiiz
egitim ile yapilan calisma ile yontem istenen grup sayisina gore verileri
gruplamaktadir. Sekil 1.4 goriildiigii gibi veriler 4 ana kiimede gruplanmigtir.
Bu gruplamada algoritma verilerin yakinligina gore hesaplayarak c¢ikarimda

bulunmustur.
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Sekil 1.6: Kiimeleme

Regresyon: Verileri bir veya daha fazla sayida degisken ile aralarindaki
baglantiyr ve iliskiyi modellemek i¢in kullanilan bir yontemdir. Benzerlik
dogrusal olarak artan veya azalan bir sekilde modellenmesine Dogrusal
Regresyon adi verilmektedir. Benzerlik bir ¢izgiden daha ¢ok polinom bir
sekilde egriye benzemesi durumunda ise lojistik (Polinomsal) regresyon adi
verilmekle birlikte birden fazla degisken ile ifade edilmektedir [23]. Sekil 1.5
de goriilen dogrusal regresyon artan bir egilimde olarak kirmizi ve mavi olarak

belirlenen gruptaki degerleri bir ¢izgi grafigi ile 2 boliime ayilmistir.
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Sekil 1.1: Regresyon

Pekistirmeli Ogrenme: Pckistirmeli 6grenme, d6grenim oncesi belirlenen bir
amaca ulasmak icin ne yapmasi gerektigini 6grenmeye calisan 6diil ceza temelli
bir makine Ogrenmesi yontemlerindendir. Bu yodntemde ajan (agent) diye
tanimlanan her bir adimda karsilastigi durumu degerlendirerek bir tepki veren
ve sonucunda 0diil, ceza sinyalleri ile adimlarini planlayan bir sisteme sahiptir.
Deneme yanilmalar ile olabilecek durumlari rastgele veya odil degerleri
tizerinden olabilecek en yiiksek puant alarak en 1iyi sonuca varmaya
calismaktadir [24]. Egitime baslamadan once ortam hedef puanlar1 belirlenerek
egitim yapilacak ortamin tanim1 yapilmaktadir. Istenen hedefe biiyiik bir pozitif
deger verilir iken kesinlikle ulagmamas1 gereken noktalara negatif biiylik bir
deger verilmektedir. Eger en kisa yol bulma gibi yapilan her adim bir maliyet
olan fakat bu adimdan bazilarinin da mutlaka yapilmasi gereken durumlarda, her
bir adim i¢in negatif kii¢iik bir puan verilir. Belirli sayidaki deneme ve yanilma
ile olan egitimler sirasinda her adim icin hesaplanan 6diil degerleri ile en iyi

sonuca erismeye ¢aligmaktadir [25].

Pekistirmeli 6grenmede karar alma asamasinda Markov karar siiregleri adi
verilen bir algilama, eylem ve hedef adimlar1 bulunmaktadir. Egitim 6ncesinde

belirlenmesi gereken hedef ve 6diil tablosu yaninda sistemin ¢alisma sirasindaki
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kesif ve aldig1 sonuglara veya degerlendirmeye goére hangi adim ve olayin
gerceklesmesini belirlenmesi ¢ok zor ve dnemli bir adimidir [26]. Bu sistemde
adimlar1 deneyen ajanin topladigi 6diil miktarinin daha fazla olmasi i¢in gegmis
deneyimlerinden gelen yiiksek degerleri segerken, onceleri daha az fakat daha
ileri adimlarda ¢ok daha yiiksek degerler kazanma ihtimali oldugundan ve ayni
degerlerle donerek kisir bir dongliye ugramamasi adina rastgele adimlarda
denenerek diger durumlarda karsilanmaya c¢alisilmaktadir. Pekistirmeli
o0grenmede ile ilgili ornekler satrang gibi oyunlar, robotlarin ¢ép toplamada
kullanacaklar1 en kisa yol bulma ve cesitli bilim dallarinda karar verme

siireclerinde gibi isler i¢in kullanilmaktadir.

Pekistirmeli Ogrenme sisteminde ajan ve ortam disinda bulunan unsurlar
politika, o6dil, Deger/Durum degerler ve cevre modelleridir. Politika ajanin
O0grenme sirasinda karsilasacagi duruma gore verecegi tepkiyi temsil edip
probleme gore tanimlanmasi gerekmektedir. Odiil ajan tarafindan uzun vadede
en yiiksek puani almak ig¢in belirlenen politika ¢ergevesinde yapilan tepkilere
karsisinda alinan puan degerleridir. Odiil davranis1 her adimda farkli degerlere
sahip olabilip her adimda farkli tercihlerde bulunabilir. Durum degeri ajanin
aktif durumu ve gelecekte olabilecegi ongordiigii 6diillerin toplami olup uzun
vadede hangi davranisin dogru olduguna karar verme durumudur. Odiil anlik
davraniglara yonlendiril iken durum degeri toplamda en iyi degeri bulmaya
caligmaktadir. Cevre modeli ise ajanin hareket edecegi, ddiillerin belirlendigi,

cevre kosullarinin simiilasyon edilmesidir.

1.6 Uygulama Alanlan

Veri madenciligin kullanildig1 alanlar ¢ok genis bir kapsama sahiptir.
Regresyon, kiimeleme ve siniflandirma yontemleri ile kullanilan veri
madenciligi finanstan bankaciliga, saglik sektoriinden bilimsel arastirmalara,
CRM den ticaret ve e-ticaret gibi en yayginlar1 olmakla beraber her gegen gun

kullanimi giderek popiiler hale gelmektedir [27].

Bankacilik-Finans: Bankacilik sektoriinde veri madenciligi ile tespit edilmek
istenen konular s0yledir. Miisterinin kredi kart1 ile yaptig1 aligverisler
dogrultusunda miisteri aligkanlik ve ilgi alanlarini tespit ederek dogru kampanya

ve kredi imkanlar1 ile yeni iriinlerin satilmasidir. Kredi talebinde bulunan
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miisterinin  0deyebilme yetkinligi belirleme ve dogru kredi limitinin
belirlenmesidir. Borsa, altin, doviz gibi yatirnm araglarinin gelecekte
olabilecegi degerlerin tahmin edilmesi gibi c¢alismalar yapilmaktadir. Internet
tizerinden yapilan kredi karti1 islemlerinin gercek kullanict veya

dolandiriciliklarinin kullanip kullanmadiginin tespit edilmesidir [28].

Pazarlama: Veri madenciligin en aktif kullanildigi bir sektdrde pazarlama
sektoriidiir. Miisterilerin ilgilendikleri {irtinleri satin alma aligskanliklarinin
belirlenmesi ile satis miktarinin belirlenmesi. Miisterilerin aligveris sirasinda
aldiklar1 {rtin gruplarinin belirlenerek uygun ve miisteri ilgisini ¢eken
kampanyalar iretmek icin kullanilmaktadir. Satig tahmini ile kritik stok
analizleri, temin sireleri gibi konular incelenerek en az stok maliyeti ile strekli

stoka sahip olarak maliyetlerin azaltilmasidir [29].

CRM: Misterilerimizin hizmet ve iriinlerden memnuniyetini dlgerek
kaydedilmesini onler iken, yeni miisteriler kazanmak i¢in miisteri aday profilleri
belirlemektir. Miisterilerimizden en iyi seviyede baglilik ve faydalar1 saglamak

i¢in yapilan analiz ¢alismalarindandir [30].

Bilesim: Web sitesini ziyaret eden kullanicilarin hangi sayfalar1 ziyaret edildigi
ve site kullanma davranislarinin incelenmesi ile gerekli dogru donanim ve
yazilim c¢alismalarinin  yapilmasidir. Uygulamalarin  iizerinde c¢alistigi
sunuculara yapilan saldirilarin analiz edilmesi, gerekli durumlarda fireware
sistemleri ile birlikte saldir1 yapan adres ve bilgisayarlarin baglantisinin
kesilmesi tespitleri, sunucu iizerinden gelen isteklerin saldir1 olup olmadiginin

belirlenmesidir [31].

Sigortacilik: Risk ve para yonetimin birlikte kullanildigi sektor olan
sigortacilik da istatistik ve veri madenciligi ¢ok 6nem kazanmaktadir. Sigorta
edilecek olan ev, ara¢ gibi varliklarin ugrayabildikleri zarar ve hasarlarin olma
olasiliklar1 ve olusan hasarin maddi degerinin incelenmesidir [32]. Sigorta
yaptiran miisterinin yas, egitim, yasadigi bolgede gibi bir 6zellikleri ile kazaya
karisabilme olasiliklar1 ile dogru sigorta primlerinin tespit edilmesidir. Koti
niyetli misteriler tarafindan yapilabilecek sigorta dolandiracagini 6nlemek icin

kazalar lizerinden ¢alismalar yapilmaktadir [33].
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2. YONTEM

2.1 Polinomsal Regresyon

Polinomsal regresyon lineer regresyonun tek yonlii egilimi yetersiz kaldigi i¢in
egri fonksiyonu ile ifade edilen lineer regresyonun bir tiriddr. Lineer regresyon
matematiksel olarak y=Q+Qix gibi tek egilimi iken Polinomsal regresyon
y=Qo+Qux*+Q2x*+...+QnX" gibi egri fonksiyonu seklinde oldugu i¢in sekilde
goriindiigi gibi daha iyi oturmaktadir [34]. Polinomsal regresyonda segilen
polinom derecesi ideal egri noktalarin1 bulunmasini(fitting) saglar iken
derecenin fazla secilmesi verilerin ezberlenerek (overfitting) testlerde dogru
sonug verir iken, uygulamada sorunlara sebep olabilmektedir [35]. Ortaya ¢ikan
modelden kaynaklanan hatalarin yanlilik, varyans dengesinin saglanmasi ile
dogru polinom derecesi bulunabilir. Bias (Yanlilik) verinin egitim sirasindaki
oturma islemindeki basit 6n kabul degerlerinden kaynaklanan hata degeridir.
Yiiksek yanlilik degeri, dogru egim modelini bulamadigini (underfitting) ve
distik 6grenme yaptigini gosterir [36]. Variance (Varyans) ise verinin egitim
sirasindaki karmasik islemlerden dolay1 olusan hatay1 temsil etmektedir. Yiiksek
Varyans degeri test verilerinin biiyilk kismindan gegerek ezberlemeye

(overfitting) sebep olup bu durumlar Grafik 2.1 de g6ztukmektedir.
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Sekil 2.1: Polinomsal Durumu
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22 LSTM

Bir¢ok popiiler yapay zeka ¢alismalarinda kullanilan derin 6grenme algoritmasi,
gelisen CPU ve GPU donanimsal yetenekler, neredeyse sinirsiz islem ve
saklama yetkinligi sahip bulut teknoloji ise bir¢ok uygulamada karsimiza
ctkmaktadir. Verilerden kural ¢ikarmakta yetkin olan derin 6grenmede daha
fazla miktarda gerekli olan veri miktarini islemede CPU’dan daha gii¢lii olan

GPU’lar kullanim1 tercih edilmektedir.

Derin Ogrenme ¢ok miktardaki verileri insan beynindeki néron yapisini, birden
fazla farkli islevleri olan katmanlar ile sinir aglarimi taklit ederek kurallar
cikarmay1 hedeflemektedir [37]. Ozellikle algoritmanin en iyi sonuglar1 almasi
icin gereken parametreleri algoritma tarafindan bulunmasi ¢ok tercih edilme

sebeplerindendir.

® ® ©
L 8 t

Sekil 2.2: RNN Calisma Adimlari

RNN sirali bilgilerin giris yapildig: tekrarlanan yapidaki sinir aglarindan olusan
siralt ve ¢ok katmanlt bir sinir ag1 modeline sahip olup bu model Sekil 2.2 de
oldugu gibidir. [38]. Bu tip aglarda bilginin giris siralamas1 ¢ok énemli olup bir
onceki bilgiyi de dikkate alarak sanki bir hafizasi varmis gibi islem
yapmaktadir. Bu hafiza sayesinde zaman serilerinde oldugu gibi 6nceki
verilerden sonraki degerleri etkiledigi gibi, bir ciimle tamamlama
uygulamasinda da bir sonraki gelecek kelimeler sira ile Onceden girilen

kelimelerden etkilenmektedir.

Geri bildirimli olarak tekrarlayan kisa siireli bellek yontemi giris, gizli ve sonug

katmanlarinda farkli aktivasyon fonksiyonlar1 iceren c¢esitli agirliklara sahip bir

15



ag modelidir [39]. Bu aktivasyonlar sadece ileriden gelen verilerden baska ¢ikti

verilerinden de beslenmektedir.

LSTM -Uzun Kisa Vadeli Hafiza Aglari- RNN’lerin daha uzun siireli bagiml
veriler ile O6grenebilen daha 6zel bir tiriidiir. Hochreiter & Schmidhuber
tarafindan 1997 yilinda tanitilarak birgok uygulama ve ¢alismadan kullanilmistir
[40]. LSTM ozellikle uzun siireli bagimlilikta olan bazi sorunlari ¢ozmek tlizere
yeniden tasarlanmis bir yapiya sahiptir. LSTM de hiicreler davranis ve
devralmadaki ezberleme sorununu ¢ézmek icin kapi ismi verilen 4 katman
bulunmaktadir. Bu katman yapist Sekil 2.3 de gosterilmistir. Normal veri
baglantilar lizerinden gelen bilgilerin yaninda disaridan da bilgi alabilen ve bu
bilgileri depolama, hiicreye yazma veya silme islemi yapmaya karar veren
kapilara sahip bir yapidir [41]. Sinir aglarindan oldugu gibi gelen bilgiyi
agirligina inceleyerek gozden gecirip bu verinin hiicrede saklanmasini veya
silinmesi gerekmesini Ogrenmektedir. LSTM farkli ihtiyaglarda ise kap1
modelleri degisimi yaparak c¢iktin1  adimlarin  farkli degerleri almasi

saglanabilmektedir.

Sekil 2.3: LSTM Calisma Adimlar1
2.3 Arima

Bir¢ok popiiler yapay zeka calismalarinda kullanilan derin 6grenme algoritmasi,
gelisen CPU ve GPU donanimsal yetenekler, neredeyse sinirsiz islem ve

saklama vyetkinligi sahip bulut teknoloji ise bir¢ok uygulamada karsimiza
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ctkmaktadir. Verilerden kural ¢ikarmakta yetkin olan derin 6grenmede daha
fazla miktarda gerekli olan veri miktarini islemede CPU’dan daha gii¢lii olan

GPU’lar kullanimi tercih edilmektedir [42].

1970 yilinda George Box ve arkadasi Gwilym Jenkins ile beraber gelistirip
onerilen bir model olan Box Jenkins yontemi bilim diinyasina kazanilirmistir
[43]. Zaman serileri analizlerinde verinin duragan olmasi gerekliliginden dolay1
ekleme veya carpma yontemleri ile duraganlastirma yontemleri uygulanmalidir.
Box Jenkins ydntemi veri yapisinda gore duragan verilerde ARMA, duragan
olmayan durumlarda ARIMA ve mevsimsel uygulamalarda SARMA alt
yontemlerini kullanmaktadir [44]. Arima (Autoregressive Integrated Moving
Average Model) zaman serileri analizinde kullanilan serilerin trend ve
hareketleri Uzerinde parametreler ile dizenlemeler yaparak inceleyen bir

yontemdir [45].

Arima Modeli AR(Autoregression) model olusumdaki gecikmeli degerleri
arasindaki iliski kurma, I (Integrated) zaman serilerinin incelemesi i¢in gerekli
olan duraganlastirma islemleri icin alinan fark katsayisi, MA (Moving Average)
-Hareketli ortalama- verilerin parametreye gore alinan hareketli ortalama ile
hatalar arasindaki iliskinin incelenmesidir. Iki veya ikiden daha fazla degisken
degerleri arasindaki dogrusal iliski bakimindan yon ve giicii temsil eden bir
degere korelasyon adi verilmektedir [46] .Otokorelasyon ise zaman serisinde
bulunan degerlerin korelasyon ne kadar oldugunu gosteren bir grafiktir
[47].Grafik 3 Microsoft Hisse Senedi Otokorelasyon Grafigi goriinmektedir.
Kismi otokorelasyon ise korelasyonun etkisi temizlenip kaldirildiktan sonra
geriye kalan korelasyon degeri olmakla birlikte Grafik 4 Microsoft Hisse Senedi

Kismi Otokorelasyon Grafigi bulunmaktadir.
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Sekil 2.4: Microsoft Hisse Senedi Otokorelasyon Grafigi
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Sekil 2.5: Microsoft Hisse Senedi Kismi Otokorelasyon Grafigi

Hareketli ortalama verinin belli donem pargalar1 halinde ge¢misteki hareket
yoniunu veren hesaplama yontemi olmaktadir. Arima modelinde mevsimsellik ve

sadece tek degisken ile yapilan modelde ARIMA (p, d, q) tanim1 kullanilip p oto
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regresyon alma derecesini, d seriyi duragan hale getirmek i¢in gerekli olan
katsayiyl, q ise hareketli ortalama i¢in dikkate alinacak katsayisi temsil
etmektedir [43]. Zaman serileri iizerindeki basarilarindan dolayi iizerinde birgok
gelismeler olmakla birlikte, birgok framework de verilen test verileri ile en az
hata degerlerine sahip parametreleri bulmak igin yardimct metotlar
bulunmaktadir. Bu yardimci metotlar sayesinde arastirmaci tek tek degerleri
deneyip degerlendirmek yerine ilgili metot verilen parametre araliklarindan

degerleri deneyerek uygun degeri vermektedir.

Bu c¢alismada Python da bulunan pmdarima framework (ne ait
auto_arima(self.train, start_p=1, start_gq=1,max_p=8, max_q=8, m=1,start_P=0,
seasonal=False,d=1,
D=1,trace=False,error_action="ignore’,suppress_warnings=True,

stepwise=False) kullanilmistir.

ARIMA da model bircok yapay zeka yonteminde de oldugu gibi, model
belirleme, parametre belirleme, yontem uygulama ve sonuclarin de
degerlendirilmesi ve 6ngoérii yapimi adimlarindan olusmakta olup bu adimlar

Sekil 2.4 de goriinmektedir.

‘J Model Belirle

Parametre Tahmini

Hayir

Ongéride Bulun ]

Sekil 2.6: Arima Calisma Sekli
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2.4 Facebook Prophet

Prophet Facebook tarafindan gelistirirmis, kolay kullanim ve performans hedefli
zaman serilerinde tahmin yapan bir yazilim kiitiiphanedir [48]. Prophet diger
yontemlerden ayilan 6nemli 6zelliklerin bir tanesi 6zellikle satis ve talep gibi
bazi 6zel zamanlarda ¢ok farkli degerler alabilen verilerde bu 6zel zamanlari
tanimlayarak tahminler yapabilmektedir [49]. Diger yontemlerde veriyi
temizleme islemlerinden sonra da yontemde kullanmak i¢in degisiklik yapmak
gerekir iken Prophet de veri yapisinda zaman ve deger olmasi yeterlidir. Bu
kolaylik analiz yapan arastirmacinin isini kolaylastirmaktadir. Facebook
Prophet altyapt olarak kolay tutulmus olup dogrudan dis veri tabanlar ile
baglant1 kurup, 6zel bir ¢calisma gerektiren bir modele sahip olmadigi i¢in ¢ok
uygundur. Diger zaman analizi yontemlerinde ayrica veriler incelenip uygun
model hazirlanmak gerekir iken Facebook Prophet de bu yazi tarih ve veri
olmak Uzere ¢ok basittir. Facebook Prophet verileri inceleyip her durum icgin en
uygun yontemi kullanmaktadir. Verileri aylik, yillik hatta saatlik bilgilere sahip
olanlarda saatlik, giinliik, 6zel tatil giinlerini de dikkate alarak aykir1 degerlere,
trendlere dikkat ederek incelemektedir [50]. Prophet verileri analiz etmek icin 4
bilesen parc¢asini kontrol ederek bir model analizi yapar. Modelin dogrusal veya
lojistik regresyon egrisini bulmaya calisir. Yillik degisim modeli i¢in Fourier
serilerini kullanir iken kukla degiskenler ile haftalik pargalari incelemektedir
[50]. Diger yontemlerden farkli olarak da 6zel giin ve hafta tatilleri analize
eklenmektedir.

2.5 XGBoosting Yontemi

XGBoost (Extreme Gradient Boosting) Ekstrem Gradyan Arttirmanin olarak
adlandirilan Tianqi Chen ve Carlos Guestrin’in 2016 yilinda yayinladiklar
Gradient Boosting algoritmanin gelismis bir versiyonudur [51]. Algoritma
paralel calisma, budama, asir1 Ogrenmeyi engelleme gibi islemler ile
tyilestirilmistir. XGBoost algoritmas1 karar agaci temelli bir en iyi sonuglari
bulmak i¢in kendini iyilestiren bir yapidadir [52]. XGBoost atas1 olan Gradient
Boosting yontemi zayif 6grenicilerin adim adim degisimler ile gii¢lii 6greniciye
gelisme yoOntemidir. Boosting algoritmalart birbirlerine gore farklar1 zayif

Ogrenicilerin nasil belirlenip bu duruma goére islem yapmasidir. Gradient
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Boosting ilk adimda karar agaci i¢in ilk yapraklari olusturur. Sonra iterasyonlar

ile hatalar1 da dikkate alarak yeni agaglar olusturur [53].

Karar agaci bir siniflandirma algoritmasi olmakla beraber istenen sonuglara
varmak ic¢in belirli kosullara gore dallandirilmasi ile olusan yapisi agaca
benzeyen bir yapidir. Bir karar agaci, belirli kurallara gore kiigiik alt veri
kiimelerine bdlerek gruplandiran bir yapidir [54]. Karar agacinin yapisinda,
icerisinde c¢ok sayidaki kayitlar islenmek i¢in kiiciik kiimelere boliinerek bazi
kurallar ¢ergevesinde boliinen bir yapida olan bir sistemdir. Biiyiik miktardaki

veriler iizerinden karar verebilmek i¢in daha kii¢lik yapilara doniistiiriilmiis

halidir.

2.6 Hata Olgme Yontemi

Yapilan oOlciimleri degerlendirmesi c¢alismanin dogru ve en uygun degerlere
ulagmasi i¢in biylk 6neme sahiptir [55]. Hata degerlerini 6l¢gmek igin tahmin
degeri ile gercek deger arasindaki degisimi O6lgmek incelemek gereklidir.
Tahmin degeri ile ger¢ek deger arasindaki degisimi O6lgmek icin Ortalama
Mutlak Hata, Ortalama Kare Hata ve Kok Ortalama Kare Hata 6lgcme yontemleri

kullanilir.

2.6.1 Ortalama Mutlak Hata

MAE (Mean Absolute Error, Ortalama Mutlak Hata) tahmin ve hedef dizileri
arasinda yon farkinda dikkate almaksizin degerlerin farklarinin ortalamasi
bulunarak 6l¢ilmektedir. Tim dizilerdeki elemanlarin farkliliklart ayni seviyede

oldugundan olay1 ortalama diye ifade edilip formiilii asagida goériindiigii gibidir

[56].

S abs (y; — A(z;))

T

mae =

2.6.2 Ortalama Kare Hata

MSE (Mean Squared Error, Ortalama Kare Hata) tahmin ve hedef dizileri

arasinda farklarin karelerinin toplanmasi ile bulunan degerdir [57].
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2.6.3 Kok Ortalama Kare Hata

RMSE (Root Mean Square Error, Kok Ortalama Kare Hata) tahmin ve hedef
dizileri arasinda farklarin karelerinin ortalamasinin karekoki  ile bulunan

degerdir [56].
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3. LITERATUR CALISMASI

Hacioglu Karasu S. ve arkadaslar1 destek vektor makinesi ve dogrusal regresyon
yontemiyle, 2012 ile 2018 tarihleri arasinda olan bitcoin kapanis degerlerini
makine 0grenmesi yontemleri kullanarak tahmin etme konusunda ¢alismiglardir
[58]. Bu galismada farkli zaman bdliimlerine gore hareketli ortalama, dogrusal
fonksiyon, Polinomal regresyon ile minimum hata degerleri bulunacak sekilde
calisma yapilmistir. Khan ve arkadaslar1 2001 yilinda Yapay sinir aglar
yontemini kullanarak gen ekspresyon imzalarina dayanarak, kii¢iik yuvarlak
mavi hiicreli tiimorleri tanimlayarak kanser hiicrelerini taninmasi {izerine
calisma yapmistir. Klinik tanimlari ile kanserleri dort farkli kategoriye ayilarak
tahmin yapmaktadir [59]. Kenan KARAGUL 2013 yilinda yaptig1 calismada
IMKB-100 endeksi igerinde bulunan ¢imento, gida ve tekstil gibi farkh
sektorlerde faaliyet gOsteren 42 sirket i¢in finansal durumlari bakimindan 3
kategoriye ayrilmasi iizerine Destek Vektor Makineleri ile ¢alisma yapilmistir.
Sirketlere ait 2006-2011 yillarina ait 10 farkli finansal veri dikkate alinarak
calisma yapilmistir [60]. M. Suphi OZCOMAK ve Murat GUNDUZ tarafindan
2014 yilinda yapilan ¢aligmada Borsa Istanbul bulunan firmalarin kapanis
fiyatlar1 iizerinden bir c¢alisma yapilmistir. Yapilan calismada Once veriler
fonksiyonel veriye ¢evirip fonksiyonel kanonik korelasyon analizi ile kapanis ve
islem miktar1 arasi iliski incelenmistir [61]. Hakan PABUCCU tarafindan
yapilan ¢alismada 2009-2018 yillar1 arasindaki Borsa Istanbul giinliik kapanis
degerlerini kullanarak, endekslerinin hareket yonii tahmini i¢in yapay sinir
aglarinin, naive nayes siniflandirma yontemi ve destek vektor makineleri
yontemleri kullanilmistir [62]. Melek ACAR BOYACIOGLU ve Derya CURUK
yaptiklar1 calismada Borsa Istanbul 100 Endeksi ile doviz kuru arasindaki
etkilesimi hakkinda ¢alisma yapmislardir. Yapilan ¢alismada 2006-2014 yillar
arasinda ticaret ve imalat sektorlerinde faaliyet gosteren 42 firmanin yillik hisse
senedi kazanglari ile doviz kazang oranlar1 incelenmistir [63]. Birgil Kutlu ve

Bertan Badur 2009 da yaptiklar1 ¢alismada, Borsa Istanbul 100 Endeksi tahmin
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lizerine Yapay sinir aglarinin ileri beslemeli yontemini kullanarak 2 Temmuz
2001 ile 13 Temmuz 2006 tarihleri arasinda veriler ile ¢alisma yapmislardir
[64]. Nurdan Degirmenci ve Ali Akay yaptiklari ¢alismada ARIMA yontemi ile
borsa, petrol, altin ve déviz fiyatlar1 01.02.2009-11.25.2016 tarihleri arasindaki
veriler kullanilarak arasindaki iliskiler incelenmistir [65]. Onder Aydemir 2008
yilinda yaptig1 calismada Elektroensefalografi (EEG) isaretleri iizerinde destek
vektor makinesi ve KNN simiflandirma yontemini kullanarak siniflandirma
calismas1 yapilmistir [66]. Yasin Kalkavan ve Feridun Ozg¢akir Arima ydntemi
ile ara¢c kiralama verileri Uzerinden kiralanan ara¢ sayisi tahmini hakkinda
calisma yapmislardir [67]. Arima yonteminden bagka RNN ve LSTM ydntemleri
ile de calisma yapilmistir. Bu c¢alismadaki ama¢ dogru hedef tahminleri ile
firmalarin karliliklarini yiikselterek firmanin devamligini strdirmektir [67].
Ozlem Alpay 2000 ile 2018 yillar1 arasindaki USD/TRY paritesi verileri
tizerinden LSTM ydntemini ile zaman serileri iizerine ¢alisma yapmistir. LSTM
yonteminde bulunan bellek yardimi ile zamansal veriler iizerinde iyi bir basari
elde edilmistir [68]. Onur Sevli i¢inde bulundugumuz giinlerin en 6énemli olay
ve durumlarindan olan Covid-19 Uzerine Facebook Prophet modeli ile
incelemistir [69]. Yapilan ¢alismasa vaka ve Oliim sayilari ile iyilesen vaka
sayilarinin artis tahmini tizerine ¢alisirmistir [69]. Facebook Prophet ‘in kolay
kullanim1 olmasi ve parametrelerin yontem tarafindan optimize edilmesi
calisgmanin hizli bir sekilde gerceklesmesini saglamistir. Pandemi siirecinde ve

sonrasinda bu tahminlerin devam edilecektir.
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4. ARASTIRMA DEGERLENDIRILMESI

4.1 Arastirma Metodu

Bu calisma Yahoo Finans sitesinden alinan 2014 ile 2019 tarihleri arasindaki
Microsoft Sirket hisse senedinin giinliik kapanis degerleri lizerinden yapilmaistir.
Makine Ogrenmesi yontemleri ile ileri tarihteki kapanis degerleri tahmin
edilmeye c¢alisilmigtir. Calismada Python {izerinden c¢esitli farkli yazilim
paketleri kullanilarak, 5 farkli yontem ile tahmin sonuglar1 incelenmistir. Bu
calismada hisse senedi kapanis fiyatlarinin gercek degerler en yakin sonuglarin
bulunmasi amacglanmistir. Yatirimcilarin  kazandiklart varliklarinin  deger
kazanmasi i¢in ¢esitli yatirim araglarini tercih ederler. Bu yatirim araglari iginde
borsa 6nemli bir yer tutmaktadir. Fakat borsada hisse senedi fiyatlar1 politik,
ekonomik veya sektére bagli sebeplerden dolayr c¢ok degisken bir yapida
olabilmektedir. Bu degiskenlik yatirimciya yiliksek miktarda kar veya zarar
olarak donebilir. Bu sebepten dolay:r hisse senedinin gelecekteki degerlerini
tahmin etmek yatirimci ig¢in ¢ok Onem kazanmaktadir. Makine Ogrenmesi
yontemleri ile yapilan c¢alismalarda hisse senedi kapanis degerleri tahmin
modelleri onerilmistir. Bu ¢aligmada istatistiksel yontemler ile yapilan teknik
analizlerin yaninda, makine &grenmesi yoOntemlerinden zaman serisi analiz
yontemlerine uygun olan 5 farkli algoritma kullanilmistir. Yontemlerin
performanslarinin 6lgiilmesi i¢in 5, 10 ve 20 gilinliik tahminler, giinliik kapanis
degerleri iizerinden herhangi bir gruplama veya ortalama alinmadan yapilmistir.
Kullanilan yontemler ise Polinomal Regresyon, Arima, XGBooster, LSTM
(Uzun Kisa Vadeli Hafiza Aglar1) ve Facebook Prophet yOntemleri tercih

edilmistir.

Bu ¢alismanin yapilmis oldugu diziistii bilgisayar 16 GB RAM, Intel Core(TM)
i7-8550 CPU 1.80GHZ islemci donanimina sahiptir. Egitim igin kullanilan
veriler, zaman bagimli oldugu i¢in 20 giin i¢in yapilan tahminde son 20 giin

disindaki veriler egitim i¢in kullanilmis olup; son 20 giin kapanis degerleri ile
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test edilmistir. Python ile yapilan ¢alisma sirasinda farkli 6grenme algoritmalari

ve yapilar kullanilarak minimum hata olanlar1 bulunmaya calisilmistir.

4.2 Olgiimlerin Degerlendirilmesi

Bu calismada analizi yapilan Microsoft hisse senedi kapanis fiyatlar1 Grafik 4.1
de yillik bazda kutu grafiginde goriindiigii gibi yiikselen bir trende sahiptir. Bu
calismada kullanilan Polinomal Regresyon, Arima, XGBooster, LSTM (Uzun
Kisa Vadeli Hafiza Aglar1) ve Prophet yontemleri i¢in 5, 10 ve 20 giinliik hata
sonuglar1  Tablo 1 Hata Sonu¢ Tablosu goriinmektedir. Sonuglarin
incelendiginde grafik-2 de goriindiigii gibi Polinomal en az hata degerini

vermistir.
160
140

120

Close

year

Sekil 4.1: Yillik Bazda Kapanis Degisimi
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Cizelge 4.1: Hata Sonug Tablosu

MSE RMSE MAE
Algorithm 5 10 20 5 10 20 5 10 20
Arima 0,9393 5,4608 19,8731 0,9692 2,3368 4,4579 0,7496 2,0969 3,6710
LSTM 29,8243 10,0034 8,3038 5,4612 3,1628 2,8816 5,3963 3,0374 2,5442

Polinominal  0,8848 0,8238 4,1739 0,9406 0,9076 2,0430 0,8399 0,8114 1,6820

Prophet 118,2301 128,0429 120,4416 10,8734 11,3156 10,9746 10,8429 11,1409 10,3985

XG Booster 15,4017 30,2529 49,4574 3,9245 5,5003 7,0326 3,56235 4,8624 5,7572

MSE: Mean Squared Error

RMSE:Root Mean Square Error

MAE:Mean Absolute Error

Son 5 giinliikk tahmin degerlerini gdsteren Grafik 4-2 grafikte gercek degere en
yakin olan sonu¢ polinomal regresyon yontemi olmakla birlikte ARIMA ve
LSTM den gercek degerlere yakin tahminlerde bulunmustur. Ilk 2 giinliik
tahminde gercek degerlere yakin olan XGBooster yontemi Ozellikle 5 giine
dogru daha fazla hata degerleri tahmin etmistir. Facebook Prophet yontemi ise
neredeyse %10 kadar degerliri diisiik tahmin ederek 5 giinlik tahmin

calismasinda en kotli degeri tahmin etmistir.
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Son 5 Senug Tahmin Grafigi
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Sekil 4.2: Son 5 Giin Tahmin Grafigi

Son 10 giinliik deger tahminlerini gosteren Grafik 4-3 deki grafikde yine en iyi
Polinominal Regresyon olmakla birlikte LSTM ve ARIMA yobntemleri daha az
miktarda hata yapmis olup rahathikla kabul edilebilecek bir tahminde
bulunumustur. Gergek degerlerin giinliik hizli degisimlerine ragmen 10. Giin
icin yaptiklar1 tahmin en fazla 3 degerindeki fark ile ¢ok giizel tahminlerde
bulunmustur. XGBooster 5 giinliik tahminde oldugu gibi ilk 2 giin i¢in kabul
edilebilir miktarda tahminde bulunur iken 10. giine dogru artan gercek degere
ragmen disiis terendi olan bir tahminde bulunmustur. Facebook tarafindan
kolay kullanima sahip olmasi i¢in gelistiliren Prohpet yontemi borsa kapanis

tahmini i¢in en kotii tahmini yapmistir.
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Sekil 4.3: Son 10 Giin Tahmin Grafigi

Son 20 giinliikk kapanis degeri tahmininde Grafik 4-4 de goriildigi gibi gercek
kapanis degeri artan bir trend ile yiiksek oynakliga sahiptir. Bu oynaklik ve 20
adet tahmin istenmesinden dolayr 5 yontemde farkli tahminde bulunma
davranislarinda bulunmustur. Polinominal Regresyon tahminlerini genel oralak
gercek degerlerden yiiksek degerler bulmakla birlikte toplamda yine en 1iyi
tahminlemede bulunmustur. LSTM yontemi ilk giin gercek degerden yiiksek
tahmin eder iken giderek daha ger¢ek degerlere yakin tahminlerde bulunarak 20.
glinde ger¢ek degere en yakin tahminde bulunmustur. 5 ve 10 giinlik
tahminlemede gayet giizel degerlerde tahminlemede bulunan ARIMA 20 giinliik
tahminde sadece ilk 5 giinde yakin degerler tahmin edip hissenin artan trendini
tahmin edememistir. XGBooster yontemi daha yatay trende gider ilk 3 gilinde
gercek degerlere yakin tahminde bulunur iken daha sonraki giinlerde hisse
senedi artis trendine sahip olmasina ragmen diisiis trendi yOniinde tahminde
bulunmustur. Facebook Prophet 5 ve 10 giinliik tahminlerde oldugu gibi en kotii

tahmini yaparak islemi sonug¢landirmistir.
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Sekil 4.4: Son 20 Giin Tahmin Grafigi

Yontemlerin uzun vadeli performanslarint da incelemek amaci ile son 1 yillik
ait hisse senedi kapanis deger tahmin c¢aligmalar1 da eklenmistir. Tablo 2 de
goriildiigi gibi 1 yillik tahmin i¢in hata tablosunda uzun vadede en iyi sonugclar
LSTM , Prophet ve Polinominal iken Arima ve XG Booster kotii sonug almistir.
Yapilan tahmin Grafik 4-5 deki tahmin ve gercek deger detayli grafiginde
goriildiigi gibi 1 yil igerisinde 100$ dan 160 $ a kadar olan hizli bir deger artis1
olmaktadir. 1 Yillik egim i¢in kullanilan verilerde ise degerler 40 $ dan 100 $ a
ylikselmekte oldugu Grafik 4-6 da goriilmektedir. Son 1 yildaki bu degisim tiim
algoritmalarin gercek degerden daha diisiik degerleri tahmin edilmesine sebep
olmustur. Tahminin ilk 100 ginidnde Grafik 4-5 de gorildigi gibi LSTM
Facebook Prophet ve Polinominal Regresyon gercege daha yakin degerleri
tahmin etmis iken devam eden giinlerdeki hizli artis1 yakalayamamistir. Arima
yontemi ise egitim verilerinin degisim oraninin az olmasi sebebiyle 100 ve
egitim verilerinin son boliimlerinde azalma trendine sahip olmasi yiiziinden 100
§ ile 115 $ araliginda kalmistir. Karar agaci temeline sahip olan XG Booster
kisa vadeli tahminlerde oldugu gibi uzun vadeli tahminlerde de en koti

sonuglar1 almistir.
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Cizelge 4.2: 1 Yillik Hata Tablosu

Algoritma MSE RMSE MAE
LSTM 133,3537 11,5479 10,2089
Prophet 203,5468 14,2670 12,5386
Polynomial 343,9170 18,5450 15,5097
Arima 595,7021 24,4070 21,7105
XG Booster 958,7950 30,9644 29,3297
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Sekil 4.5: 1 Yillik Detayli Tahmin Grafigi
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G

Sekil 4.6: 1 Yillik Tahminde Egitim -Gergek-Tahmin Grafigi

Yapilan g¢alismalar sonucunda ortaya ¢ikan Grafik 4-7 deki grafikte, tahmin
yapilan 5 yonteme ait MAE degerlerin 5,10 ve 20 giinliikk hata sonuglarinin
karsilastirtlmas1  goriinmektedir. Bu c¢alisjma kapsaminda ¢ikan sonuglar
incelendiginde en iyi sonucu Polinominal vermekte iken en kotii tahmin ise
Facebook Prophet yontemi tarafindan yapilmaktadir. ARIMA ve LSTM
yontemleri de basarili sonuglar bulmaktadir. XG Booster 2. en kdétli sonucu
veren algoritma olmustur. Calisma sirasinda egitim hazirligi asamasinda
Polinominal, ARIMA ve Facebook Prophet yontemleri icin tarih ve kapanis
degerleri kullanilarak egitim yapilmistir. Karar Agaci algoritmasi iizerine
calisan XG Booster ve hafizaya sahip olan derin 6grenme yontemlerinden olan
LSTM i¢in egitim verisi olarak kapanis tarihine ait olan tarih; haftanin giini,
yilin ¢eyregi, ay, yil, yilin giinii, ayin giinli, yilin hangi haftas1 bilgilerine
donlisiim yapilarak, bu bilgiler giris egitiminde kullanilmaktadir. LSTM
yontemi derin O8renmede yontem yapisindan dolayr egitim siiresi uzun
sirmektedir. Facebook Prophet kolay kullanimindan dolayr ilk incelemede
yapmak i¢in faydali olup, esas incelemede kabul edilebilir bir tahminde

bulunamamaistir.

Uzun vade i¢in yapilan son 1 yila ait degerlerin tahmininde yontemlerin hata

degerleri Grafik 4-8 de goriildiigii gibi en iyi sonu¢ LSTM verir iken sonu
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Facebook Prophet yontemi takip etmektedir. Kisa vadeli ¢alismada en iyi
degerleri veren Polinominal Regresyon 3. sirada bulunmustur. Kisa vadede iyi
sonuglar veren ARIMA uzun vadede kotii sonuglar vermistir. XG Booster ise

uzun vadede en kotii degerlere sahip olan yontemdir.

Error Results
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5. SONUC

Microsoft Sirketine ait 2014 ile 2019 yillar1 arasinda bulunan giinliik hisse
senedi kapanis degerleri 5 makine 6grenmesi yontemleri incelenmistir. Yapilan
incelemelerde Polinomal Regresyon, Arima, XG Booster, Facebook Prophet ve
LSTM yontemleri ile 5,10 ve 20 giinliik tahminlerde bulunulmustur. Polinomal
Regresyon, Arima, Facebook Prophet yontemlerinde tarih ve kapanis degerleri
tizerinden analiz yapilir iken XG Booster, LSTM yontemlerinde kapanis
tarihlerinin giin, ay, yil gibi 6zellikleri iizerinden egitim yapilmistir. 5,10,20
giinlik tahminlerde en iyi sonu¢ Polinomal Regresyon yodntemi tarafindan
yapilir iken, en kotii sonuglar ise Facebook Prophet yontemi tarafindan
yapilmigtir. ARIMA yo6ntemi tahmin sayist artikca, artan hata miktar1 olmasina
ragmen tiim durumlarda iyi sonug¢ vermistir. LSTM yontemi son 5 ve 10 giiniin
kapanis tahminlerinde hata miktar1 yiiksek iken 20 giinliik tahminde hata miktar1
azalarak Polinomal Regresyon dan sonra en iyi sonucu vermistir. Karar agaci
yapisinda olan XG Booster, Facebook Prophet den sonra en koétii tahminde

bulunmustur.

Hisse senedinin artan bir trende sahip olmasindan dolayi, Polinomal Regresyon
da egimsel bir artis veya azalis grafigi sekilde oldugu i¢in bu modelde en iyi
sonucu vermektedir. Arima ve LSTM bu calismada kullanilabilecek diger
yontemlerdendir. Incelenen ddénem aralifinda hisse senedinin yiiksek fiyat
artislara sahip olmasi ve tahmin edilmesi istenen artisin en {ist kistmlarina denk
gelmektedir. Cok sayida dis parametre tarafindan etkilenen borsa iizerine

tahminde bulunmak ¢ok zor bir ¢calismadir.

Uzun vade ig¢in yapilan 1 yillik tahmin c¢alismasinda yontemleri en iyiden en
kotiiye dogru siralandigi zaman, LSTM, Facebook Prophet, Polinomal
Regresyon, Arima ve XG Booster seklinde olmaktadir. Ozellikle uzun vadeli
egitim caligmasinda tahmin edilmek istenen son 1 yila ait kapamis degerleri,
egitim verilerine goére ¢ok daha fazla hizli yiikselme trendine sahip olmasi

ylziinden tiim yontemler gercek degerlerin altinda tahminde bulunulmasina
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neden olmustur. Kisa ve uzun vadeli tahmin ¢aligsmalarinda aradaki giin say1
farkinin ¢ok olmast MAE (ortalama mutlak hata) {izerinden yapilan
degerlendirmelerde kendini belli etmistir. Kisa vade de en kotii hata sonuglarini
veren Prophet 11 degerini alir iken uzun vadede en iyi sonucu veren LSTM de
bile bu deger 10 civarlarindadir. Bu hata degerleri, borsada yatirim yapmak icin
yiliksek hata degerler olup sadece hisse senedinin trendi hakkinda bilgi verecek

seviyededir.

Bu calisma veri setinde hisse senedine ait agilis, en yiiksek, en diisiik, kapanis,
ortalama kapanis, hacim bilgileri olmasina ragmen sadece kapanis degerleri
kullanilmigtir. Gelecekte yapilan g¢alismalarda en diisiik, en yiiksek ve hacim
bilgileri de dikkate alinarak daha etkin yontemler bulunabilir. Ayrica verileri
yukseldi, ayn1 kaldi, diistii seklinde gruplayip daha sonraki giinlerdeki hisse
senedi artis veya azalma yoniindeki davraniglar tahmin edilebilir. Burada
incelenen model Microsoft Sirketine ait hisse senedi degerleri iken, bagka
firmalara ait hisse senedi kapanis fiyatlarinda, farkli modeller ile g¢alisma

yapilabilir.
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