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DERIN OGRENME MODELLERININ BELIiRSiZLiK OLCUMU

OZET

Derin 6grenme modelleri, goriintii siniflandirma, belirsizlikle basa ¢ikma
yeteneklerini artirmaya, dogal dil isleme ve makine g¢evirisi gibi bir¢ok alanda
uzman insanlart asan performanslar sergilemektedir. Ancak, bu modeller
belirsizlik durumlarini ele alirken zorluk yasamaktadir, bu da yanlis kararlar ve
giivenilirlik kaybina neden olabilir. Derin 6grenme modellerinin belirsizligini
Olcmek i¢in kullanilan ¢esitli yontemler incelenmektedir. Bu yontemler, model
¢iktilarinin analizi, egitim siireglerinin incelenmesi ve yeni verilerle test edilmesi
gibi farkli yaklasimlari igermektedir. Bu yontemlerin avantajlar1 ve dezavantajlar
tartisilarak, derin O6grenme modellerinin gilivenilirligini artirmak i¢in nasil

kullanilabilecegi arastirilmaktadir.

Ayrica, bu calismada bir 6rnek sunulmus ve Yonlii Merkezi Simetrik ikili
Desen (DCSBP) temelli bir derin 6grenme ¢ercevesinin kullanildigi bir uygulama
Ozetlenmistir. Bu c¢erceve, X-151n1 goriintiillerinde COVID-19, zatlrre ve verem
gibi anormallikleri tespit etmek igin kullanilmistir. Onerilen DL yaklagimi,
zatiirre ve CH veri tabaninda sirasiyla %98'den fazla ve %87'den fazla dogruluk
elde etti. Bu sonuglar, mevcut en iyi yontemlerle karsilastirildiginda 6nemli
Olclide daha iyidir. Ayrica, Onerilen sistem, giiriiltiilii ve bilinmeyen veri kiimeleri
de dahil olmak iizere belirsiz senaryolarda test edilmis ve uyumlu sonuglar elde
edilmistir. Onerilen yontem, yiiksek dogruluk oranlari elde etmis ve mevcut
yontemlere gore daha iyi sonucglar vermistir. Ayrica, ¢cergeve belirsiz senaryolarda

da test edilmis ve uyumlu sonuglar elde edilmistir.

Anahtar Kelimeler: Derin Ogrenme Modelleri, Belirsizlik Olciimii, Anormal

Tespiti, Makine Ogrenimi, Derin Asamble



MEASURING UNCERTAINTY IN DEEP LEARNING MODELS
ABSTRACT

Deep learning models have demonstrated superior performance in various
fields such as image classification, addressing uncertainty, natural language
processing, and machine translation, often surpassing human experts. However, these
models often struggle when dealing with uncertainty, leading to incorrect decisions
and a decrease in reliability.Various methods for measuring the uncertainty of deep
learning models are examined in this study. These methods encompass different
approaches, including the analysis of model outputs, the examination of training
processes, and testing with new data. The advantages and disadvantages of these
methods are discussed, aiming to explore how they can be utilized to enhance the
reliability of deep learning models.

Furthermore, this study presents an example where a Deep Learning framework
based on Directional Central Symmetric Binary Pattern (DCSBP) is used. This
framework is applied to detect anomalies such as COVID-19, pneumonia, and
tuberculosis in X-ray images. The proposed DL approach achieved an accuracy of
over 98% for pneumonia and more than 87% for the CH database. These results are
significantly better than the current state-of-the-art methods. Moreover, the proposed
system was tested in uncertain scenarios, including noisy and unknown datasets, and
yielded consistent results. In summary, this thesis focuses on improving the ability of
deep learning models to handle uncertainty in various applications. It explores
different methods for measuring uncertainty and discusses their advantages and
disadvantages. Additionally, it presents a practical example of using a DCSBP-based
deep learning framework for detecting anomalies in X-ray images, achieving high

accuracy and reliability even in uncertain scenarios.

Keywords: Deep Learning Models, Uncertainty Measurement, Anomaly Detection,

Machine Learning, Deep Assemble
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I. GIRIS

A. Temel Kavramlar

Derin 6grenme modelleri, goriintii siniflandirma, dogal dil isleme ve makine
cevirisi gibi ¢esitli gérevlerde insan uzmanlarini agsan performanslar sergilemistir.
Ancak, derin 6grenme modelleri, belirsizlik durumlarini iyi ele almakta genellikle
zorluk c¢ekerler. Bu durum, modellerin yanlis kararlar vermesine ve

giivenilirliginin azalmasina neden olabilir.

Derin 6grenme modellerinin  belirsizligini  6lgmek, bu modellerin
giivenilirligini artirmanin 6nemli bir yoludur. Belirsizlik 6l¢iimii, modellerin
karar verme siire¢lerini daha iyi anlamamiza yardimci olur. Ayrica, modellerin
hatalarini daha iyi tespit etmemize ve modellerin farkli senaryolarda nasil

performans gdsterecegini tahmin etmemize yardime1 olur.

Derin 6grenme modellerinin belirsizligini 6l¢gmek ig¢in ¢esitli yontemler
kullanilmaktadir. Bu yontemler, modellerin ¢iktilarin1 analiz etmek, modellerin
egitim siireglerini incelemek veya modelleri yeni verilerle test etmek gibi

yaklasimlari icerebilir.

Derin 6grenme modellerinin belirsizligini 6l¢gmenin bircok avantaji vardir.

Bu avantajlar sunlardir (Choudhary et al., 2023)

e Modellerin karar verme siireglerini daha iyi anlamamiza yardimci olur.
Ornegin, bir derin 6grenme modeli bir goriintiideki nesneyi dogru bir
sekilde siniflandirmis olsa bile, belirsizligi yiiksekse, modelin neden bu
siniflandirmay1 yaptigindan emin olmayabiliriz. Belirsizligi o6lgerek,
modelin karar verme siirecini daha iyi anlayabilir ve modelin dogrulugunu

artirabiliriz.

e Modellerin giivenilirligini artirmamiza yardimer olur. Belirsizligi dlgerek,

modelin giivenilirligini artirmak igin onlemler alabiliriz. Ornegin, bir



modelin belirsizligi yiiksekse, modelin tahminini dikkate almayarak hata

riskini azaltabiliriz.

Modellerin hatalarini daha iyi tespit etmemize yardimci olur. Belirsizligi
dlcerek, modelin hatalarin1 daha iyi tespit edebiliriz. Ornegin, bir modelin
belirsizligi yiiksekse, modelin tahmininin dogru olmadiginin daha yiiksek
bir ihtimali vardir. Belirsizligi 6lgerek, modelin hatalarin1 daha hizli ve

daha kolay tespit edebilir ve modelin performansini iyilestirebiliriz.

Modellerin farkli senaryolarda nasil performans gosterecegini tahmin
etmemize yardimct olur. Belirsizligi 06lgerek, modellerin farkl
senaryolarda nasil performans gosterecegini tahmin edebiliriz. Ornegin,
bir modelin belirsizligi yiiksekse, modelin farkli ortamlarda veya
kosullarda daha az giivenilir olabilecegini tahmin edebiliriz. Belirsizligi
Olcerek, modellerin farkli senaryolarda nasil performans gosterecegini

daha iyi anlayabilir ve modelin performansini iyilestirebiliriz.

Ancak, derin 6grenme modellerinin belirsizligini 6lgmenin de bazi

dezavantajlar1 vardir. Bu dezavantajlar sunlardir:

Belirsizlik 6lgimi, modellerin performansini diisiirebilir. Belirsizligi
O0lcmek, modelin karmasikligini ve 6grenme siiresini artirabilir. Bu da

modellerin performansini diisiirebilir.

Belirsizlik 6l¢iimii, modellerin karmasikligini artirabilir. Belirsizligi
6lcmek icin genellikle karmasik modeller ve algoritmalar kullanilir. Bu da

modellerin karmagikligini ve 6§renme siiresini artirabilir.

Belirsizlik o6l¢limii, modellerin egitilmesini zorlastirabilir. Belirsizligi
6lcmek icin genellikle blylk miktarda veri gerekir. Bu da modellerin

egitilmesini zorlastirabilir.

Derin 68renme, yapay sinir aglart gibi karmasik ve ¢ok katmanli yapilara

dayanan bir makine 6grenimi alt dalidir. Derin 6grenme algoritmasi, biiyiik veri

setleri {lizerinde otomatik Ogrenme gerceklestirir ve veri i¢indeki desenleri

tanimak, anlamak ve ¢ikarim yapmak i¢in kullanilir. Bu yaklasim, insan beyninin

sinir

aglarint modellemeye calisir ve Ozellikle biiyiik veri setlerinden yiiksek

diizeyde ozellikleri ¢ikarma yetenegi ile dikkat ¢eker.



Derin 6grenme, yapay zeka alaninin uzun bir tarihcesi ve evrimi ile

sekillenmistir. Derin 6grenmenin tarih¢esi hakkinda ana hatlariyla bilgiler:

1940’lar- 1950'ler: ilk Yapay Sinir Aglar

Insan beyninin temel bilesenlerini taklit etmeye yonelik ilk ¢alismalar

gerceklesti.
McCulloch-Pitts modeli gibi basit yapay sinir aglar1 ortaya ¢ikti.

Frank Rosenblatt'in "Perceptron" adini verdigi yapay sinir ag1 modeli,

o0grenme yetenekleri nedeniyle dikkat ¢ekti.
1960’lar- 1970'ler: Perceptron'un Sinirlamalari

Minsky ve Papert, "Perceptrons" adli kitaplarinda, tek katmanl

perceptronlarin bazi problemleri ¢6zemeyecegini gosterdi.

Bu c¢alismada, yapay sinir aglarinin gelisimini sinirladi ve ilgiyi diger

makine 6grenimi tekniklerine kaydirdi.
1980’ler- 1990'Iar: Sinirl: {lerleme

Geri yayilim algoritmasi, yapay sinir aglarinin egitimini gelistiren bir
adim oldu ancak derin yapay sinir aglarinin asilmasi zor olan egitim

sorunlar1 yasadigi gorildii.

Yapay sinir aglar1 yerine sembolik yapay zeka yaklasimlar1 daha

popdlerdi.
2000'ler: Yeniden Canlanma

Biyuk veri setleri ve gelismis islem giicii ile derin 6grenme yeniden

popiilerlik kazandi.

Derin 0grenmenin egitimi i¢in daha 1yi algoritmalar ve hesaplama

kaynaklar1 gelistirildi.
Erisimli sinir aglar1 (CNN) goriintii tanima alaninda biiyiik basar1 elde etti.
2010'lar: Derin Ogrenmenin Yiikselisi

Derin 6grenme, pek cok alanda biiyiik basarilar elde etti. Ozellikle goriintii
isleme, dogal dil isleme ve oyun oynama gibi alanlarda ¢igir acan sonuglar
elde edildi.



o Biiyiik teknoloji sirketleri derin 6grenmeye yatirim yaparak bu alanin hizla

gelismesini sagladi.

e Yapay zeka alanindaki gesitli yarismalar ve etkinlikler derin 6grenmenin

basarisini gosterdi.

Bu tarihge, derin 6grenmenin nasil evrildigini ve ge¢misteki 6nemli donlim
noktalarin1 agiklamaktadir. Derin 6grenme, teknolojinin ve arastirmanin
ilerlemesiyle giinlimiizde bir¢ok farkli alanda etkili uygulamalara sahip bir alan

haline gelmistir.

Bu tezde, derin 6grenme modellerinin belirsizligini 6lgmek icin kullanilan
cesitli yontemler incelenecektir. Bu yontemlerin avantajlar1 ve dezavantajlar
tartisilacak ve bu yontemler kullanilarak derin 6grenme modellerinin giivenilirligi
nasil artirilabilecegi arastirilacaktir (Gal and Ghahramani, 2016). Derin 6grenme
modellerinin belirsizliginin ¢esitli nedenleri vardir. Bu nedenlerden bazilari

sunlardir (Gawlikowski et al., 2023)

e Verilerin belirsizligi: Derin 6grenme modelleri, biiylik miktarda veriden
Ogrenirler. Bu veriler, ¢esitli kaynaklardan gelebilir ve farkli kalitede

olabilir. Verilerin belirsizligi, modellerin belirsizligini artirabilir.

e Modelin karmagikligi: Derin 6grenme modelleri, genellikle ¢cok karmasik
yapiya sahiptir. Bu karmasiklik, modellerin 068renme siirecini

zorlastirabilir ve modelin belirsizligini artirabilir.

e Girdi verilerinin dogasi: Derin 6grenme modelleri, genellikle gergek
diunyadan gelen girdi verileri ile egitilirler. Bu veriler, ¢esitli giiriiltiiler ve
bozulmalarla igerebilir. Girdi verilerinin dogasi, modellerin belirsizligini

artirabilir.

B. Tezin Onemi ve Amaci

Derin 6grenme modelleri, yapay zeka ve makine 6grenme alanlarinda biiyiik
bir ilgi ve basar1 elde etmistir. Bu modeller, biiyiikk veri setlerinden karmagik
desenler cikarmak ve pek cok uygulama alaninda olaganiistii performans
sergilemek konusunda buyuk potansiyele sahiptirler. Ancak, bu modellerin

tahminlerinin gilivenilirligi ve belirsizlikleri, bir¢cok uygulama alaninda kritik bir



oneme sahiptir. Iste bu noktada, bu konunun énemi ve amaci ortaya ¢ikar. Bu
tezin 6nemi, derin 6grenme modellerinin gilivenilirligi ve tahminlerinin belirsizlik
seviyelerinin degerlendirilmesinin, bir¢ok kritik uygulama alaninda gerekliligini

vurgular.

En oOnemli nokta model giivenirliligini arttirmaktir. Derin 68renme
modelleri, karmasik ve icinden ¢ikilmasi zor problemlerde yiiksek dogruluk
oranlarina erisebilirler ancak bu tahminlerin ne kadar giivenilir oldugu genellikle
belirsizdir. Bu tezin bir numarali amacit derin 6grenme modellerinin

giivenirliligini arttirmak ve belirsizlik 6l¢limiiniin kullanilmasinin 6nemidir.

Belirsizlik ol¢iimii, aktif 6grenme ve veri toplama siireglerini iyilestirebilir.
Bu sayede modelin daha az veri ile daha iyi performans gostermesine ve veri
toplama islemlerinin daha verimli hale gelmesine yol acgar. Bu baglamda
belirsizlik 6l¢limiiniin 6nemi blyliktiir. Ayrica belirsizlik 6l¢iimii tahminlerin
daha iyi anlamlandirilmasina 1sik tutar. Ozellikle regresyon problemlerinde,

tahminlerin belirsizlik diizeyleri, tahminlerin yorumlanmasini kolaylastirir.



II. LITERATUR TARAMASI

Giintimilizde bilimsel arastirmalar, hizla gelisen teknoloji ve artan bilgi
birikimiyle birlikte 6nemli bir ivme kazanmistir. Bu ivmelenme, farkli
disiplinlerdeki arastirmacilarin  belirli  konularda yogunlagmalarina ve
derinlemesine calismalarina yol agmistir. Bu noktada, literatiir taramasinin roli
daha da kritik hale gelmistir. Literatiir taramasi, belirli bir konu veya problem
alaninda daha 6nce yapilmis calismalarin sistematik olarak toplanmasi, analiz
edilmesi, sentezlenmesi ve degerlendirilmesi siirecini icerir. Bu siire¢, mevcut
bilgiye dayali olarak yeni arastirma sorularinin belirlenmesi, eksikliklerin
tanimlanmasi ve ileriye yonelik arastirmalarin temelini olusturmasi bakimindan

buyuk bir 6neme sahiptir.

A. Yapilan Calismalar

Bu literatiir taramasi, Derin Ogrenme Modellerinin Belirsizlik Olgiimii
konusundaki bilimsel literatiirii derinlemesine incelemeyi amac¢lamaktadir.
Gilinlimiizde bilimsel arastirmalar, hizla gelisen teknoloji ve artan bilgi
birikimiyle birlikte ©Onemli bir ivme kazanmistir. Bu ivmelenme, farkh
disiplinlerdeki arastirmacilarin  belirli  konularda yogunlagmalarina ve
derinlemesine calismalarina yol agmistir. Derin 6grenme modelleri, ¢ok katmanlh
yapay sinir aglarini kullanarak karmasik gorevleri ¢6zmek ve biiyiik veri
setlerinden 6zellikler ve desenler 6grenmek i¢in tasarlanmis 6zel makine 6grenme
modelleridir. Bu modeller, 6zellikle gorsel tanima, dogal dil isleme, ses tanima,
oyun oynama ve daha pek ¢ok alanda biiyiik basar1 elde etmistir. Iste baz1 popiiler
derin 6grenme modelleri: Evrisimli Sinir Ag1 (Convolutional Neural Network-
CNN), Rekurrent Sinir Ag1 (Recurrent Neural Network- RNN), Uzun Kisa Vadeli
Bellek (Long Short-Term Memory- LSTM) gibi birkag 6rnek olup, derin 6grenme

alaninda bir¢ok farkli model ve yap1 bulunmaktadir.



Bu, derin 6grenme modellerinin giivenilirligini artirmak ve belirsizlikleri
daha iyi hesaba katmak isteyen arastirmacilar i¢in 6nemli bir referans kaynagidir

(Gal, Y. and Ghahramani, Z. 2016).

Derin 68renme modellerinin belirsizliklerini ve belirsizlikle basa g¢ikma
stratejilerini tartisarak, dropout yontemini bir Bayesian yaklasimin bir parcasi

olarak sunmaktadir.

Derin 6grenme modellerinde belirsizligi 6l¢mek i¢in basit ve 6lgeklenebilir
bir yontem olan SWA-Gaussian't (Stochastic Weight Averaging Gaussian)
sunmaktadir (Maddox et al. (2019). Derin 6grenme modelleri, genellikle yiiksek
dogruluk oranlar1 sergilerler. Ancak, bu modeller, belirsizlik durumlarini iyi ele
almakta zorluk ¢ekebilirler. Belirsizlik, bir modelin tahminlerinin ne kadar dogru
olabilecegini ifade eder. Belirsizligi 6l¢gmek, modellerin karar verme siireglerini
daha iyi anlamamiza, hatalarin1 daha iyi tespit etmemize ve farkli senaryolarda
nasil performans gosterecegini tahmin etmemize yardimci olur (Maddox et al.
2019) SWA-Gaussian, basit ve 0Olceklenebilir bir yontemdir. Bu yontem, derin
0grenme modellerini egitmek i¢in kullanilan SGD (Stochastic Gradient Descent)
algoritmasini kullanir. SGD, modelin agirliklarint giincellemek igin egitim
verilerinden rastgele ornekler kullanir. SWA-Gaussian yontemi, SGD'yi her
iterasyonda farkli agirliklar kullanarak modelleri egitir. Bu yontem, derin
0grenme modellerinin giivenilirligini ve performansini 1iyilestirmek i¢in

kullanilabilir (Maddox et al. 2019).

SWA-Gaussian yonteminin avantajlar1 sunlardir:

Basit ve Olceklenebilirdir.

Diger belirsizlik modelleme yontemlerine gore daha verimlidir.

Farkli gorevlerde basarili sonuglar elde etmistir.

SWA-Gaussian yonteminin dezavantajlari1 sunlardir:

Diger belirsizlik modelleme yontemlerine gore daha az karmasiktir.

Daha az esnektir.

Derin 6grenme modelleri, genellikle yliksek dogruluk oranlari sergilerler
(Russell and Reale 2021). Ancak, bu modeller, belirsizlik durumlarini iyi ele

almakta zorluk c¢ekebilirler. Belirsizlik, bir modelin tahminlerinin ne kadar dogru
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olabilecegini ifade eder. Belirsizligi 6l¢mek, modellerin karar verme siireglerini

daha iyi anlamamiza, hatalarin1 daha iyi tespit etmemize ve farkli senaryolarda

nasil performans gosterecegini tahmin etmemize yardimci olur. Bu calismada

(Vollmer et al.,, 2018), makine Ogrenmesi uygulamalarindaki belirsizligi

siniflandirmak i¢in bir cerceve sunmaktadir. Belirsizligin 6nemi ve makine

o6grenmesi modellerindeki belirsizligin ¢esitli kaynaklari tartisilmaktadir.

Epistemik belirsizlik: Modelin parametreleri hakkindaki belirsizlik. Bu
belirsizlik, modelin egitim verilerinden elde edilen bilginin sinirh

olmasindan kaynaklanabilir.

Aleatoryk Dbelirsizlik: Verilerdeki belirsizlik. Bu belirsizlik, verilerin

giiriiltiilii olmasindan veya eksik olmasindan kaynaklanabilir.

Olgiim belirsizligi: Bir olcim probleminde, modelin bir 6l¢limiin

dogrulugu hakkindaki belirsizlik.

Model belirsizligi: Modelin yapisal veya parametre belirsizliginden

kaynaklanan belirsizlik.

Yaniltict belirsizlik: Modelin, ger¢ek diinyadaki sistemi yanlis temsil

etmesinden kaynaklanan belirsizlik.

Cerceve, cesitli belirsizlik tiirlerini tanimlayarak ve bunlarin nasil

siniflandirilabilecegini gostererek, makine 6§renmesi modellerinin glivenilirligini

ve performansini iyilestirmek i¢in kullanilabilir.

(Russell and Reale 2021) galismada, tim yontemler genellikle epistemik ve

istatistiksel belirsizligi ayr1 ayr1 6l¢gmek i¢in kullanilir.

Epistemik belirsizligi 6l¢mek i¢in kullanilan yontemler sunlardir:

Bayesiyen aglar: Bayesian aglar, modelin parametrelerinin olasilik
dagilimmi tahmin etmek ic¢in kullanilir. Bu dagilimdan, modelin

tahminlerinin belirsizligi hesaplanabilir.

Ensemble 6grenme: Ensemble 6grenme, birden fazla modelin ¢iktilarini
birlestirerek daha giivenilir tahminler elde etmek i¢in kullanilir. Ensemble
0grenmenin bir ¢esidi olan dropout, modelin bazi parametrelerini rastgele

olarak devre dis1 birakarak modelin belirsizligini artirmaya yardimei olur.



Istatistiksel belirsizligi 6l¢gmek igin kullanilan ydntemler sunlardir:

o Kanit teorisi: Kanit teorisi, modelin tahminlerinin giivenilirligini 6l¢mek

i¢in kullanilir.

o Monte Carlo yontemleri: Monte Carlo yontemleri, modelin tahminlerinin

belirsizligini tahmin etmek icin kullanilir.

« Bootstrapping: Bootstrapping, modelin tahminlerinin belirsizligini tahmin

etmek icin kullanilir.

Bu yontemler, derin 6grenme modellerinin giivenilirligini ve performansini

iyilestirmek i¢in kullanilabilir.

Derin 6grenme modellerinin belirsizligi, modellerin karar verme siireclerini
daha iyi anlamamiza, hatalarini daha iyi tespit etmemize ve farkli senaryolarda
nasil performans gosterecegini tahmin etmemize yardimci olur. Cok degiskenli
belirsizlik, birden fazla tahminin belirsizligini tahmin etmek i¢in kullanilir. Cok
degiskenli belirsizligi 6lgmek i¢in ¢esitli yontemler kullanilabilir. Bu yontemler,
derin 6grenme modellerinin gilivenilirligini ve performansini iyilestirmek i¢in

kullanilabilir (Russell and Reale 2021)

Belirsizlik, bir modelin tahminlerinin ne kadar dogru olabilecegini ifade
eder. Belirsizligi 06l¢mek, modellerin karar verme siireglerini daha 1iyi
anlamamiza, hatalarimi daha iyi tespit etmemize ve farkli senaryolarda nasil
performans gdosterecegini tahmin etmemize yardimci olur (Kendall 2018).
Calismada, geometrinin derin 6grenme modellerinde belirsizligi ele almak icin
nasil kullanilabilecegi tartisilmaktadir. Geometri, nesnelerin ve iliskilerinin
yapisin1 ve Ozelliklerini tanimlamak i¢in kullanilan bir matematik dalidir. Bu
baglamda, geometri, derin 6grenme modellerinin belirsizligini tahmin etmek igin

kullanilabilir.

Calismada, geometrinin derin 6grenme modellerinde belirsizligi ele almak

icin kullanilabilecegi iki ana yol tartisilmaktadir:

e Geometrik bilgi, modelin parametrelerini egitmek i¢in
kullanilabilir. Ornegin, bir goriintiideki nesnelerin geometrik dzelliklerini
hesaba katarak, modelin bu nesneleri daha dogru bir sekilde tanimasi

saglanabilir.



e Geometrik bilgi, modelin ciktilarini yorumlamak icin
kullanilabilir. Ornegin, bir goriintiideki nesnelerin konumunu tahmin eden
bir modelin, geometrik bilgi kullanarak bu tahminlerin dogrulugunu

artirmasi saglanabilir.

Bir bagka yontem olan kanitsal derin 6grenme, belirsizligi modellemek i¢in
Bayes Teoremi'ni kullanan bir yaklagimdir. Bu yaklasim, modelin
parametrelerinin  olasihik dagilimint tahmin eder. Bu dagilim, modelin

belirsizligini 6lgmek i¢in kullanilabilir [

(Ulmer et al. (2021). Bu ¢alismade, kanitsal derin 6grenme yontemlerinin

gesitli tiirleri tartisilmaktadir:

e Bayesian aglar: Bayesian aglar, parametrelerinin olasilik dagilimini

modellemek i¢in Bayes Teoremi'ni kullanan derin 6grenme modelleridir.

o Ensemle o6grenme: Ensemle 6grenme, birden fazla modelin ¢iktilarini
birlestirerek daha gilivenilir tahminler elde etmek i¢in kullanilan bir
yontemdir. Epistemik belirsizligi o6lgmek i¢in ensemle Ogrenme

kullanilabilir.

o Dropout: Dropout, modelin baz1 parametrelerini rastgele olarak devre dis1

birakarak modelin belirsizligini artirmaya yardimci olan bir tekniktir.

e Monte Carlo yontemleri: Monte Carlo yontemleri, bir modelin

tahminlerinin belirsizligini tahmin etmek i¢in kullanilan bir dizi tekniktir.

Kanitsal derin Ogrenme yontemleri, cesitli belirsizlik modelleme
yontemleriyle karsilastirilmistir. Bu karsilastirmalar, kanitsal derin 6grenme

yontemlerinin, diger yontemlere gore daha dogru ve etkili oldugunu gostermistir.

Kanitsal derin 6grenme yontemlerinin avantajlar1 sunlardir:

Daha dogru ve etkilidir.

Farkl1 belirsizlik tiirlerini 6lgebilir.

Daha esnektir.

Kanitsal derin 6grenme yontemlerinin dezavantajlar1 sunlardir:

Daha karmasiktir.

Daha fazla hesaplama kaynagi gerektirir.
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Kanitsal derin Ogrenme yontemleri, derin 6grenme modellerinin
belirsizligini 6lgmek i¢in oldukga etkili bir yontemdir. Bu yontem, derin 6grenme
modellerinin giivenilirligini ve performansini iyilestirmek icin kullanilabilir
(Ulmer et al. 2021) Bilgisayar goriisiinii temel alarak yapilmis bir baska
calismada derin 6grenmenin 6nemi ve Bayesiyen derin 6grenmenin avantajlar

tartisilmaktadir (Kendall and Gal, 2017) Bu belirsizlikler, sunlardir:

o Epistemik belirsizlik: Modelin parametreleri hakkindaki belirsizlik. Bu
belirsizlik, modelin egitim verilerinden elde edilen bilginin smirh

olmasindan kaynaklanabilir.

o Aleatorik belirsizlik: Verilerdeki belirsizlik. Bu belirsizlik, verilerin

giiriiltiilii olmasindan veya eksik olmasindan kaynaklanabilir.

e Simiflandirma belirsizligi: Bir simiflandirma probleminde, modelin bir

sinifa ait olma olasilig1 hakkindaki belirsizlik.

o Olgiim belirsizligi: Bir 6l¢im probleminde, modelin bir 6l¢imiin

dogrulugu hakkindaki belirsizlik.

« Izleme belirsizligi: Bir izleme probleminde, modelin bir nesnenin konumu
veya hizt hakkindaki belirsizlik.

o Bilgisayar goriisii i¢in derin 6grenmenin dnemi.

e Bayesiyen derin 6grenmenin avantajlari.

e Bilgisayar gorilisii icin Bayesiyen derin 06grenmede gerekli olan
belirsizlikler.

o Belirsizliklerin modellerin giivenilirligini ve performansini iyilestirmek

i¢in nasil kullanilabilecegi (Kendall, A. and Gal, Y. 2017).

Belirsizliklerin kalibrasyonunun nasil gerceklestirilebilecegi (Welling,
Snoek and O'Hagan, 2019), asagidaki gibi ¢esitli teknikler kullanilarak
gerceklestirilebilir:

1) Bagimlilik dagilimini tahmin etme: Model, parametrelerinin olasilik

dagilimini tahmin eden bir Bayesiyen model olarak egitilebilir.

2) Ensemble 6grenme: Birden fazla modelin ¢iktilarim1 birlestirerek, daha

guvenilir tahminler elde edilebilir.
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3)

4)

5)

6)

7

8)

9)

Dropout: Dropout, modelin baz1 parametrelerini rastgele olarak devre dis1
birakarak asir1 uydurmayr azaltan bir yontemdir. Ayni zamanda
belirsizlikleri tahmin etmek ig¢in kullanilabilir. Dropout, test sirasinda
modeli birden ¢ok kez calistirarak ve tahminlerin ortalamasimi alarak

belirsizlik tahminlerini hesaplayabilir.

Veri Denetimi ve Temizleme: Veri setindeki giiriilti ve hatalan
temizlemek, modelin daha giivenilir tahminler yapmasina yardimci

olabilir. Veri denetimi, modelin belirsizliklerini azaltabilir.

Kaynak Verilerin Incelenmesi: Modelin tahminlerini incelemek ve yanlis
tahminleri belirlemek, belirsizlikleri azaltmaya yardimci olabilir. Bu

sayede model, yanlis anlamis olabilecegi verileri diizeltmeyi 6grenebilir.

Egitim Verisi Artirma: Modelin egitildigi veri kiimesini artirarak veya veri
artirma teknikleri kullanarak belirsizliklerin azaltilmasi mimkindiir. Daha

fazla cesitlilik, modelin daha iyi tahminler yapmasina yardimci olabilir.

Ozel Belirsizlik Modelleri: Baz1 durumlarda, belirsizliklerin dogrudan
modellenmesi gerekebilir. Ozel belirsizlik modelleri, belirsizlikleri tahmin
etmek ve bu tahminleri kullanarak tahminlerin daha iyi kalibre edilmesini

saglar.

Post-Processing (Sonradan Isleme): Modelin tahminlerini sonradan
isleyerek kalibrasyon saglanabilir. Ornegin, tahminlerin sigmoid
fonksiyonu gibi bir diizenleyiciye tabi tutulmasi, tahminlerin

belirsizliklerini azaltabilir.

Dogruluk Puani Ayarlama (Calibration Confidence Scores): Modelin
tahminlerine eslik eden bir dogruluk puani veya giiven diizeyi belirlemek,
belirsizlikleri kontrol etmek i¢in kullanish bir yaklasimdir. Bu puanlar,
tahminlerin ne kadar giivende oldugunu daha acikca ifade edebilir

(Welling et al., 2019)

(Liu et al., 2023) Calismada, derin 6grenme tabanli tanimlama ve belirsizlik

analizi yontemi ayrintili olarak agiklanmaktadir. Yontem, asagidaki gibi {i¢ ana

adimdan olusur:
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e Veri 0n isleme: Veri 0n isleme, veri setini temizlemek ve normallestirmek

i¢in kullanilir.
e Model egitimi: Bir derin 6grenme modeli, egitim verilerine gore egitilir.

e Belirsizlik analizi: Modelin belirsizligi, monte carlo emilimi kullanilarak

analiz edilir.

Tek model yaklasimlarinin, derin 6grenme modellerinin belirsizligini
Olemek icin etkili oldugu gosterilmektedir (Hernandez-Lobato et al. 2016).
Yontemler, ¢esitli gorevler icin test edilmistir ve 1yi sonuglar elde edilmistir. Tek

model yaklasimi ayrintili olarak asagidaki gibidir:

e Simultane Quantile Regression (SQR): SQR, bir modelin tim kosullu
kiimiilatif dagilimlarin1 (CCDF) tahmin etmek i¢in kullanilan bir tekniktir.

CCDF, modelin belirsizligini 6l¢mek i¢in kullanilabilir.

e Monte Carlo Dropout: Monte Carlo Dropout, modelin bazi parametrelerini
rastgele olarak devre dis1 birakarak modelin belirsizligini artirmaya

yardimci olan bir tekniktir.

o Ensemble Learning (EL): Birden fazla modelin ciktilarin1 birlestirerek
daha giivenilir tahminler elde etmek i¢in kullanilan bir tekniktir. Bu

teknik, epistemic belirsizligi 6l¢mek icin kullanilabilir.

Dy
e B I .
Noise £ == e mim i
Dy + D,
t‘ -
Input {left atrium £ E'Hff f"‘*"""*’"'j‘}"“
3D MRI images) g S
= Monte Carlo
Dropout
Unceriainty
map

Noise £

Teacher Model

Sekil 1. Ensemle 6grenme segmentasyonuna uygulanmasini gésteren genel bir
gordnim

Kaynak: (Aguilar, 2022)

Bu calismalar 1s1ginda bu tezde derin 6grenme konusu ve bu konuya

baglantili olarak fikirler derinlemesine ele alinacaktir. Hedef derin 68renme
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algoritmasiyla belirsizlik analizi konusuna katkida bulunup bu konu hakkinda
lyilestirmeler yapmaktir. Tezde derin 6grenme ve belirsizlik Sl¢imii alaninda
yapilan ¢alismalara, kullanilan metotlar1 derinlemesine yer verilecektir. Bu konu
hakkinda ne yapilabilir, nasil yapilabilir, neler yapilmis, sorulmasi gereken en
onemli sorulardir. Yapilan calismalar ve tartismalar bu konu hakkinda énemli bir
kaynaktir. Arastirma ile alakali sorulmasi gereken sorularla beraber hipotez de
¢ok Oonemli bir husustur. Tez’de toplanan verilerle beraber se¢ilen algoritmalarin
testi ve kullanimini sunar. Elde edilen bulgular mevcut literatiir ile

karsilastirildiktan sonra tezin 6nemi daha da giin yiiziine ¢ikar.
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I11.DERIN OGRENME (DL) TEKNiKLERI

A. Derin sinir aglar1 (DNN)

Derin Sinir Aglar1 (DNN), yapay sinir aglarinin 6zel bir tiiriidiir ve derin
O0grenme alaninda kullanilir. Bu aglar, ¢cok sayida katman igeren, genellikle ¢ok
sayida sinir hiicresi veya noron igeren bir yapay sinir a1 mimarisi kullanir.
DNN'ler, biiyiik ve karmasik veri setlerinden 6grenme yetenegi ile bilinir ve
Ozellikle gorsel tanima, dogal dil isleme, konusma tanima ve diger karmasik

gorevler icin kullanilirlar (A.Jain et al., 2022).

DNN’lerin en temel 6zelliklerinin bagsinda gelen, adindan da anlagilabilcegi
gibi Derinligidir. Cok sayida katmana sahiptir. Bu katmanlar girdileri isler ve zor
desenleri 6grenmek ic¢in birbiriyle iletisim kurar. Her katman birbirleriyle
iletisime girer ve bir once ki katmanin sonucundan gelen ¢iktlilar1 baz alir. Yeni
ozellikleri 6grenmek ve gelistirmek i¢in kendi katmaninin agirliklariyla ¢arparlar.
DNN’ler genellikle geri yayilim adi verilen, kendilerine bir egitim siireci baslatir.
Bu siiregte modelin tahminleri ve gergek sonuclar1 arasindaki hata hesaplanir ve
bu hata kendilerini giincellemek i¢in kullanirlar. DNN’ler biiyiik veri setlerinde
egitildiklerinde karmasik desenleri yakalayabilirler (A.Jain et al., 2022). Bu,
genelleme yetenekleriye sonuglanir. Bu sayede DNN’ler c¢esitli uygulama
alanlarinda basar1 saglayabilir. DNN'ler, goriintii siniflandirma, nesne tanima, dil
cevirisi, konusma tanima, duygu analizi, otonom siiriis ve daha birgok alan igin
kullanilir. Ozellikle biiyiik veri setleri ve yiiksek hesaplama kapasitesi gerektiren

uygulamalarda DNN'lerin basaris1 6nemlidir.
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Sekil 2. Overview of deep neural network (DNN) model

Kaynak: (A.Jain et al., 2022)

B. Bayes Teoremi

Bayes teoremi, istatistik ve makine Ogrenimi alaninda yaygin olarak
kullanilan bir teoremdir. Bu teorem, bir olayin olasiligini, o olayin sonuclarina
dair bazi bilgiler 1s18inda hesaplamamizi saglar (J Padarian, B Minasny, AB

McBratney 2022). Bayes teoreminin formiilii (1) su sekildedir.

P(A|B) = P(B|A) * P(A)/P(B) (1)

e P(A|B): A olaymnin B olayimin gerceklesmesi kosuluyla olasilig1
e P(B|A): B olaymin A olayimin gerceklesmesi kosuluyla olasilig1
e P(A): A olayinin olasiligi
e P(B): B olaymin olasilig1

Bayes Teoremi, olay B'den elde edilen gozlemlere dayanarak olay A
hakkindaki inang¢larimizi nasil glincelleyecegimizi agiklar. Bu teorem o&zellikle
nedenlerden sonuglara ¢ikarim yapmak, tahminlerde bulunmak veya belirsiz veya

eksik bilgi varken inanglarimizi giincellemek istedigimiz durumlarda gii¢lii bir

sekilde kullanilir.
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Makine Ogrenimi ve yapay zeka baglaminda, Bayes Teoremi, Bayesian
istatistik, Bayesian aglar ve olasiliksal modeller gibi konularda yaygin olarak
kullanilir. Bu teorem, onceden sahip oldugumuz bilgileri ve yeni kanitlar
birlestirerek daha bilingli kararlar ve tahminler yapmak i¢in gesitli algoritmalar ve

yontemlerin temelini olusturur (L Wu, W Ji, 2019).

C. Dropout

Derin 6grenmede asirt uymay1 (overfitting) dnlemek ve modelin genelleme
yetenegini artirmak i¢in yaygin olarak kullanilan bir diizenleme teknigidir. Asiri
uyma, bir modelin egitim verileri lizerinde iyi performans gostermesine ragmen
yeni, goriilmemis verilere genelleme yapamamasi durumudur. Dropout, bu sorunu
her egitim iterasyonunda belirli bir orandaki noéronlar1 rastgele devre disi
birakarak ¢oézer. Bu, bireysel noronlarin belirli 6zelliklere asir1 bagimli hale
gelmesini engeller ve ag1 daha saglam hale getirerek asir1 uyma riskini azaltir

(Nitish Srivastava, 2014).

Droput degerinin 0,5 olarak ayarlandig1 asagidaki sekildeki gibi basit bir
derin sinir aginda, her bir gizli katmandaki noronlarin yaklasik yarisi birakilacak
yani ag i¢inde kullanilmayacaktir. Burada, bir devirde (epoch 1) bir mini-batch
i¢in birinci gizli katmanda rastgele segilen 1. ve 3. diigiim, ikinci gizli katmanda
ise 2. ve 4. digiim kapatilmistir. Dolayisiyla sekil 4’te gosterdigi gibi tiim sinir

aginin agirliklar da yaklasik olarak yariya inmistir.

[Ga]  [Gt]

Sekil 3. Dropout ile Asir1 Ogrenme/Varyans Kontrolii

17



1. Diizenlilestirme ve Asiri (")grenme Kontrolu

Derin sinir aglarinda asir1 6grenmeyi kontrol etmek i¢in diger bir yol olan
diizensizlestirme teknigi, model biiylidikge modeldeki baz1 agirliklan
cezalandirma yaklagimidir. Sinir aglarin diizenlemek i¢in L1 ve L2 olmak iizere
iki cesit diizenlilestirme yoOntemi vardir. Fakat L diizenlilestirme teknigi,
hesaplama verimliligi a¢isindan daha avantajli oldugu icin derin sinir aglarinda

daha sik kullanilmaktadir.

Diizenlilestirme yaklagimi i¢in hata fonksiyonunun diizenlenmesi
gerekmektedir. Bunun i¢in uygulanan diizenlilestirme miktarinin (2)’de
degisimini arttirabilen ya da azaltabilen A parametresi kullanilmakta olup agirlik
katsayilarinin ne kadar cezalandirilacagini belirlemek icin kullanilir. Asagidaki

formiilde L1 ve L2 diizenlilestirme, sirayla verilmistir:

E= _% i=1 (3’1‘ X ln(yi)) + ((1 —y;) X In(1— }71)) +
AQWo] A+ -+ WD) oo
(2)

1 m
F= —5; (e x (D) + (1 = y) X In(1 = 9))

+AW2 + -+ w3)

2. Monte Carlo Dropout

Ozellikle belirsizlik tahmini ve Bayesian derin 6grenme baglaminda
kullanilan geleneksel dropout tekniginin bir uzantisidir. Geleneksel dropout, sekil
5’te asir1 uyumunu Onlemek i¢in egitim sirasinda noronlar1 rastgele devre disi
birakir, ancak ¢ikarim (test) sirasinda genellikle kapatilir. Monte Carlo Dropout
ise dropout'u ¢ikarim asamasina da genisleterek model tahminleri ile

iligkilendirilen belirsizlikleri tahmin etmemizi saglar (HK Lam, F Karray, 2021).
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Sekil 4. Dropout ensemblleri, Monte-Carlo Dropout ve Derin Ensembller
yaklagimlar1

Kaynak: (URL1)

Bu yontemde randomizasyon prosedurini dropouttan bir adim daha ileriye
gotiirerek her egitim i¢in ag diiglimlerini yalnizca rastgele kapatmakla kalmayip
ayni zamanda bu tiir bir rastgeleligi tahmin prosediiriinde denklem (3) de ki gibi
dahil ediyor. Bu sayede YSA ya girdi degeri olarak her gecirildiginde bazi

karmasik olasilik dagilimina sahip rastgele bir tahminle sonuglanir.

AN N : ©
Loopon: = > EGu9) +2 ). (IWHIE + I1b:12)
i=1 =1

Monte Carlo Dropout, piksel diizeyinde ve yapi diizeyinde hem epistemik
hem de aleatorik belirsizlikleri analiz etmek igcin CNN temelli derin tibbi goriintii
boliitleme problemlerinde kullanildi. Epistemik belirsizlik, eksik veya yetersiz
bilginin neden oldugu belirsizligi temsil ederken, aleatorik belirsizlik rastgele

olaylardan veya 6l¢iim hatalarindan kaynaklanan belirsizligi ifade eder.

Monte Carlo Dropout, tibbi goriintii boliitleme problemlerinde modelin
ciktilarin1  degerlendirirken  belirsizliklerin  nasil  tahmin edilebilecegini
gostermede etkili bir aragtir. Bu yaklagim, agin birden ¢ok ileri gegisi sirasinda
dropout'un uygulanmasini igerir. Bu sayede, her bir piksel veya yap1 icin elde

edilen tahminlerdeki varyasyonlar belirsizligin bir 6l¢iisiinii saglar.

Piksel diizeyinde, her pikselin siniflandirilmasi veya etiketlenmesi sirasinda

Monte Carlo Dropout kullanilarak elde edilen farkli tahminler, her piksel icin
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belirsizlik haritalar1 olusturmak i¢in kullanilabilir. Bu belirsizlik haritalari,

modelin her piksel i¢in ne kadar emin oldugunu ve belirsiz oldugunu gosterir.

Yap1 diizeyinde, Ornegin organ veya lezyon gibi biiyiikk yapilarin
bolitlenmesi sirasinda Monte Carlo Dropout, yapinin farkli bolgelerindeki
belirsizligi degerlendirmek i¢in kullanilabilir. Bu, 6zellikle tibbi goriintiilleme
uygulamalarinda dogru ve giivenilir sonuglar elde etmek i¢in Onemlidir (M

Abdar, S Salari, 2020).

D. Markov Chain Monte Carlo (MCMC)

Markov Chain Monte Carlo (MCMC), belirli bir olasilik dagilimindan
orneklem almak igin kullanilan bir istatistiksel yontemdir. Ozellikle, bu dagilimin
karmasik ve dogrudan Ornekleme yapmanin zor oldugu durumlarda MCMC
oldukca yararlidir. Bu teknik, Ozellikle Bayes istatistik¢iligi ve kompleks

sistemlerin simiilasyonunda yaygin olarak kullanilir (L Wu, W Ji, SM AbouRizk
2020).

MCMC, bir Markov zinciri kullanarak arastirilacak dagilimdan rastgele
ornekler dretir. Bu zincir, belirli bir durumdan baska bir duruma gegme olasiligini
tanimlar. Uzun vadede, bu zincir tarafindan iiretilen 6rneklerin dagilimi, hedef
olasilik dagilimina yaklasir.

1. Markov Zincirleri ve MCMC Algoritmalari

Bir Markov zinciri, belirli bir olasiliga sahip olan sonraki durumuna sadece
su anki durumunu dikkate alarak gegen bir stokastik siirectir. MCMC'nin temel
fikri, Onerilen bir Ol¢lim dagilimindan Ornekler ¢ekmek i¢in bu =zincirleri

kullanmaktir. MCMC'nin temel adimlar1 sunlardir:
1. Rastgele bir baglangi¢ noktasi segilir.
2. Oneri dagilimindan yeni bir nokta segilir.
3. Yeni noktanin kabul edilip edilmeyecegine karar verilir.
4. Adimlar, belirli bir durdurma kriteri karsilanana kadar tekrar edilir.

MCMC'nin Onemli Algoritmalar::
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1. Metropolis-Hastings Algoritmasi: Bu, en eski ve en yaygin kullanilan
MCMC yontemlerinden biridir. Yeni bir 6rnek onerir ve bu 6neriyi kabul

edip etmeme karari, hedef dagilima olan yakinligina dayanir.

2. Gibbs Ornekleme: Bu, ¢ok boyutlu dagilimlar i¢in kullanilir. Her bir
adimda, bir degiskenin diger tiim degiskenler sabit tutularak kosullu

dagilimindan bir 6rnek alinir.

3. Hamiltonian Monte Carlo (veya HMC): Bu, fizikten esinlenerek
momentum terimleri kullanarak daha etkili 6rneklem yapmaya calisir.

Ozellikle yiiksek boyutlu problemler igin uygundur.

o Bayesyen Istatistik: MCMC, bir modelin parametrelerinin posterior

dagilimini tahmin etmek i¢in kullanilir.
e Fizik: Denge dis1 sistemlerin simiilasyonlarinda kullanilir.

e Ekonomi, Sosyal Bilimler ve Diger Alanlar: Cesitli karmagik sistemlerin

simiilasyonunda kullanilir.

Metropolis-Hastings algoritmasi, MCMC'in en yaygin formudur. Onerilen
bir yeni nokta, gecerli olan (mevcut) noktaya gore bir olasilikla kabul edilir. Bu
olasilik (4) formuldeki, hem Onerilen yeni noktanin hem de su anki noktanin
olasiliklarina baglidir. Onerilen degisikliklerin kabul olasiligi su formiille ifade

edilir:

P( yeni nokta ) x Q( eski nokta | yeni nokta )) 4)

a = min (1, P( eskinokta ) x Q( yeni nokta | eski nokta)

Burada:
e P hedef dagilimi temsil eder.
e Q oOneri dagilimidir.

Metropolis-Hastings (MH) algoritmasi, Markov Chain Monte Carlo
(MCMC) yontemlerinin en yaygin olarak kullanilanlarindan biridir. Hedefi,
belirli bir hedef dagilimdan ornekler ¢ekmektir, 06zellikle de dogrudan
orneklemesi zor olan dagilimlardan. MH algoritmasinin bazi 6nemli noktalar

sunlardir:
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Oneri Dagilimi: Oneri dagilimi, yeni bir adim énermek igin kullanilir. En
sik kullanilan 6neri dagilimlarindan biri, normal dagilimidir. Oneri

dagiliminin se¢imi, algoritmanin verimliligini biiyiik 6l¢lide etkileyebilir.

Kabul Orani: Kabul orani, dénerilen yeni adimin ne siklikla kabul edildigini
gosterir. Cok diisiik veya ¢ok yiiksek kabul oranlari, 6neri dagiliminin

uygun olmadigini gosterebilir.

Burn-in: Baslangigtaki orneklerin (genellikle birka¢ bin) atildigi siireye

"burn-in" denir, ¢linkii bu 6rnekler genellikle hedef dagilimi temsil etmez.

Oto-korelasyon: Ardisik 6rnekler arasinda yiiksek korelasyon olabilir. Bu,
orneklerin bagimsiz olmadigr anlamina gelir. Oto-korelasyonun etkilerini

azaltmanin bir yolu, her n adimda bir 6rnek alarak "inceleme" yapmaktir.

2. Gibbs iozellikler

Gibbs Orneklemesi, Markov Chain Monte Carlo (MCMC) yéntemlerinden

biri olup ¢ok boyutlu dagilimlardan 6rnekler ¢ekmek igin 6zellikle uygun bir

tekniktir. Temel fikri, ¢ok boyutlu bir dagilimdan dogrudan 6rneklemek yerine,

her adimda sadece bir boyut boyunca orneklem yapmaktir. Bu, o6zellikle

boyutlarin birbiriyle kosullu olarak 6rneklenmesi kolay oldugunda uygundur.

Gibbs Orneklemesinin bazi 6nemli 6zellikleri:

Kolaylik: Gibbs Orneklemesi, kosullu dagilimlarin analitik olarak bilindigi

ve bu dagilimlardan kolayca 6rnek alinabildigi durumlarda ¢ok uygundur.

Oto-korelasyon: Tipki diger MCMC ydntemlerinde oldugu gibi, Gibbs
Orneklemesinde de ardistk ornekler arasinda yiiksek oto-korelasyon
olabilir. Bunu azaltmak i¢in "inceleme" (6rnegin, her 10 adimda bir 6rnek

alma) gibi yontemler kullanilabilir.

Karisim ve Yakinsama: MCMC zincirlerinin hedef dagilima iyi bir sekilde
"karistigindan" ve "yakinsadigindan" emin olmak igin ¢esitli diyagnostik

yontemler bulunmaktadir.

Burn-in: Tipki diger MCMC yontemlerinde oldugu gibi, baslangigtaki bazi

orneklerin atilmasi gerekebilir. Bu siireye "burn-in" denir.
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Sonug olarak, Gibbs Orneklemesi, boyutlarin birbiriyle kosullu olarak
orneklenmesi kolay oldugunda c¢ok boyutlu dagilimlardan etkili bir sekilde
orneklem yapmak i¢in kullanilir. Ancak, her MCMC ydnteminde oldugu gibi,

orneklemenin etkinligi ve dogrulugu konusunda dikkatli olunmalidir.

3. Hamiltonian Monte Carlo (HMC)

Hamiltonian Monte Carlo (HMC) ya da bazen Hybrid Monte Carlo olarak
da adlandirilir, Markov Chain Monte Carlo (MCMC) yontemlerinden biridir.
HMC, yiiksek boyutlu 6rneklem yapma zorluklarini asmak i¢in klasik fizikten
ilham alir. Ozellikle Hamilton mekanigine dayanarak, sistemdeki pargaciklarin

hareketine benzeyen bir yol ile 6rneklem yapilir.

HMC'nin temel fikri, hedef dagilimin yogun bdélgeleri arasinda daha verimli
hareket etmek i¢in "momentum" kavramini kullanmaktir. Bu, HMC'nin bir¢ok
diger MCMC yontemine gore daha az oto-korelasyonlu ornekler tretmesine

olanak tanir. HMC'nin Temel Adimlari:

e Rastgele bir baslangi¢c noktasi ve momentum sec¢imi: Her iterasyonda,

mevcut pozisyon q ve rastgele bir baslangic momentumu p secilir.

e Hamiltonian Dinamigini Simiile Etme: Hamiltonian denklemleri
kullanilarak belirli bir siire boyunca pargacigin hareketi simiile edilir. Bu,

enerjinin korunumunu garantileyen bir hareketle sonuglanir.

e Momentumun Yansitilmasi: Simiilasyonun sonunda, momentumun yonu
rastgele yansitilir. Bu adim, HMC'nin detayli denge kosulunu saglamasina

yardimci olur.

e Kabul/Reddetme Adimi: Metropolis kriterine dayali olarak, simiilasyonun

sonunda ulagilan yeni pozisyon kabul edilir veya reddedilir.

Adimlar belirli bir durdurma kriteri karsilanana kadar tekrar edilir.

HMC'nin Avantajlar1 ve Dezavantajlari:

e Yiiksek Boyutlu Orneklem: HMC, yiiksek boyutlu dagilimlarda diger

MCMC yontemlerine gore daha verimlidir.
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Diistik Oto-korelasyon: HMC, momentumu kullanarak hedef dagilimin
uzak bolgelerine "atlamalar" yapabilir, bu da ardisik ornekler arasinda

daha diisiik oto-korelasyon anlamina gelir.

Tiineme: Orneklemenin verimliligi, adim boyutu ve simiilasyon siiresi gibi
HMC'nin ayar parametrelerine duyarlidir. Bu parametrelerin yanlis

secilmesi, 6rneklem verimliligini 6nemli 6l¢iide azaltabilir.

Karmagiklik: HMC, diger bazit MCMC yontemlerine gore daha karmasiktir

ve hedef dagilimin gradyanini (tiirevini) gerektirir.
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IV.KAYIP FONKSiYONLAR

A. 3.2 Loss Fonksiyonu (Kayip Foksiyonlar)

Kayip fonksiyonlar, makine Ogrenimi modellerinin performansini
degerlendirmek i¢in kullanilan Olgiimlerdir. Kayip fonksiyonu, modelin
tahminleri ile gercek degerler arasindaki farki 6lcer. Kayip fonksiyonunun degeri

ne kadar diisiikse, modelin performansi o kadar iyidir.

Kayip fonksiyonlari, farkli problemler icin farkli sekillerde kullanilabilir.
Ornegin, siniflandirma problemlerinde, kayip fonksiyonu, modelin tahminlerinin
dogru veya yanlis olma olasiligini 6lger. Regresyon problemlerinde ise, kayip
fonksiyonu, modelin tahminlerinin gercek degerlerden ne kadar uzak oldugunu

Olcer.

Kayip fonksiyonlari, makine 6grenimi modellerinin egitiminde de kullanilir.
Kayip fonksiyonunun degeri, modelin agirliklarin1 ve egilimlerini gilincellemek
i¢in kullanilir. Bu sayede, model, kayip fonksiyonunun degerini en aza indirecek

sekilde egitilir (Das, Jiang and Rao, 2007).
Bir loss fonksiyon modeli olustururken, asagidaki adimlar takip edilir:

1. Gorev Belirleme: Hangi gorevi ¢ozmeye calistiginizi tanimlayin.

Siniflandirma m1 yoksa regresyon mu gibi.

2. Veriye GoOre Se¢im: Veri yapisina ve problem tiiriine bagli olarak en

uygun loss fonksiyonunu secin.

3. Ozel Durumlar: Eger verinizde simf dengesizligi varsa veya aykiri
degerlerle basa ¢ikmak gerekiyorsa, 6zel loss fonksiyonlar1 (6rnegin Focal

Loss) kullanmay1 degerlendirin.

4. Modelin Islevi: Loss fonksiyonu, modelin egitim sirasinda performansini

Olcer ve bu nedenle modelin optimize edilmesinde kilit bir rol oynar.

5. Optimizasyon Algoritmasi: Loss fonksiyonunun minimize edilmesi,

genellikle gradyan tabanli optimizasyon algoritmalariyla yapilir.
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6. Egitim: Loss fonksiyonunun optimize edilmesi, egitim verisi {izerinde

modelin agirliklarinin ve parametrelerinin giincellenmesini igerir.

7. Degerlendirme: Egitildikten sonra model, ayr1 bir degerlendirme veri seti
tizerinde test edilir. Loss fonksiyonu sonuglar1 degerlendirmenin bir

parcasidir.

B. Ortalama Karesel Hata (Mean Squared Error- MSE)

Ortalama Karesel Hata (Mean Squared Error- MSE), regresyon alaninda
kullanilan bir kayip fonksiyonudur. Bu 6zel fonksiyon, bir modelin tahminlerini
gergek degerlerle ne kadar iyi hizaladigini 6lgmede 6nemli bir rol oynar. MSE,
tahminlerin gergek degerlerden sapmalarini yakalar, bu sapmalarin karelerini

alarak ve ardindan bu karelerin ortalamasini hesaplayarak degerlendirir.

MSE, denklem (5) deki gibi modelin kesin tahminler yapmasini
ozendirmenin yani sira, biiyiik sapmalarin da 6ne ¢ikmasini saglar. Ozellikle
hatali tahminlerin agirligin1 artirmak i¢in kullanilir. Ancak, bazen verilerde yer
alan anormal degerler (outliers), MSE iizerinde biiylik bir etki yaratabilir. Bu
nedenle, veri analizi sirasinda bu olasilig1 goz 6niinde bulundurmak biiyiik 6nem

tasir (Das, Jiang and Rao, 2007).

n
1 ~
MSE == (%, - %)’ (5)
i=1

MSE = mean squared error
number of data points
observed values

= predicted values

SR B
I

C. Ortalama Mutlak Hata (Mean Absolute Error- MAE)

Regresyon problemlerinde kullanilan bir kayip fonksiyonudur ve model

tahminlerinin gercek degerlere ne kadar yakin veya wuzak oldugunu
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degerlendirmede yardimci olur. MAE, tahminler ile ger¢ek degerler arasindaki

mutlak farklarin ortalama degerini dlger.

MAE, hatalar1 mutlak degerlerle dlgerek (6)’da ki gibi her tahminin gercek
degerden ne kadar uzak oldugunu acik¢a yansitir. Bu 6zelligi, biiyiik hatalarin
(tahminlerin gercek degerden ne kadar uzak oldugu) toplam hataya asir1 etki
etmesini engeller. Bu sebeple, 6zellikle aykiri degerlerin oldugu senaryolarda,

MSE'ye gore daha tutarli sonuglar iiretebilir.

MAE, tahminlerin homojen bir sekilde degerlendirilmesine ve hatalarin
etkisinin daha yumusak bir sekilde dagitilmasina olanak tanir. Biiylik hatalarin
etkisini azaltarak, belirli senaryolarda tercih edilir. Ancak, her kayip
fonksiyonunun avantaj ve dezavantajlarinin bulundugunu akilda tutmak énemlidir

(Jungi Qian, 2020).

n
MAE = W (6)

Hatalarin MAE yontemi ile dl¢iimii

MAE = mean absolute error

Vi = prediction

X; = true value

n = total number of data points

D. Capraz Entropi (Cross-Entropy)

Capraz Entropi (CE), derin 6grenme ve makine 6grenimi alaninda oldukca
sikga karsimiza ¢ikan bir kavramdir ve Ozellikle siniflandirma problemlerinde
kullanilan bir kayip fonksiyonudur. Bu kayip fonksiyonu, modelin tahminleri ile
gercek simif etiketleri arasindaki farklar1 ve uyumsuzluklari degerlendirerek

modelin performansini1 6l¢gmeye yarar.

Capraz entropi, modelin tahmin ettigi simif olasiliklarint gercek sinif
etiketleri ile kiyaslayarak tahminlerin ne kadar dogru ve uyumlu oldugunu 6lger.
Temel olarak, iki farkli olasilik dagilimi arasindaki farki degerlendirir: birincisi

gercek dagilimi temsil ederken digeri modelin tahmin ettigi dagilimi belirtir.

Bu degerlendirme, agirliklar1 ve parametreleri optimize ederken modelin

hangi yonde gelistirilmesi gerektigini gosterir. Capraz entropi degeri diisiikse,
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tahminlerin ger¢ek siniflara yakin oldugu ve modelin iyi performans gosterdigi

anlamina gelir (Yendapalli and Reddy, 2020).

Ozellikle siniflandirma problemlerinde, ¢apraz entropi olduk¢a yaygin bir
sekilde kullanilir. Sinif sayisina bagl olarak, "Cok Sinifli Capraz Entropi" olarak

adlandirilan daha genis kapsamli bir versiyonu da mevcuttur.

Capraz entropinin bir avantaji, tahminlerin ger¢ek sinif etiketlerine ne kadar
yakin oldugunu hassas bir sekilde degerlendirebilmesidir. Ayn1 zamanda, gradyan
tabanli optimizasyon algoritmalariyla model egitimini daha etkili hale getirmek

i¢in kullanilir.

Ancak, capraz entropi bazi zorluklar da sunabilir. Ozellikle, modelin
tahminleri ile simif etiketleri arasinda tam bir uyusmama durumunda c¢apraz
entropi artabilir. Bu, modelin dogru simmiflar1 tahmin edememesi durumunda
sorunlar yaratabilir. Ayrica, sinif dengesizligi gibi senaryolarda da dikkatli bir

sekilde kullanilmalidir.

Sonug olarak, capraz entropi, Sekil 6’da siniflandirma problemlerinde
model performansini degerlendirmek ve iyilestirmek igin gii¢lii bir ara¢ olarak

kullanilir. Dogru simif tahminleri yapabilen modeller, diisiik c¢apraz entropi

Si ¢

e
F5) = 5 CB = = ) tlogF()) o

l

Capraz entropinin matematiksel gdsterimi

degerleri ile tanimlanir ve bu da modelin basarili bir sekilde egitildigini gosterir.

s | | [ cross-
i Softmax | Cross-Entropy
L J k Loss

Sekil 5. Capraz Entropinin Matematiksel Halinde Bir Ornegi

Kaynak: (URL 4)
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E. Focal Loss

Smiflandirma problemlerinde kullanilan bir kayip fonksiyonudur. Focal
Loss, modelin dogru siniflandirma yaptig1 Orneklere daha az Onem vererek,

modelin daha zor siniflandirma yaptig1 6rnekleri daha iyi 6grenmesini saglar.

Focal Loss, MSE ve Cross Entropy Loss gibi geleneksel kayip
fonksiyonlarinin dezavantajlarini gidermek icin tasarlanmistir. MSE ve Cross
Entropy Loss, modelin dogru siniflandirma yaptigi 6rneklere ayni1 6nemi verir. Bu
da, modelin daha zor siniflandirma yaptig1 ornekleri gormezden gelmesine neden
olabilir. Focal Loss, modelin daha zor siniflandirma yaptig1 oérneklere daha fazla
onem vererek, modelin bu ornekleri daha iyi 6grenmesini saglar. Bu sayede,

denklem (8) deki modelin genel performansi iyilesir.

Focal Loss, siniflandirma problemlerinde yaygin olarak kullanilir. Ornegin,
goriintli tanima, dogal dil isleme ve makine g¢evirisi gibi problemlerde

kullanilabilir (Lin, Goyal, Girshick, He, 2017).

i=n

Focal Loss = = ) (i = p)"logy (p1)
~ (8)

Focal Loss matematiksel gosterimi

F. Dice Loss

Goriintii segmentasyonu problemlerinde kullanilan bir kayip fonksiyonudur.

Dice Loss, modelin tahminleri ile gercek degerlerin kesisimini 6lger.

Dice Loss, MSE ve Cross Entropy Loss gibi geleneksel kayip
fonksiyonlarinin dezavantajlarin1 gidermek i¢in tasarlanmistir. MSE ve Cross
Entropy Loss, modelin tahminleri ile ger¢ek degerlerin toplam uzakligini 6lger.
Bu da, modelin tahminlerinin ger¢cek degerlere yakin oldugu durumlarda bile

yiiksek kayip degerlerine yol agabilir.

Dice Loss, Denklem (9) modelin tahminleri ile ger¢ek degerlerin kesisimini
Olcerek, bu sorunu ¢6zmeyi amaclar. Bu sayede, modelin tahminleri ile gercek

degerler arasinda daha dogru bir karsilastirma yapilir. Dice Loss, goriintii
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segmentasyonu problemlerinde yaygin olarak kullanilir. Ornegin, tibbi
gorlintiileme, nesne tanima ve dogal dil isleme gibi problemlerde kullanilabilir
(Huang, Sun, Ding, Gao and Ge, 2018) (Zhao, Qian, He, Peng, Pan and Yan,
2020).

2
DL = 1_12 22{\]:1 xC,iYC,l'
2 o} XY, xg,i + 3N, Ve (9)

Dice Loss matematiksel gosterimi

G. Triplet Loss

Triplet Loss, benzerlik ve farklilik kavramlarini kullanarak, makine
O6grenimi modellerinin benzer ve farkli 6rnekleri dogru bir sekilde ayirt etmesini
saglayan bir kayip fonksiyonudur. Triplet Loss, MSE ve Cross Entropy Loss gibi
geleneksel kayip fonksiyonlarinin dezavantajlarin1 gidermek ig¢in tasarlanmistir.
MSE ve Cross Entropy Loss, modelin tahminleri ile ger¢ek degerlerin toplam
uzakligin1 Olger. Bu da, modelin benzer ve farkli oOrnekleri ayirt etmesini

zorlastirabilir (Schroff, Kalenichenko and Philbin, 2015).

Triplet Loss, modelin benzer 6rnekleri birbirine yakin ve farkli 6rnekleri
birbirinden uzak olacak sekilde egitilmesini saglar. Bu sayede, modelin benzer ve

farkli 6rnekleri dogru bir sekilde ayirt etmesi kolaylasir.

Triplet Loss, Sekil7’de Benzerlik ve Farklilik problemlerinde yaygin olarak
kullanilir. Ornegin, yiiz tanmima, nesne tammma ve dogal dil isleme gibi

problemlerde kullanilabilir.
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Sekil 6. Tripet Loss Fonksiyonunun Benzer ve Farkli Ornekleri

Kaynak: (URL2)

H. Hata Fonksiyonu

Hata fonksiyonu (LF), makine 6grenimi ve derin 6§renme modellerinin
egitilirken performanslarini 6lgmek ve optimize etmek i¢in kullanilan bir metrik
veya fonksiyondur. Bu fonksiyon, modelin tahminlerinin ger¢ek degerlerden ne
kadar uzak oldugunu nicel olarak degerlendirir. Modelin amaci, bu hata
fonksiyonunu minimize ederek daha iyi tahminler yapmak ve daha iyi sonuclar

elde etmektir.

Hata fonksiyonlari, problem tiirline (siniflandirma, regresyon, segmentasyon
vb.) ve veri yapisina bagli olarak farkli sekillerde tanimlanabilir. Farkli hata
fonksiyonlari, farkli  performans metriklerini  vurgular ve  modelin
optimizasyonunu farkli sekillerde etkiler. Ornegin, regresyon problemleri icin
"Ortalama Karesel Hata" (MSE) hata fonksiyonu yaygin olarak kullanilir. Bu
fonksiyon, tahminlerin gercek degerlere gore ne kadar iyi veya kotii performans

gosterdigini Olger. Siniflandirma problemleri i¢in "Capraz Entropi" (Cross-
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Entropy) hata fonksiyonu tercih edilebilir. Bu fonksiyon, modelin tahmin ettigi

sinif olasiliklarinin gercek sinif etiketleri ile uyumunu Slger.

Hata fonksiyonlari, modelin egitim siirecinde kullanilarak modelin
agirliklarini ve parametrelerini giincellemek i¢in gradyan tabanli optimizasyon
algoritmalariyla birlestirilir. Bu siire¢, modelin tahminlerini ger¢ek degerlere
daha yakin hale getirirken ayn1 zamanda overfitting (asir1t uyma) riskini de

azaltmaya caligir.

Hata fonksiyonlar1 segilirken, veri yapisi, problem tiirii ve hedeflenen
performans metrikleri géz 6niinde bulundurulmalidir. Hangi hata fonksiyonunun
kullanilacagi, modelin dogru bir sekilde egitilmesi ve performansinin en iyi
sekilde optimize edilmesi i¢in 6nemlidir. Ayrica, bazi1 6zel durumlarda (6rnegin
stmif dengesizligi, aykir1 degerler) oOzellestirilmis hata fonksiyonlarinin
kullanilmast da gerekebilir. Hata fonksiyonlari, makine 6grenimi ve derin
O0grenme alaninda model gelistirme siire¢lerinin temel bir par¢asidir. Dogru hata
fonksiyonunun secilmesi, modelin performansim1 ve genel etkinligini biiyiik

Olclde etkileyebilir.

E = —ylog(y) — (1 = y)log (1 - 9) (10)

Gradyan Azaltma

v

Sekil 7. hata fonksiyonu izerinde gradyan azaltma guncellemelerinin gésterimi

Kaynak: (URL3)
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V.YEREL OZELLIiK TANIMLAYICILARI

A. Yerel Bit Desen

Yerel bit desen (LBP), temel olarak degismez oOzellik tanimlayici
tekniklerinden biridir. Bir LBP islemcisi, her merkez piksel i¢in n X n komsuluk
degerlerini esikleme yaparak ve sonug olarak ikili bir sayiy1 sunarak bir agiklama
saglar. Merkez pikselin degeri yiiksek veya esit komsu pikseller i¢in bir olarak

ayarlanir, aksi halde merkez piksel sifir olarak ayarlanir, asagidaki gibidir.

N-1
LBy (X, 1) = ) S(n; =12,
i=0
1, x =0,

S(x) = { (11)

0, Otherwise,

X ve Y degiskenleri icin LBP gosterimi

Burada n. merkez pikselin gri seviyesi ve n; yerel komsuluk pikselleri ifade
eder, bunlar bir yaricap R'ye sahip bir daire igerisindedir. R (yarigap) azaldikea,
merkez pikseller ile yerel komsu pikseller arasindaki iliski uzaklastik¢a azalir. Bu
durumda, daha fazla doku bilgisi toplanabilir. (11) denklemine sunuldugu gibi,
parametre sayisi diger ozellik tanimlayict algoritmalarina gore daha diistiktiir, bu
da LBP tabanli 6zellik tanimlayic1 algoritmalarinin avantajlarindan biri olarak
adlandirilabilir. Merkez piksellerin gri seviyesi ile ¢evreleyen pikseller arasindaki
fark N-bit ikili sayilar olarak tanimlanir. Bu durumda, LBP'nin farkli aydinlatma
kosullarinda hizli ve saglam oldugu kanitlanabilir (T. Ahonen, 2006) (Yoo,
2017).

B. Yonlii Merkezi Simetrik ikili Model (DCSBP)

Yonlii Merkezi Simetrik ikili Model (DCSBP), bilgisayar bilimleri ve yapay
zeka alanlarinda son derece 6nemli bir role sahip olan bir modeldir. Bu model,

veri analizi, dil isleme, goriintii tanima gibi bir¢ok farkli uygulama alaninda
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kullanilabilen 6zgiin bir yaklasim sunmaktadir. DCSBP'nin temel avantajlarindan
biri, yonli merkezi simetrisini kullanarak verileri daha iyi anlama kapasitesine
sahip olmasidir. Bu o6zellik, 6zellikle graf verileri ve aglar lizerinde calisirken

biiyiik bir fayda saglar.

Ayrica, DCSBP'min ikili model yaklasimi, farkli modalitelerden gelen
verileri birlestirme yetenegi sunar. Bu, metin ve goriintii verilerini veya ses ve
metin verilerini bir araya getirerek daha kapsamli ve c¢oklu boyutlu bir analiz
yapmayl miimkiin kilar. Derin 6grenme tekniklerini kullanarak o6grenme ve
tahmin yeteneklerini gelistiren DCSBP, biiyiik veri kiimeleri {izerinde karmasik

desenleri tanima ve tahmin etme yetenegini artirir.

DCSBP, kullanicilarin 6zel ihtiyaglarina gore 6zellestirilebilir ve bu sayede
farkli uygulama alanlarina uygun c¢oéziimler iretebilir. Ayrica, performans ve
verimlilik agisindan da avantajlidir, bu da ger¢ek zamanli uygulamalarda veya
bliyiik veri kiimeleri iizerinde calisirken ¢ok dnemli bir faktordiir. Yapay zeka ve
bilgisayar bilimleri alanindaki hizli gelismeleri takip ederek siirekli olarak
giincellenebilen bir model olmasi, gelecege yonelik ¢oziimler liretme yetenegi

sunar.

C. Merkezi Simetrik yerel ikili model (CS-LBP)

Daha once sunuldugu gibi, her pikseli merkez piksel ile karsilastirmak,
LBP'nin genellikle kullanilan metodolojisidir ve 256 (28) farkl: ikili desen igeren
uzun histogramlar Uretir. Bu nedenle, merkezi simetrik yerel ikili desenler (CS-
LBP), daha az hesaplama maliyetiyle bir 6nceki caligmada (Heikkild, 2009)
onerilmistir. Uzun histogramlar yerine, CS-LBP, merkezine dort komsu pikseli
karsilagtirir ve yalnizca 16 ikili desen iiretir. Ayrica, denklem (12) gosterildigi
gibi esikleme ile bu 6zellik tanimlayicist T'yi diiz bolgelerde saglam ikili desenler

toplar.
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(3)-1

CS — LBPgyr(X,y) = Z S (ni - nH(g)) 2%,

i=0 2
) (12)
(1, x>t
S(x) = {O otherwise,

X ve Y degiskenleri ign CS-LBP Gdsterimi

Bu (12), denklemde n; ve ni+(g), R yarigapiyla simetrik ¢iftlere ait komsu
2

piksellerin karsilik gelen n degerleridir, Sekil 9'de gdsterildigi gibi.

: /" ‘ “\\ >
e v

/ e 1 A \ CSLBP=
R . | S(n0-n4)=2° +
[ ;™ ‘............ n .\............} n _/> 5(n1_n5).21+
\ 20N / S(n2-n6)"22 +
o . k-"l S(n3‘n?)'23

ns " n

I"\_ -
Sekil 8. CS-LBP 6zellik tanimlayicist

Kaynak: (Heikkila, 2009)

D. Merkez Simetrik Bit Duzlemi Yonleri

Onerilen Yonlendirilmis Merkezi Simetrik Bit Diizlemi (DCSBP)
yaklasimi, CS-LBP'nin avantajimi  korur. Her bir girdi goriintiisii i¢in,
CS LBPg y (X, y) denklemiyle (13) isletilir ve goriintiileri piksel piksel isler. Bu
durumda, DCSBPg y (X, y) asagidaki gibi sunulabilir.

DCSBPaur(X,3) = ) ba(X,9) X 2, a3

1=0

DCSBP matematiksel gosterimi

(13) de, b,(X,y) , i =0, ..., (g)— 1 her bir girdi gorintisunin yon

bilgisini tanimlayan n — th bit diizlemi olarak sunulur. Sekil 2'de gosterildigi
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gibi, bir girdi gorintusu | icin, her pikselin merkezi simetrik ¢iftlerinin konumu

(x,y) olarak tanimlanabilir.

2nn
Ir'p(x,y):1<xi+2><r><Cos<n +7T),yi+2><r (14
i
)
- /2nn
X sin (—+n)
n;
Burada n = 0, .. . n; and r = 1, ...ve R sirasiyla komsu sayis1 ve

yarigapidir. Piksellerin tam olarak merkezinde olmayan komsu piksel yogunluk

degerleri interpolasyonla tahmin edilir T. Ojala (1996). (x,y) i¢in yaklasik

gradyan 6,, = z;t—n + m ile asagidaki gibi elde edilir.

Vo, f(x,y) = in — i(%)_l (15)

Bu durumda, , b,,(X,y) girdi goruntisiiniin n — th yon bilgisini icerir. Bu
tezde DCSBP, dort komsu piksel icin bir boyutlu bir vektdre yeniden
diizenlenmistir, Sekil 10'de gosterildigi gibi. Her bir DCSBP, her bir CXR

goérintusunin hem yerel yon hem de uzaysal bilgisini icerir.

AN

CS — LBP(X,y)

Sekil 9. CXR gorlntlsiinin Bit-Diizlemi ayrigimi
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E. Yigilmus Otomatik Kodlayici

Bir Otomatik Kodlayic1 (Autoencoder), ii¢ ana bolimden olusur: gizli
katman (y birim), yeniden yapilandirma katmani (d birim) ve bir aktivasyon
islevi. Egitim adimlarinda, model girisi "X" den "y" gizli katmana, yani
"kodlayiciya" esler. Ardindan, gizli katman "¢ikis katmani" ile eslenir ve bu da
"¢oziicli" olarak adlandirilir. Cikis katmani, giris katmaniyla ayni boyutta ve
"yeniden yapilandirma" olarak adlandirilir. Bu iki adimin denklemleri asagidaki

gibidir.
y= f(Wyx + by)

z=f(W,y + b,)

(16)

Burada Z, W, W, and f(.) swrasiyla ¢ikis katmani, gizli katmanin girisi,
gizli katmandan ¢ikis katmanina ve aktivasyon islevi olarak tanimlanir. AE'de

tanimlanan tg¢ tiir parametre W, b, ve b,'dir. Egitim sirasinda, bu parametreler

giris ve yeniden yapilandirma goriintiisii arasindaki hata orani en aza indirilene

kadar giincellenir, (17) denkleminde oldugu gibi.

argmin[c(X, Z)] oo (1

Burada z, her X girisi i¢in W, b, ve b, parametrelerine dayali olarak tahmin
edilir ve c(x,z) hata oranim1 belirtir. Bu durumda, parametreler, hata oranini en

aza indirmek icin (18) denklemini temel alarak giincellenir.

37



0 cos(x, z)

W=W —n( S
) ) (6 cos(x, z)) (18)
= —-N(———-
y y 5by
d cos(x, z)
b, = b, —n(—s——

Burada mn, 0grenme hizi olarak tanimlanir. AE algoritmasi yeniden
yapilandirma odakli egitime dayanir. Egitim sirasinda, gizli katmandaki (y) bilgi,
giris katmanindan kodlanan rekonstriiksiyon i¢in kullanilir. Eger model girdi
katmanindaki tiim bilgiyi geri kazanirsa, bu, y katmaninin yeterli bilgi i¢erdigi
anlamina gelir, ¢iinki agirliklar ve sapmalar gibi 06grenilmis olmayan
dontistimlerle. Bu nedenle, egitim i¢in kodlayicilar1 bir araya getirmek bilgi
kaybin1 en aza indirir. Bu nedenle, bu algoritma daha once Onerilen bir

yaklasimda kullanilmistir (Adem, 2019).

AE'ler birbirine y18in halinde, yani yi1gin otomatik kodlayict (Stacking
Autoencoder- SAE) olarak adlandirilan bir sekilde eklenir. Girdi, ilk AE
katmanina eslenir ve ilk AE egitildikten sonra ilk AE'nin ¢iktis1 ikinci AE'nin
girdisi olarak kullanilir. Bu iglem, bu derin modelde uygulanan AE sayisina bagh
olarak devam eder. Bu derin modelin sonuna bir siniflandirici eklenerek, tiim agin
egitimi sirasinda parametreler ayarlanabilir ve bu adim ince ayarlama olarak

adlandirilir (Abraham, 2018).

Yiginlanmig Otomatik Kodlayic1 (SAE), girdi goriintiilerinden soyut
Ozellikler c¢ikarir ve 6grenir ve bu Ozellikler daha sonra derin modelin {istiine
lojistik regresyona beslenir. Lojistik regresyon temelli siniflandirma kismi,
parametreleri bulmak icin geri yayilim (backpropagation) kullanir (Ojala, 1996)
(Heikkild, 2009). ilk asamada SAE modeli hiyerarsik bir sekilde egitimle derin

.....

asagidaki gibidir.

(19)

f(x)=1+e‘x
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Hata oranin1 tahmin etmek ve agirliklart gilincellemek ic¢in yeniden
yapilandirma amaciyla ¢apraz entropi maliyet fonksiyonu kullanilir. Bu
calismada, maliyet fonksiyonu tahmini mini-batch boyutlu girdi gorunttlerine

dayanir, asagidaki (20) gibi ifade edilmistir.

1 m d (20)
¢ == xylog(z) + (1 + x)log(1 — 7ux)

i=1k=1

Burada D and M sirasiyla girdi vektoriiniin boyutu ve mini batch boyutunu
ifade eder x;;, girdi 6zellikleri ve z;;, rekonstriksiyon goruntileri ile ilgilidir. Bu
nedenle W, b, , b, parametrelerine gére maliyetin kismi tiirevleri agagidaki gibi

hesaplanabilir.

m d
c _ 1 Xik
d Wy s - _EZ {z le (net )Wksf (netls)xlrl

+ f (net?)f (net }

(21)

m d
¢ = 1 Xik
a@__EZ{Z Imf(net ) Wi f (et )”

1 m d

(s X k _Zlk .

0t -_L }: [— net? ]
bz,r m { Zlk(l Zlk)f( lk)

i=1 \k=

Bu (21) ‘da net - gizli katmandaki R. birimin i numarasinin girdisini temsil
eder ve (net},) rekonstritksiyon katmanindaki k. 6geyi temsil eder (A. Karargyris

et al., 2016) (K. C. Santosh, 2016). Ayrica, f sigmoid aktivasyon fonksiyonudur

ve birinci ve ikinci dereceden tiirevleri asagidaki gibi yazilabilir.
fe)=f01-70) (22)
f =1 -1)A-2f0)

SAE ile siniflandirma yapmak i¢in, logistik regresyon siniflandiricist derin
modelin ¢ikis katmanina entegre edilir ve geri yayilim algoritmasi temelinde ince

ayarlama yapilir. Siniflandirict katmanimin aktivasyon fonksiyonu SoftMax

39



fonksiyonuna dayanir. Girdi ozelliklerinin I kategorisine ait olma olasiliginin

tahmini asagidaki denklem temelinde hesaplanir.

P(Y =i|R,W,b WR + b e (23)
Y =i|lR,W,b) = s( +)—W
(23) de, R son SAE katmaninin (¢ikis katmani) ¢iktist ve siniflandirma
katmaninin girdi vektoriidiir. Ayrica, toplam sinif sayisi ¢ikis katmani boyutuyla
aynidir. Bu denklemde, W ve b sirasiyla lojistik regresyon katmaninin agirliklar

ve kaymalaridir (Yushi Chen, 2014) (Y. Bengio, 2013) ( S. Einy, 2021).
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VI.DERIN OGRENME (DL) iLE ANORMALLIK TESPITI

Anormalliklerinin  X-ray goriintiileri araciligiyla erken teshisi, iliskili
riskleri azaltmak acgisindan son derece Onemlidir. Ancak derin G6grenme
algoritmalar1 kullanarak bu goriintiilerin yorumlanmasi, goriintii giiriiltiisii ve
yorumlardaki farkliliklar gibi faktorlerden kaynaklanan dogustan belirsizlikleri
igerir. Bu calisma, gilivenilirligi artirmak ig¢in belirsizlige duyarli bir yaklagimi
arastirarak anormallik tespitini iyilestirmeyi amaclamaktadir, bu da zamaninda
miidahaleyi ve risk azaltimini kolaylastirir. Onerilen derin 6grenme cercevesi
YOonlu Bit-Diizlem 6zellik ¢ikarma ve her Bit-Diizlem igin bir yigilanmis Oto
kodlayici kullanmaktadir. Yenilik¢i Ozelliklerimizden biri, Yonli Merkezi
Simetrik Bit-Diizlem (YMSBD) olarak adlandirilan bir tanimlayicidir ve Merkezi
Simetrik Yerel ikili Deseni (MS-YID) dért Yénlii Bit-Diizleme (YBD) boler. Her
bit dizlemi, X-ray goriintii desenlerinin yon bilgisini yakalar, bu da saglam
ozelliklerin c¢ikarilmasina yardimci olur. Yigilanmis oto kodlayicilar (YAO)
Ozellik siiflandirmasi ve boyutsal azaltma i¢in kullanilir. YAO derin 6grenme
yontemi, Bit-Diizlemlerden yiiksek seviyeli, ayirt edici ozelliklerin etkin bir
sekilde 6grenilmesini ve ¢ikarilmasini saglar. Derin 6grenme (DO) ¢er¢evemizin
performansin1 daha da artirmak ve oOzellik tekrarligini azaltmak icin Derin
ensembl uyguluyoruz, ¢ilinkii bu, derin 6grenmedeki belirsizligi ele almak i¢in son
teknoloji bir yaklasimi temsil eder. Onerilen yaklasim, ii¢ farkli kamuya agik
erisim veri tabani kullanilarak titizlikle test edilmis ve degerlendirilmistir,
belirsizlikleri ele alma ve siniflandirma oranlarinin dogrulugu agisindan mevcut

en 1yi algoritmalarla karsilastirildiginda 6nemli gelismeler gostermektedir.

Radyografi, kliniklerde zatiirreyi tespit etme ve degerlendirme asamasinda
genellikle ilk teshis adimidir. Bu, hastalar hakkinda temel bilgiler saglar,
zatlirrenin varlig1 ve yeri ile birlikte in tedaviye tepkisinin bir tahminini sunar.
Ayrica, X-ray (CXR) goriintileme, c¢esitli anormallikleri teshis etmekte
doktorlara yardimci olan invaziv olmayan bir tibbi analizdir. Yumusak dokularin

anatomik yapisi, normal ve anormal X-ray goriintlilerinin tespiti i¢in yardime1
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olur (Nanehkaran ,2022). Bu anormallikler yogunlugunun asimetrisini
(yogunlugun artmasi veya azalmasi), tek tarafli diisiik yogunlugu, tek tarafli siyah
alt bolgeyi igerir (Einy, 2022). Sekil 11°de bakteri veya viriis etkilerine dayal
cesitli anormallik tiirlerini X Ray goriintiilerinde gostermektedir. Ayrica,
hastaliklar1 erken teshis edilmez ve tedavi edilmezse yasami tehdit eder (Dey et
al., 2021). Giiniimiizde, Makine Ogrenimi (ML) ve goriintii isleme kullanarak
Bilgisayar Destekli Teshis (CAD) prosediirleri, bu sorunlar1 agmaktadir
(Arunmozhi, 2021). Bu baglamda, CAD, zatiirre vakalarinin varligini tespit
etmeyi ve halk sagligina olumsuz etkilerini 6nlemeyi amaglar (Li et al., 2020)
(Bhandary, 2020). Derin 0O6grenme yontemlerinin temel avantajlari, girdi
goriintiilerinin otomatik 6zellik ¢ikarmasi ve siniflandirma, nesne tespiti ve
segmentasyon alaninda tespit hassasiyetinin artiritlmasidir Chandra 2020). Bu
calisma, CAD durumunda anormallik tespiti icin derin 6grenme c¢ercevesi
onermektedir (Y. A. Nanehkaran et al., 2022). Derin 6grenmenin ilerlemeleri son
zamanlarda biyomedikal alana etki etmis ve arastirmacilar bu alanin bir¢ok zorlu
problemine bu yontemleri uygulamaya ilgi gostermistir (Einy, Oz, and Navael,
2021). X-ray goriintiilerinden anormallik tespiti i¢in, ¢ikarilan 6zellikler dnemli
bir rol oynamaktadir. Klinik arastirmalara gore, CXR goriintiilerindeki yumusak
dokularin sekli ve dokusu anormalligi teshis etmeye yardimci olabilir (Einy, Oz,
and Navaei, 2021). Ancak diger yandan, bu 6zellikler renk kontrastinin zayif
olmasi ve yogun opasifikasyonlu goriintiiler nedeniyle belirsiz olabilir. Bu tiir
durumlarda, son donemde birgok ¢alisma, tibbi gdriintiilerin otomatik analizi ve

0zellik ¢ikarimi i¢in CAD sistemleri Onermistir.

42



Healthy

Sekil 10. CXR goriintiisiinde, ¢esitli normal ve anormal anatomik yapilar

Anormalite tespiti i¢in siniflandirmanin dogrulugunu artirmak amaciyla
farkli calismalarda genellikle sekil ve doku oOzellikleri genis Olgilide
kullanilmaktadir (Santosh, 2016) 6rnegin, (Van Ginneken, 2002) ¢alismasinda,
Onerilen yontem, geometrik ve goruntisel 6zellikleri CXR gorintilerinin Sekil
11°’de geometrik ve goriintiisel oOzelliklerini agiklamak i¢in yerel 6zellik
tanimlayicilarinin ~ Atlas  tabanli  segmentasyon algoritmast ve ¢esitli
kombinasyonlarin1 kullanarak ¢ikarmistir. Baska bir benzer calismada (Jaeger,
2014), kenar haritalarini1 ¢ikarmak i¢in piramit histogrami yonli gradyan (PHOG)
yontemi Onerilmistir. Diger bir benzer geometrik sekil analizi, bolgelerini alt
bolgelere bélmeye dayalidir. Bir dnceki ¢alisma (Song, 2013) iist, orta ve alt
bolgeler gibi sag ve sol bolgelerinin yerel bolgeleri arasinda karsilastirmaya
dayali bir yontem Onermistir. (Wang, 2018)'de, bolgesini ¢ikarmak igin graf
kesim segmentasyon yontemi kullanilmistir. Cikarilan bolgelerinin  dokusu
normal veya anormal olarak bir ikili siniflandirma algoritmasiyla siniflandirilir.
Hastalik tespitine odaklanarak, doku tabanli 6zellik tanimlayici yontemler one
cikmaktadir. Ornegin, bir ¢alisma (Singh and Khare, 2014), yiiksek ¢ozuntrlikli
bilgisayarli tomografi (HRCT) goriintiilerinin siniflandirmasi igin ikili bir 6zellik
tanimlayici onermistir. Doku tabanli 6zellik ¢ikarma algoritmalari, genel olarak
Ozelliklerin genel bilgilerini ¢ikarmak ig¢in tekstiirleri aciklamaya odaklanir. Bu

yakin zamanda rapor edilen caligsmalar, yerel ikili model (LBP) (Rajpurkar,
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2017), gradyan histogram1 (HOG) (Jaeger, 2014) ve Daubechies dalgalet
katsayilar1t (DWC) (Saraiva, 2019) gibi doku tabanli o6zellik tanimlayici

yontemleri icerir.

Yukarida bahsedilen ¢aligmalarin yan1 sira, bazi arastirmalar derin 6grenme
yontemlerinin CAD sistemlerinin  dogrulugunu artirmak i¢in analizini
yapmaktadir. Ornegin, CheX-Net modeli (Rajpurkar, 2019) gortnttlerinin normal
ve anormal gruplara siiflandirilmasi i¢in Onerilmistir. Diger aglar iki ana
béliimden olusan hibrit modelleri uygular. ilk béliim, bélgelerinin ¢ikarilmasini
igerir, ardindan ¢ikarilan bolgelerin derin evrigimli sinir ag1 (DCNN) kullanilarak
siniflandirilmas1 gelir (Saraiva, 2019). Baska bir calisma (Xiei, 2019) CTX
gorintalerinde iyi huylu nodillerin segmentasyonu ic¢in ¢oklu goriiniim tabanh
isbirligi i¢eren derin bir model (MV-KBC) 6nermistir. Bu model, nodiillerin 3D
ozelliklerini 6grenmis ve onlart 6nceden egitilmis bir ResNet modeli yardimiyla
siniflandirmistir. Ayrica, azalmis sayida epok ve faktor ile hafifletilmis bir derin
sinir ag1 (DNN), COVID-19, zaturre ve tuberkiloz gibi anormalliklerinin tespiti
i¢in Onerilmistir (Mahbub, 2022).

Derin evrisimli model egitmek, tim ag1 diizgiin bir sekilde ince ayarlamak
i¢cin biiylik sayida etiketli veri gerektirir. Bu nedenle, daha 6nce de bahsedildigi
gibi, bazi arastirmalarda transfer 0grenme kullanilmistir. Transfer 6grenme,
ImageNet veya bagka yeterince biiyiik bir veritabanina dayali olarak 6n egitilmis
aglari, yeni bir veri kiimesiyle geriye yayilim yoluyla katmanlar1 ince ayarlamak
icin kullanmay1 icerir. Ornegin (Behzadi-khormouji, 2020), X-ray géruntilerinin
siniflandirilmasi i¢in transfer 6grenme kullanarak bir DCNN Onermistir. Bu
model, 121 katmanli Dense Net modelinin ince ayarlanmasiyla gelistirilmistir.
(Togacar, 2019) calismasinda, yazarlar, iltihab1 tespiti i¢in derin oOzellikler
cikarmak i¢in AlexNet, VGG-16 ve VGG-19 temelli 6nceden egitilmis bir derin
modeli rapor etmislerdir. Bu 6zellik setleri daha sonra karar agaclari, k-en yakin
komsular, lineer ayrimci analiz, lineer regresyon ve destek vektor makine
o0grenme modelleri kullanarak siniflandirma i¢in verimli ve optimize edilmis bir
Ozellik seti saglamak amaciyla birlestirilir. Bagka bir benzer ¢alismada (Einy, Oz,
and Navaei, 2021) onceden egitilmis AlexNet modeliyle derin 6grenme ¢ergevesi
onerilmis ve destek vektor makineleri X-ray goérintilerindeki anormalliklerin

tespiti i¢in bir siniflandirict olarak kullanilmistir. Baska bir calismada (Lopes ve
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Valiati, 2017), onceden egitilmis evrisimli sinir aglarina dayali derin &zellik
¢ikaricilar sunulmustur. Baska bir arastirmada, Fine-tuned InceptionV3 ve
Modifiye Edilmis Etkin Net'e dayali CoviXNet Onerilmistir (Srivastava, 2022).
Bir diger COVID tabanli ¢alismada COV-ResNet modeli 6nerilmistir, bu model
VGG16, VGG19, ResNetl52 ve ResNet olmak iizere dort dnceden egitilmis
modeli igcermektedir (Islam 2022) Ayrica, (Apostolopoulos ve Mpesiana, 2020)
calismasinda, COVID-19 tespiti i¢in CT goriintiilerinden otomatik ¢ikarim ve
siniflandirma i¢in hibrit 6nceden egitilmis CNN modeli Onerilmistir. Son
zamanlarda, abnormalite tespiti i¢in transfer 6grenme mimarisi ile kontrastif ii¢lii
ag (CTN) adli otomatik derin O6grenme tabanli X-ray raporlama sistemi
Onerilmistir (Yang, 2022) Ancak, tibbi gorintii islemede ince ayarli derin
modellerin kullanilmasi, tibbi ve normal goriintiiler arasindaki farklilik nedeniyle
verimsiz olabilir ve asir1 uyma sorunlarina yol agabilir. Bu sorunu ¢6zmek igin,
bazi ensemble ve hibrit modeller dnerilmistir. Ornegin, 6nceki bir arastirmada
(Livieris, 2019), X-ray'lerden anormalliklerinin siniflandirilmasi igin enseble yar1
denetimli 6grenme algoritmalar1 sunulmustur. Otomatik X-ray tanisinda, bir¢ok
arastirmaci etiket bagimliliklarin1 gérmezden gelmeye odaklanmis ve 6n egitim
olmadan ¢alisan modeller tasarlamistir. (Livieris, Kanavos ve Pintelas (2019)'da,
etiketli goriintiiler ve etiketsiz verilerin gizli katmanindan gelen bilgi temel
alinarak X-ray'lerin siniflandirilmasi i¢in yar1 denetimli 6grenme algoritmalari
onerilmistir. (Wang, 2019)’da, ¢oklu CNN modelleri ¢oklu etiketli CT goruntl
siniflandirmasi i¢in kullanilmis ve calismanin deneysel sonucglarina gore, ResNet,
siniflandirma dogrulugu agisindan diger klasik CNN modellerine kiyasla 6nemli
sonuglar elde etmistir.  Ornegin, (Yao, 2017) c¢alismasinda, X-ray
anormalliklerinin tespiti ve tahmini icin Dense Net ve Long-Short Term Memory

Network (LSTM) sirali derin modelini birlestiren hibrit bir model dnerilmistir.

Sayisiz ¢aligma, CNN modelinin CAD sistemlerinde biiylik potansiyelini
gostermistir. Ancak, bu modellerle iliskilendirilen sinirlamalar1 ele almak,
Ozellikle de kiiclik boyutlu veri kiimelerinde egitilmeleri, son derece 6nemlidir.
Daha oOnce tartisildigi gibi, derin O6grenme modelleri bir¢cok &grenilebilir
parametrenin egitimi i¢in genis veri gerektirir ve sonug olarak sinirli egitim verisi
epistemik belirsizlige yol acabilir. Ne yazik ki, ¢ogu mevcut yaklasim

tahminlerine bagl belirsizlik hakkinda bilgi eksikligi tasirken, sadece birkag
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calisma (Gour, 2022) ve (Jaskari, 2022) model belirsizligi hakkinda ayrintilar
sunmustur. Ornegin, M. Gour ve digerleri (Gour, 2022), tahmin belirsizligini
hesaplamak icin EfficientNet-B3 ve Monte Carlo kesilmesi kullanan UA-
ConvNet adli yeni bir belirsizlik farkindaligina sahip evrigimli sinir ag1 modeli
tanitir. Onerilen yaklasim, X-ray gorintilerinden COVID-19 vakalarini teshis
etmede mevcut yontemleri geride birakmaktadir. Bagka bir calismada, (R. Gao at
al, 2022), belirsizligi azaltma ydntemleriyle belirsizligi azaltmayr amaglayan
entegre bir derin 6grenme yaklasimini sunar, bu yaklagim belirsizligi azaltarak
endeterminant nodiilleri olan hastalar i¢in kanser risk tahminini gelistirmeyi
amaclar (Calderon Ramirez, 2021)’da yazarlar, tibbi uygulamalarda giivenli
kullanim igin kritik olan belirsizlik tahmini odakli X-ray goriintiilerine dayali bir
COVID-19 enfeksiyon tespit sistemi uygularlar. Belirsizlik tahminlerini
gelistirmek icin etiketlenmemis veri, Mix Match yar1 denetimli c¢ercevesi
kullanilarak degerlendirilir. Bagka bir arastirmada, diyabetik retinopatiyi retinal
gorintulerden belirsizlik farkindaligina sahip derin 6grenme yontemi ile otomatik
olarak siniflandiran bir yontem sunulmustur, bu yontem ikili siniflandirma semasi
i¢in Bayes evrisimli sinir agini igerir (J. Jaskari et al.,2022). CT tarama ve X-ray
goruntilerinden COVID-19'in dogru siiflandirmasi igin belirsizlik FuseNet adli
yeni bir derin 6grenme Ozellik birlestirme modeli sunar (Abdar, 2023). Model,
Ensemle Monte Carlo Kesilmesi (EMCD) teknigini kullanarak tahmin
belirsizligini nitelendirmek i¢in kullanir, CT tarama ve X-ray veri kimeleri igin
sirastyla %99,08 ve 9%96,35 tahmin dogrulugu elde ederek giiriiltiiye ve

goriinmeyen verilere kars1 saglamlik sergiler.

Yukarida bahsedilen calismalara dayanarak, model belirsizliginin tahmin
edilmesinin glvenilir ve guvenli bir CAD sistemi gelistirmek i¢in 6nemli bir
oneme sahip oldugu sonucuna varilabilir. Bu nedenle, bu eksiklikleri agmak
amaciyla, X-ray anormallik tespiti i¢in belirsizlik farkindaligina sahip derin bir
model gelistirdik. Bu yaklasim, tibbi teshis igin daha giivenilir ve giivenilir bir
sistem saglamayr amaglamaktadir. Onerilen yaklasim, bu zorluklari,
Yonlendirilmis Merkezi Simetrik Bit Diizlemi (DCSBP) adi verilen ¢ok olgekli

bir sekil ve doku 6zellik ag¢iklayicisini tanitarak ele almaktadir.

DCSBP yontemi, Eigen Yonlendirilmis Bit Duzlemi (EDBP) (Lei, 2014)

kavramindan esinlenilmistir. Yiiz tamima sistemlerindeki yiiksek dogruluk
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oranlari, 6zellikle giiriiltiilii ve maskeli senaryolar gibi belirsiz durumlarda, EDBP
yaklasimina dayali olarak DCSBP yontemini dnerdik. DCSBP'nin, mevcut EDBP
yontemiyle karsilastirildiginda, mevcut yontemde kullanilan alt1 bit diizlemi
yerine dort bit diizleminden oOzellikler c¢ikardigi ana avantaji, ayni dogruluk
seviyesini korurken. Sonu¢ olarak, yaklagimimiz mevcut yonteme gore daha
diigiik bir hesaplama maliyeti sunar, bu da DCSBP'nin gercek diinya uygulamalari

i¢in daha verimli ve pratik bir se¢cenek olmasini saglar.

(Saparkhojayev, 2021) ¢alismada sunulan basarili sonuglara dayanarak, X-
ray goruntilerinde belirsizlik tahmini kullanarak anormallik tespitinde benzer bir
yaklagimi bir yigin oto kodlayiciyla benimsemeye karar verdim. Yigilmis oto
kodlayicinin  yeteneklerini kullanmanin, potansiyel anormallikleri X-ray
goriintiilerinde tespit etme yetenegini daha da artiracagina inaniyoruz, bu da
arastirmamda iyilestirilmis dogruluk ve performansa katki saglayacaktir. Bu
SAE'den ¢ikarilan 6zellikler daha sonra siniflandirma i¢in kullanilmaktadir. Tim
yonlere ait bilgileri etkili bir sekilde birlestirmek icin, tim DCSBP'lerden derin
bir topluluk teknigi kullaniyoruz. Bu birlestirme teknigi, her yonlii bilesen
tarafindan yakalanan degerli bilgileri kullanmamiza olanak tanir, bdylece
anormallik tespit sisteminin genel performansini artirir. DCSBP'yi Onererek ve
SAE ve birlestirme teknigini kullanarak, belirsizlikle ilgili zorluklar1 agmayi
amacliyoruz ve nihayetinde X-ray gorintilerinde anormallik tespitinin

dogrulugunu ve giivenilirligini artirmay1 hedefler.

A. Derin Ogrenmede Yanlihk- Varyans Ikilemi

Model ile iliskili bir hatadir. Dogrusal olmayan bir fonksiyon dogrusal bir
model ile modellenirse, model beklenenin altinda kalir ve yanlilik hatas1 yiiksek
olur. Yanhlik hatasi1 yiiksek oldugunda, egitim verisi eksik 6grenilir. Kisaca bu
durum eksik 6grenme (underfitting) olarak adlandirilir. Yiiksek yanlilik hatasi
olan bir ag, egitim seti lizerinde tahmin ¢iktilar1 {iretirken yiiksek hata orani ¢ikar
ve model veriyi iyi bir sekilde 6grenemez. Yanlilik hatasim1 azaltmak icin yeni
katmanlar ve noronlar ekleyerek ag mimarisinin degistirilmesi gereklidir. CNN ve
RNN yo6ntemleri bu duruma iyi bir ¢6zim olabilmektedir (Mandal, Behera, Desai
and Nair, 2019).
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Varyans hatasi, egitim verisindeki rassallik sebebiyle ortaya ¢ikan hatadir.
Egitim dagilimi modelin artik genellesemeyecegi kadar iyilestirildiginde, yiiksek
varyans hatasi ortaya ¢ikmis olur. Bu durum asir1 6grenme (overfitting) olarak
adlandirilir. Varyans hatasi yiiksek olan bir ag, egitim verisini ¢ok iyi 6grenmistir
ve veriyi ezberleme problemi ile karst karsiya kalmistir. Dogrulama hatasinin
egitim hatasindan ayrilarak arttigi noktada, asir1 6grenme problemi olusmaya
basglar. Varyans hatasini azaltmak icin veri sayisinin arttirilmasi, dropout ve
diizenlilestirme (regularization) tekniklerinin uygulanmasi ¢6ziim olabilmektedir

(Mandal, Behera, Desai and Nair, 2019).

B. Belirsizlik Modelleme

Egitim wverileri uygun olmadigi i¢in modelin bilmedigini tanimlar.
Epistemik belirsizlik, sinirli veri ve bilgiden kaynaklanmaktadir. Yeterli egitim
ornekleri verildiginde, epistemik belirsizlik azalacaktir. Egitim i¢in daha az
orneklemin oldugu alanlarda epistemik belirsizlik ortaya ¢ikabilir. GOzlemlerin
dogal stokastisitesinden kaynaklanan belirsizliktir. Aleatorik belirsizlik, daha
fazla veri saglandiginda bile azaltilamaz. Ol¢iim hatalar1 s6z konusu oldugunda,
buna homoskedastik belirsizlik diyoruz g¢inki tum oOrnekler igin sabittir. Girdi
verilerine bagli belirsizlik, heteroskedastik belirsizlik olarak bilinir. Predictive

Belirsizlik (PU) Alaetorik ve Epistemik belirsizliklerin toplamidir.

PU = EU + AU (24)

Epistemik belirsizilikler, model parametreleri iizerindeki olasilik dagilim
olarak (24) ifade edilebilir. Asagidaki verilen formiillerde herbir x degeri girdiyi

temsil edip belirsizlikte kullanilacaklardir.

exp(fe*' (x)) (25)
Ycexp(fe¥' (%)

p(y =clx,w) =

Siniflandirmada (25) nolu softmax likelihood kullanilabilir.
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pOlx,w) =N (y: f*(x), 77 (26)

Regresyonda (26) nolu Gaussian likelihood diisiiniilebilir.

P(Y|X,w)P(w) (27)
P(Y|X)

r(wlX,Y) =

Sonsal dagilimda (27) nolu Bayes teorimi kullanilir.

P(y*|x*,X,Y) = [ p(y*lx*, w)p(w|X,Y)dw (28)

Verilen (28) nolu formiil ile bir x test drneginin simif etiketi p(w|X,Y)
tahmin edilebilir. Bu siire¢ ¢ikarim ve marjinallestirme olarak adlandirilir analitik

olarak hesaplanmayip yaklagik degerler degisken parametreler

kullanilarak(qg (w)) elde edilir.

pW) . (29)

KL@o @ IpwIX, Y)ID = [ ap(udlog—Lo2os

Amag, sonsal dagilima yakin bir dagilima yaklagmaktir. (29) nolu formiilde
Kullback —Leibler (KL) divergence (uyusmazlik) degerinin olabildigince 0 a

yaklastirilmasidir.

P(y*|x*,X,Y) = fp(y lx*, w)gg(y*, x*) (30)

(30) nolu formiil ile tahmine dayali dagilimin minimize edilmesi sézkonusu.

£1(6) = ] g6 (W)log p(Y X, w)dw — KL(¥qo(w)|p(w)) (1)

KL uyusmazliginin yeniden diizenlenmesi (31) nolu formdilde goésterilen

(ELBO) evidence lower bound maximization yontemi ile saglanabilinir.
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(32)

1-p
92
~—liel

N
1
L(O,p) =— Nz logp(y;|x;, w) + =N
i=1

(32) N numune sayisini temsil ederken P dropout olasiligini temsil eder

EFW1W2,b. —

2y = FHaD () gMaab )y — P ()T ~ -

1 D
Elog det g"1W2b + Elog 27
= —log V (f°(x), g°()™")

(33) Veriye dayali belirsizligi elde etmek i¢in iki fonksiyonu
karistirip (f(x) ve g(x))tahmini ortalama ve model keskinligi ve likelihood
fonksiyonu elde edilebilir. Onsel dagilim modelin agirliklarinin yerine konulup
daha sonra degisim miktar1 verilen drneklerden hesaplanip Oklid mesafe kaybi

fonksiyonuna (Euclidean Distance Loss Function) uyarlanabilir.
1 T
Var[x*]: = TZ GOt I+ fPr(x)Tf P (x*) (34)
t=1
—ElyTEly"] 2, Vargrixn ']

Yukarida belirtildigi gibi (34) nolu formiilde tahmine dayali varyans elde

edilis yontemi gosterilmistir.
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VII. DERIN OGRENME MODELLERININ BELIiRSIiZLiGi

A. Deep Ensemble (DE)

Ensemble yontemleri, bir dizi farkli 6grenme algoritmast veya modelin
sonuglarint birlestirerek daha iyi sonuglar elde etme amaci giider. Bu, model
varyasyonlar1 kullanarak asir1 uydurmay1 azaltabilir ve daha genelleme yapabilen
bir model elde etmeyi hedefler. Deep ensemble ise ensemble yéntemlerinin derin
0grenme modellerine uygulanmis bir tiirtidiir. Bu yontem, birden fazla derin sinir
ag1 modelini egitir ve bu modellerin tahminlerini bir araya getirir. Genellikle bu

modeller farkli 6zelliklere veya baslangic noktalarina sahip olabilir.

B. Derin Ogrenme Modellerinin Belirsizliginin Nedenleri

Derin 6grenme modellerinin belirsizligi, bircok nedenle iliskilendirilebilir
ve bu nedenler modelin tahminlerinin kesin olmadigr veya degisebildigi

durumlari agiklar.

Bu belirsizliklerin en énemli nedenlerinin basinda islenen veri gelir. Yapay
zeka elde ki verilerden ¢ikarimlar yaparak 6grenmeye baslar. Egitim igin getirilen
veri giiriltiilii veya hatalar1 var ise bu dogru 6grenmeyi engelleyebilir. Bunun
yaninda Ogrenilen bilgi, egitimde ki verilere benzemiyor ise yapay zeka
yabancilik ¢eker. Buda belirsizik yaratir. Cok karmasik modeller, egitim
verilerini asir1 uyum yaparak cok iyi bir sekilde 6grenebilir. Ancak bu durum
genelleme yetenegini azaltacagi gibi tahminlerin ve belirsizliklerin aksamasina da
yol agabilir. Egitim siirecinde terslik yasanabilicek bir durum da egitimde ki veri
miktaridir. Siirli veri kullanildiginda veya kalitesiz veriler secildiginde modelin
belirsizlik yasama durumu yiiksektir. Veri miktar1 ve kalitesi modelin
dogrulugunu direkt etkiler. Yetersiz egitim bir belirsizlik nedenidir. Birden fazla
derin 6grenme modelinin bir araya getirildigi ensemble yontemleri, tahminlerin

belirsizligi ile miicadele etmek i¢in kullanilabilir.
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C. Derin Ogrenme Modellerinin Belirsizligini Olciimii

Modellerin belirsizlik ol¢iimii ile alakali birden fazla yontem vardir.
Ornegin bootstrap yontemi veriye dayali bir yontemdir. Farkli egitim veri
altkiimeleri olusturarak modelin varyasyonunu 6lger. Bu, veriye dayali belirsizligi
O0lcmeye yardimci olur. Ayrica dropout katmanlari kullanilarak birden fazla
tahmin olusturulur. Bununla beraber bayes¢i yontemler de modelin belirsizligini
O0lgmek i¢in matematigin en zor ve en énemli konularindan olan olasilik kuramini
kullanir. Bir baska yontem ise bagintili modellerdir. Farkli derin O68renme
modellerinin bir araya getirildigi deep ensemble yoOntemleri tahminlerin
belirsizligini azaltabilir. Modelin tahminleri i¢in entropi degerleri hesaplanarak

belirsizligi 6lger. Daha yliksek entropi, daha fazla belirsizlik anlamina gelir.

D. Belirsizlik analizi olmadan Algilama Sonuglari

Bu boliimde, SAE (Yi1gilmig Otomatik Kodlayic1) yardimiyla siniflandirma
tekniklerinin kullaniminin, derin sinir ag1 (DNN) kullaniminin geleneksel
yontemi ile karsilastirildiginda nasil etkilerini degerlendirdik. Adil bir
karsilagtirma yapmak i¢in, DNN model yapisi, SAE'nin kodlayicis1 olarak ayni
sekilde kullanilmistir. Egitim asamast icin DNN yapilandirmas: asagidaki gibi

ayarlanmistir:

Cizelge 1. DNN Yapilandirmas:

Parametreler Degerler
Egitim 6grenme orani 0.1

Egitim epoklari 10000

Egitim mini toplu boyutu 32

Kay1p islevi Capraz Entropi
Optimizasyon Adam

Cizelge 1’te sunulan deneysel sonuclara dayanarak, CSLB- SAE'nin
(Stacked Autoencoder) dogruluk agisindan CSLB- DNN'yi (Deep Neural
Network) ¢ veri kiimesinde de (CH, Zatiirre ve COVID-19) geride biraktigi
sonucuna varilabilir. Sirasiyla %87,01, %98,25 ve %98,12 oraninda basar1 elde
edilmistir. Bu, etiketlenmemis veri kiimeleri ile egitim yapmanin ve ardindan
siniflandirma i¢in etiketli goriintiilerle ince ayar yapmanin, CSLB- DNN
kullanimina kiyasla siniflandirma performansinda gelismis dogruluk elde

edilmesine yol agtigin1 gosterir. CSLB- SAE tarafindan elde edilen daha yiiksek
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dogruluk, yar1 denetimli 68renim yaklasiminin, egitim sirasinda etiketlenmemis
verileri icerdigi ve ardindan modeli etiketli verileri kullanarak uyarladigi i¢in
modelin daha saglam o6zellikler 6grenmesine ve goriinmeyen verilere daha iyi
genellenmesine yardimcer oldugunu gosterir. Etiketlenmemis verileri kullanarak,
model verilerin temelindeki desenleri daha iyi anlama kapasitesi kazanir, bu da ii¢
veri kiimesinde daha iyi performansa yol acar. Onemli bir nokta olarak, F-Skoru,
Hatirlama (Recall) ve Hassasiyet (Precision) metrikleri de CSLB- SAE ile tutarh
bir sekilde iyilesme gosterir, bu da yar1 denetimli 6grenim yaklasiminin modelin
siniflandirma  yeteneklerini  gelistirdigini destekler. Ozetlemek gerekirse,
sonuglar, etiketlenmis ve etiketlenmemis verilerin avantajlarini bir araya getiren
SAE gibi yar1 denetimli bir 6grenim yaklasiminin kullanilmasinin, CH, Zatiirre ve
COVID-19 i¢in tibbi veri kiimelerini siniflandirmada daha iyi dogruluk ve

performansa yol actigini vurgular.

Cizelge 2. DNN Yapilandirmas1 CH, Zatiirre ve COVID-19 Veri Kimelerinde
Siniflandirma Modellerinin Performans Degerlendirmesi

Veri Ydntem Dogruluk F-Skoru Hatirlama Hassasiyet

Kimesi

CH CSLB-SAE 87.01 88.10 88.10 87.21
CSLB-DNN  86.31 87.98 86.49 87.68

Zatlrre CSLB-SAE  98.25 97.15 97.18 98.10
CSLB-DNN 92.14 93.17 93.26 92.02

COVID- CSLB-SAE  98.12 96.16 97.30 98.12

19 CSLB-DNN 95.14 94.49 95.17 95.14

Bu c¢alismanin devami olarak, bit diizlemi ve topluluk yontemlerinin
modelin dogrulugu iizerindeki etkilerini daha fazla inceledik. Sunulan dogruluk
oranlari SAE siniflandirma tekniklerine dayanmaktadir. Asagidaki gizelge her bit
diizleminin ayr1 ayri dogruluk oranlarini sunmaktadir. Cizelge 3'da sunulan
sonuclara dayanarak, topluluk yonteminin COVID-19 veri kiimesinde %98,53 ve
Zatiirre veri kiimesinde %98,39 dogruluk oranlarini artirdigi sonucuna varilabilir.
Ancak, muhtemelen b; 6zellik setinin diisiik dogruluk orani nedeniyle CH veri
kiimesinde karsilastirilabilir sonuglar elde edildi, bu durum yaklagimin genel
dogrulugunu etkiler. Ozetlemek gerekirse, topluluk modelinin yalnizca yiiksek
dogruluk elde etmekle kalmadigi, ayn1 zamanda farkli boyutlara ve desenlere
sahip ii¢ farkli veri kiimesinde anormallikleri tespit etme konusunda saglam ve

istikrarli sonuglar sundugu sonucuna varilabilir.
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Cizelge 3. Yonlii Bit Diizlemelerinin Performans Degerlendirmesi
b{(ACC%) b,(ACC%) b3(ACC%) b,(ACC%) Ensemle
(ACC%)
CH 87.11 87.13 87.91 87.17 87.41
Zatirre 98.12 98.01 98.34 98.13 98.39
COVID- 98.03 98.50 98.41 98.37 98.53
19

Deneysel sonuclarin tartismasina devam ederek, yaklasimimizin genel

performansi ilizerinde derin topluluk tekniklerinin etkisini analiz etmeye devam

ettik. Bu amaci gergeklestirmek igin, onerilen DCSBP-SAE yaklasimimiz ile

diger iki yontemi: CSLB-SAE ve CSLB-DNN arasinda karsilagtirmal1 bir ¢alisma

yaptik. Sekil 12'teki ROC egrilerinin analizi temelinde, Onerilen yaklagimin

geleneksel yontemlere gore Ustun performans sergiledigi goriilmiis, AUC

degerleri sirasiyla COVID-19, Zatirre ve CH veri kiimeleri icin 0.99, 0.99 ve

0,95 olarak elde edilmistir.
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Sekil 11.Onerilen yaklasimin farkli veri kiimelerinde ROC egrisi

Kaynak:(

https://pdfs.semanticscholar.org/6091/b5c0d38fd1d2edeelf7b53e4f5736125514d.

pdf)
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Onerilen sistemin performansini kapsamli bir sekilde degerlendirmek icin
karisiklik matrisini kullandik ve deneysel yontemlerle karsilagtirmali bir analiz
yaptik. Sekil 13’teki sonuglart degerlendirdigimizde, DCSBP-SAE ydnteminin
tim Ui¢ deneysel veri kiimesinde de Hem Gergek Pozitifler (TP) hem de Yanlis
Negatifler (FN) agisindan anlamli sonuglar gosterdigini gorebiliriz. Ozellikle,
DCSBP-SAE yontemi Covid-19 veri kiimesi igin 0.94 TP ve 1 FN, Zatlrre veri
kimesi icin 0.99 TP ve 0.99 FN, CH veri kiimesi icin ise 0.87 TP ve 0.87 FN

degerlerine ulasmay1 basardi.

Normalized confusion matrix Normalized confusion matrix 1 Normalized confusion matrix
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Sekil 12.Farkl1 veri kiimelerinde onerilen yaklagimin karigiklik matrisi analizi
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E. Belirsizlik Farkindahg: Go6z oniinde Bulundurarak Anormallik Tespiti

Onceki boliimde, veriyi etiketlenmemis bir veri kiimesine gére egitmeyi ve
ardindan etiketli goriintiiler kullanarak ince ayar yapmay tartistik. Bu boliimde,
¢ok yoOnlii bit diizleminin derin topluluk 6grenimi ile birlesiminin etkilerini ve bu
yaklasimin belirsizlik iizerindeki etkisini anormallik tespitinde CT gdruntisinde
arastirtyoruz. Sistemin belirsizlik farkindaligini incelemek i¢in iki tiir test
gerceklestirdik. Ilk olarak, onerilen yaklasimin giiriiltiilii senaryolara karsi
performansini degerlendirdik. Ikincisi, bu sistemin bilinmeyen veri kiimeleri ile

ugragirken tercihlerini degerlendirdik.
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VIIl. YONTEM, SINIFLANDIRMA VE UYGULAMA

A. Derin Topluluk Teknikleri

Derin ensembl (DA), derin 6grenme modellerinde belirsizligi tahmin etmek
i¢in kullanilan son teknoloji bir tekniktir. Ancak, hesaplama maliyeti ylksektir.
Derin ensembl olusturmak i¢in ilk adim, M adet ensembl iiyesini egitmektir. Her
iiye, bagimsiz bir derin sinir agidir ve benzersiz baslangi¢ degerleri ile egitilir;
ayrica egitim verisinin farkli alt kiimeleri lizerinde egitilir. Bu ensembl iiyeleri
arasindaki c¢esitlilik, modelin tahminlerindeki belirsizligi etkili bir sekilde
yakalama acisindan oOnemlidir. Egitim siireci, egitim verisinin alt kiimelerini
rastgele 6rneklemeyi ve her ensembl Uyesinin sinir aginin parametrelerini rastgele
baslatmay1 igerir. Bu iiyeler daha sonra kendi veri alt kiimelerini kullanarak
egitilir ve kayip fonksiyonunu en aza indirmek i¢in geri yayilim kullanilarak
parametreleri ayarlanir. Farkli veri ve baslangic degerleri ile ¢oklu ensembl
tiyelerini egiterek, Derin ensembl daha saglam ve giivenilir belirsizlik tahminleri
saglayabilir; bu, model tahminlerinin gliveninin 6nemli oldugu karar alma

senaryolarinda degerli olabilir (Aguilar, Nagarajan ve Radeva, 2022).

B. Onerilen Yoéntem

DCSBP SAE Classification

—Deep Ensamble

a8

@

Sekil 13.DCSBP-SAE Yaklasimi ile X-Isin1 Anomalisi Tespiti

Kaynak:
(https://www.sciencedirect.com/science/article/pii/S0010482522000257)
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Sekil 12°de, DCSBP-SAE modeli tasvir edilmistir ve metodolojinin iki

temel bileseni sergilenmistir. Ilk bilesen, X-151m1 goriintiilerini  (224x224)
boyutunda girdi olarak alan DCSBP (Yo6nli Merkezi Simetrik Bit-Diizlem)

Ozellik ¢ikarma yaklasimidir. DCSBP islemi goriintiileri dort yonlii bit diizlemlere

aywrarak, dort ayr1 Ozellik kiimesi olusturur ve bu bit diizlemleri olarak

adlandirilir. Bu adim, goriintii piksellerinden dogru yonlii ve desen bilgisini

yakalar ve Standart Merkezi Simetrik Yerel Ikilik Desenleri (CS-LBP) gibi

standart tanimlayicilarla karsilastirildiginda saglam ve ayirt edici 6zellikler iiretir.

DCSBP'nin ¢iktis1 daha sonra (4x224x224) formatina genisletilir, her biri

temel desen bilgisi igeren dort yonlii bit diizlemi igerir. Bu genisletilmis 6zellik

kiimesi daha sonra Yigilmis Oto kodlayicilar (SAE) i¢ine beslenir ve daha fazla

isleme tabi tutulur.

Cizelge 4. Onerilen yaklasimin sdzdizimi (pseudocode)

1

Asagida belirtilen parametreleri baglatin: Mini-batch boyutu (BATCH_SIZE), Epok sayis1 (EP), On egitim 6grenme
oran1 (PLR), Ince ayar 6grenme orani (FTL), Katman sayist (NL), Boyut (D), Toplam sinif sayist (C), Her gizli
katmandaki néron sayisi (n[d]) ve X-1g1m1 goriintiilerinden saglam 6zellikler ¢ikarmak icin Merkezi Simetrik Bit
Diizlemi Yonlendirmeli (DCSBP) yapisini olusturun.

1'den 4'e kadar olan bit duzlemleri (BP) igin:
1'den NL'ye kadar olan katmanlar (L) igin:
X-151m1 goriintiilerinden saglam ozellikler ¢ikarmak i¢in Merkezi Simetrik Bit Diizlemi Yonlendirmeli
(DCSBP) yapisini olusturun (Esitlik 5).
Eger L=1 ise:
n[1] = gizli katmanin boyutu.
D = giris katmaninin boyutu.
Aksi takdirde:
GOrlndr katman bileseni n[L-1].
Gizli katman bileseni n[L].
Son
AE parametrelerini W, b, , b, seklinde baslatin.
Her epok i¢in 6n egitimi gergeklestirin (Esitlik 8 - Esitlik 12):
Her mini batch icin:
Girisin yeniden olusturulmasi islemini gergeklestirin..
z=f(wf(wx +b,)+b,)

Islem Maliyeti ¢ = —%X log(z) — (1 — x)log(1 — 2)

Agrliklan giincelleyin ve 6grenmeye devam edin
Son
Yeniden olusturma katmanini dondurun.
Son
Son
Farkli bit diizlemlerinden elde edilen dort SAE modelinin ¢iktilarini birlestirin (Esitlik 13).
Lojistik regresyon katmaninin parametrelerini baslatn.
Siniflandiric1 katmaninin girisi = 4 x gizli katman boyutu n[D].
Siniflandirict katmaninin ¢ikist = siif sayisi (C).
Dort SAE modelinin toplu ince ayart igin sunlari gergeklestirin:
Her mini batch icin:
Her smifin olasilik fonksiyonunu lojistik regresyon kullanarak hesaplayin.
Ince ayar 6grenme oranina dayali olarak agirliklari geri yayilim ile giincelleyin.
Son
Son
Son
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Onerilen yaklasimin ikinci bileseni, Cizelge 5°te Yigilmis Otomatik
Kodlayicilar1 (SAE) igerir. Burada, SAE, girdi verilerinden yiiksek diizeyli ve
ayrim yapici temsiller ¢ikaran bir 6zellik 6grenici olarak gorev yapar. SAE'ler
baslangicta denetimsiz bir sekilde egitilir, bu da onlarin etiketli verilere
dayanmadan dogrudan X-isin1 goriintiilerinden temel 6zellikleri 6grenmelerine
izin verir. Bu denetimsiz On egitim asamasi, verideki i¢sel desenleri ve temsilleri
yakalar. Denetimsiz 6n egitimin ardindan, SAE'ler etiketli verileri kullanarak ince
ayar yaparlar. Bu asamada, SAE'lerin yeniden olusturma katmanlar1 kaldirilir ve
ag dogrudan bir SoftMax siniflandirma katmanina baglanir. Bu yapilandirma,
uctan uca egitimi miimkiin kilar ve SAE'lerin 6grenilen 6zelliklerinin karsilayan
sinif etiketleriyle dogru sekilde eslestirilmesini saglar, bu da anomali tespitinde

SAE'nin 6grenilen 6zelliklerinin giivenilir bir sekilde haritalandigindan emin olur.

Ayrica, Onerilen yaklagim derin topluluk teknigini belirsizlik farkindaligini
artirmak i¢in igerir. Dort SAE kullanarak paralel 6zellik 6grenimi, modellere
cesitlilik ekler. Her SAE farkli baslangiclar ve karistirilmis egitim verileri ile
bagimsiz olarak egitilir, bodylece temel veri dagilimmin farkli yo6nlerini
yakalayabilirler. Derin topluluk, bireysel SAE'lerin tahminlerini birlestirir, bu da
gelistirilmis belirsizlik tahmini ve genel model giivenilirligi ile sonuglanir. Bu
Onerilen metodoloji araciligiyla DCSBP-SAE modeli karmasik ve zorlu
senaryolarda daha kesin ve dogru sonuglar elde eder. DCSBP o6zellik ¢ikarma,
SAE tabanli 6zellik 6grenme ve derin topluluk tekniginin birlesimi, X-131n1

goriintiilerinde belirsizlige duyarli anomali tespitinin ilerlemesine katki saglar.

C. Deneysel Sonuglar

Bu ¢alisma boyunca, tiim goriintiiler farkli veri kiimeleri arasinda tutarli ve
standart bir karsilastirma saglamak igin (224x224) boyutlarina yeniden
boyutlandirildi. Sunulan ¢alismada, SAE'nin mimarisi Cizelge 2'de sunulmustur.
SAE modelinin katman ve gizli diigme optimal yapilandirmasini bulmak ig¢in

Keras tuner islevini kullanarak bir 1zgara arama yaklasimi kullandik.

Cizelge 6, Y1gin Otomatik Kodlayici (SAE) modelinin kodlayict bolimiinii
sunar. Girdi katmani, 1024x1024 piksel boyutunda gri tonlamali bir goriintiiyii
temsil eden (1024 x 1024 x 1) seklinde tanimlanmistir. Girdi katmanini takip

eden dort Yogun katman, timii otomatik kodlayicinin kodlayici kismi olarak
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hizmet eder. Ilk Yogun katman, (512 x 512 x 1) seklinde olup 25,690,624
egitilebilir parametreye sahiptir. Ardisik Yogun katmanlar boyutlar1 azalan
sekilde: (256 x 256 x 1) seklinde 131,328 egitilebilir parametre, (128 x 128 x 1)
seklinde 32,896 egitilebilir parametre ve (64 % 64 x 1) seklinde 8,256 egitilebilir
parametreye sahiptir. Toplamda, tiim model 25,863,104 egitilebilir parametreye

sahiptir ve herhangi bir egitilemeyen parametre i¢ermez.

Cizelge 5. Kodlayict bolimii i¢cin SAE modeli

Layer (type) Layers Param
input (Input Layer) (1024 x 1024 x 1) 0

Dense layer (Encoder) (512 x 512 x 1) 25690624
Dense layer (Encoder) (256 x 256 x 1) 131328
Dense layer (Encoder) (128 x 128 x 1) 32896
Dense layer (Encoder) (64 x 64 x 1) 8256

Total params: 25,863,104
Trainable params: 25,863,104
Non-trainable params: 0

Cizelge 7'te sunuldugu gibi hem 6n egitim hem de ince ayarlama asamalari
icin belirli parametrelere sahip bir SAE kullaniyoruz. On egitim asamasi igin
O6grenme hizin1 0,1 olarak ayarliyoruz ve egitim siirecini 10,000 epok boyunca
calistiriyoruz, 32'lik bir mini grup boyutu kullaniyoruz. Bu adim, modelin girdi
verilerinden anlamli temsiller 6grenmesine yardimci olur. Ince ayarlama
asamasina gegerken 0grenme hizin1 daha diisiik bir deger olan 0.001'e ayarliyoruz
ve yine 32'lik bir mini grup boyutu kullanarak 1000 epok boyunca ince ayarlama
yapiyoruz. Ince ayarlama sirasinda, dgrenilmis temsilleri hedef problemimize
uygun hale getirmek icin modeli 6zel gérevimiz iizerinde ince ayar yapiyoruz.
Hem 6n egitim hem de ince ayarlama sirasinda modeli optimize etmek i¢gin Adam
optimizasyon algoritmasint kullaniyoruz. Ayrica, gorev i¢in segilen kayip islevi
Capraz Entropidir, bu da tahmin edilen ve gercek dagilimlar arasindaki farklilig:

O0lgmeye yardimci olur ve etkili bir egitim saglar.

Cizelge 6. SAE Parametreleri

parameters Values

On egitim 6grenme orani 0.1

On egitim epoklar 10000

On egitim mini toplu boyutu 32

Ince ayar 6grenme orani 0.001

Ince ayar epoklar1 1000

Ince ayar mini toplu boyutu 32

Kayip islevi Capraz Entropi
Optimizasyon Adam
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D. Deneysel Veri Seti

Ug farkli kamuya acik erisim veritabani toplandi ve test edildi. Bu
veritabanlari, anomali tespit sisteminin degerlendirilmesi i¢in saglikli ve sagliksiz

veri kiimeleri olmak tizere iki ana gruba ayrildi.

Zatiirre veri kiimesi (Kermany et al, 2018), 5,863 adet JPEG formatinda X-
1511 goriintiisiinii igerir ve egitim, test ve dogrulama icin ii¢ ayri1 klasore
ayrilmistir. Veri kiimesi iki ana gruptan olusur: Zatiirre ve Normal. Zatirre

goriintiileri iki farkli tipe ayrilir: Bakteriyel ve Viral zatlirre.

1.Senzhen Hastanesi Cin (CH) (Jaeger, 2014) veri kiimesi, normal ve
anormal veri tespiti icin 662 X-1s1m1 goriintiisli i¢erir. Bu veri kiimesi Senzhen
Hastanesi tarafindan toplandi ve PNG goriintli formatinda sunuldu, ¢esitli verem

(TB) belirtileri icerir.

2.COVID-19 X-1smn1 goriintii veri kiimesi (J. P. Cohen,2020), Montreal
Universitesi'nden Dr. Joseph Cohen tarafindan saglandi. Onerilen gercevemizin
COVID-19 X-1s1mm goriintiilerindeki analizi i¢in, 25 adet Posterior Anterior (PA)
gorinti sectik. Bu goruntiler, COVID-19 pozitif vakalarini igermektedir.
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IX. MATARYEL VE METOT DEGisiMi

A. Gurultualt Senaryo

Bu ¢alisma, bireysel gorsel sistemlerin dogal giiriiltillere ve bozulmalara
(kar, sis veya yagmur gibi) karsi onemli bir dayaniklilik gosterdigi géz Oniine
alinarak, uygulanan derin 6grenme yaklasiminin giiriiltiiye karsi saglamligim
arastirmaktadir. Bu testte, hem X-1s1m1 gorintiileri hem de CT goriintiileri i¢in
standart sapma (STD) degeri 0.1 ile 0,6 arasinda degisen tuz-biber guriltisi
uygulandi. Cizelge 8'de (CT tarama verisi sonuglart) sunulan sonuglara gore,
CSLB-DNN ve CSLB-DNN modellerinin onerilen yaklagimimiza kiyasla
giiriiltiilii verilerde daha diisiik performans gosterdigi aciktir. Ozellikle,
modellerin dogrulugu veri kiimesindeki giiriiltiiden etkilenir. Modeller arasinda,
DCSBP-SAE, ii¢ veri kiimesinde farkli giiriiltii seviyelerinde anormallik
durumlarini yiiksek dogrulukla tahmin etme konusunda tutarli bir sekilde yiiksek
performans sergiler. Buna karsilik, CSLB-DNN ve DCSBP-SAE, gurilti
seviyesine ve belirli hastalik tahminine bagl olarak farkli derecelerde dogruluk
gosterir. Ozellikle, dnerilen yaklasim tiim giiriiltii seviyelerinde tutarli bir sekilde
yiiksek dogruluk sergiler. Ozellikle CH veri kiimesinde model, %84,86 ile
%387,23 arasinda degisen dogruluk elde eder. Benzer sekilde, Zatiirre veri
kiimesinde model, %96,89 ile %98,25 arasinda degisen dogruluk oranlarini korur.
Bu sonuglar, modelin farkli veri kiimelerinde ve degisen giiriiltii ortamlarinda
anormallik durumlarini dogru bir sekilde teshis etme konusundaki saglam

performansini vurgular.
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Cizelge 7. Onerilen yaklasimin dogruluk oranindaki giiriiltiiniin etkileri.

CH Zaturre COVID-19

Guraltd (STD)  Dogruluk Dogruluk Dogruluk

0.1 86.67 98.12 98.03

0.2 86.01 98.04 97.65
CSLB- SAE 0.3 85.29 97.63 97.01

0.4 84.12 97.01 96.31

0.5 81.30 96.15 96.12

0.6 72.64 95.37 95.47

0.1 85.21 90.15 93.65

0.2 84.78 89.47 92.57
CSLB- DNN 0.3 81.36 88.12 90.12

0.4 79.81 87.40 89.09

0.5 71.37 85.23 88.47

0.6 68.12 84.12 87.01

0.1 87.23 98.25 98.31

0.2 86.62 98.17 98.16
DCSBP-SAE 0.3 86.17 98.01 98.05

0.4 85.69 97.85 97.78

0.5 85.03 97.63 97.41

0.6 84.86 96.89 97.09

B. Bilinmeyen Veri Senaryosu

Bu alt bolimde, derin modellere bilinmeyen veriler sunuldugunda 6nerilen
sistemin performansini inceledik. Bu amac1 gerceklestirmek icin, beyin goriintiisii
inme (Sekil 15) verilerini derin modellere girdi olarak verdik. Sonuglar, CSLB-
SAE, CSLB- DNN ve kendi yeni yaklasimimizin ortalama ve standart sapma

(STD) degerlerini igermektedir.

Sekil 14.Beyin inme goruntusi

Kaynak: (https://jbsr.be/articles/10.5334/jbr-btr.921)
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Vurgulamak onemlidir ki, Ortalama degeri model tarafindan yapilan
tahmini temsil ederken, STD degeri ise bu tahminle iliskilendirilen belirsizlik
seviyesini gosterir. Cizelge 9’te belirtildigi gibi, onerilen yaklasim o6zellikle CT
tarama ve X-1sm1 goriintli veri kiimelerinde bir goriintii sinift i¢in Ortalama ve

STD degerlerinin sifira yakin olma egiliminde oldugu goriilmektedir.

Cizelge 8. Onerilen yaklasim ile bilinmeyen goriintii sinifi tespit

CH Zatlrre COVID-19

Normal Anormal Normal Anormal Normal Anormal
CSLB- Ortalama 0.14 0.58 0.17 0.61 0.20 0.52
SAE STD 0.29 0.38 0.26 0.41 0.23 0.32
CSLB- Ortalama 0.23 0.69 0.20 0.72 0.30 0.73
DNN STD 0.29 0.33 0.26 0.30 0.23 0.27
DCSBP- Ortalama 0.1 0.44 0.00 0.58 0.06 0.59

SAE STD 0.07 0.50 0.08 0.62 0.05 0.48

C. En Iyi Durum Algoritmalar

Dort paralel Yigilmis Otomatik Kodlayict (SAE) agi kullanarak renk-
mekansal yerel ikili desen (CS-LBP) bit duzlemi ile bu aglarin birlesimini
kullanarak, siniflandirma dogrulugunda dikkate deger bir artis elde edildi.
Sonraki boliimde, Onceki sekilde belirtilen Degerlendirme Metrikleri ve
Protokollerini kullanarak Onerilen yontemimizin etkinligini sistemli bir sekilde
inceledik ve degerlendirdik. Bu degerlendirmeleri zatiirre ve CH veri tabanlarini
kullanarak birer 6rnek olay incelemesi olarak ger¢eklestirdik. Ayrica, onerdigimiz
yaklagimin avantajin1 gostermek i¢in dnde gelen algoritmalarla karsilagtirmali bir

analiz yaptik.

Zatiirre veri tabanindaki deneysel sonuglara dayanarak (Cizelge 9), en iyi
degerlendirme metriklerinin Alex Net ve VGG-16 ve VGG-19 ile LR (Lopes and
Valiati, 2017) DenseNet-121 + SVM (Varshni, 2019) ve CNN'lerle Derin Ozellik
Cikarma (Yang, 2020) oldugu goriilmiistiir. Sirasiyla %0,98, %0,97 ve %0,98
dogruluk oranlarina sahiptirler. Bu modeller, {inlii 6nceden egitilmis modellerin
biiyiik yapilarin1 kullanmis ve yliksek hesaplama maliyetine sahiptirler, bu da
onerdigimiz yontemle esit bir dogruluk orani (0,98 ACC) elde etmistir. Ayrica,
Onerilen yaklasim, onceki bir calismada bildirilenlere kiyasla daha diisiik bir
hesaplama maliyeti ile 0.98 6zgiilliik 6l¢timiinii saglamistir. Ek olarak, Transfer

Ogrenme (InceptionV3) ve ADAM (Kermany, 2018) ile %0,92 dogruluk elde
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edilen deneysel sonuglar, transfer 6grenmenin CXR goriintiilerinde tatmin edici

sonuglar elde edemedigini gostermektedir.

CH veri tabanindaki deneysel sonuglara dayanarak (Cizelge 10) ACC ve
AUC agisindan en diisiik sonuglar, sirasiyla %0,84 ACC ve %0.90 AUC ile graf
kesme segmentasyon yontemi (Wang, 2018) ve %0.84 ACC ve %0.90 AUC ile
graf kesme optimizasyon ydntemi (Song, 2013)ile elde edilmistir. Onerilen
yaklasim, diger yOntemlere kiyasla en i1yl dogruluk oranina sahip olmustur,
ornegin 6zellik ¢ikarict yontem veya Kenar haritasi analizi (Jaeger, 2014) (90,86
ACC) veya Onceden egitilmis konvoliisyonel sinir aglar1 gibi transfer 6grenme
yontemleri (%0,84 ACC) ile 0.87 dogruluk oranlarina sahiptir. En iyi AUC
degeri, Atlas tabanli egmentasyon Ozellikleri (Van Ginneken, 2002) ve Kenar
haritasi analizi (Van Ginneken, 2002) ile 0.93 (AUC) olarak elde edilmistir ve bu

durumda onerilen yaklasim, bu modellere kiyasla dogrulugu 0.3 artirmistir.

Cizelge 9. Onerilen yontemin zatiirre veri tabaninda en son teknik ydntemlerle
karsilastirilmasi

Model ACC SE SP PR F- AUC
score

Alex Net and VGG-16 and VGG- 098 0.98 0.97 097 098 -

19 with LR

Transfer Learning (Inceptionv3d)  0.92 - - - - -

and ADAM

Deep CNN 0.84 - - - - -
Semi-supervised learning (SSL) 083 - - - 88.17 -
Modified CNNs 095 - - - - -
Deep feature extraction with 098 - - - - -
CNNs

DenseNet-121 + SVM 097 - - - - -
Modified Alex Net (MAN) 094 096 091 095 096 0.98
Proposed method 098 098 098 098 098 0.99

Kaynak: (Xiei, 2019)

Kaynak: (Varshni 2019)

Kaynak: (Yang, 2020)

Kaynak: (Livieris, 2019)

Kaynak: (Jakhar ve Hooda, 2018)
Kaynak:( Kermany digerleri 2018)
Kaynak: ( Togacar, 2019)

65



X.SONUCLAR VE DEGERLENDIRILMESI

Bu ¢alismada, Yénlii Merkezi Simetrik Ikili Desen (DCSBP) temelli derin
O0grenme bir c¢erceve Oneriyoruz ve bu cergeve paralel yigilmis otomatik
kodlayicilarla destekleniyor. Bu derin 6grenme g¢ergevesi, X-1sin1 goriintiilerinde
ti¢ farkli anormalligi test etmek iizere kullanildi: COVID-19, zatlrre ve verem.
Bu yaklasimda, X-15mm1 goriintiilerinin  anormal ve normal siiflara
siiflandirilmast i¢in derin topluluk yontemi kullanilmistir. Onerilen DL
yaklasimi, zatiirre ve CH veri tabaninda sirasiyla %98'den fazla ve %87'den fazla
dogruluk elde etti. Bu sonuglar, mevcut en iyi yontemlerle karsilastirildiginda
onemli dl¢iide daha iyidir. Ayrica, Onerilen sistem, giiriiltiilii ve bilinmeyen veri
kiimeleri de dahil olmak iizere belirsiz senaryolarda test edilmis ve uyumlu
sonuclar elde edilmistir. Gelecekteki ¢alismalarda, belirsizlik farkindaligi
tekniklerini kullanarak 3D tibbi goriintiiler iizerinde derin ve yerel ozellik

kiimelerinin etkilerini analiz edecegiz.
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XI.SONUCLAR VE TARTISMALAR

Derin 6grenme modelleri, biiyiik miktarda veriye dayali karmasik yapilar
olusturarak bir¢ok gorevde onemli basarilar elde etmistir. Ancak, bu modellerin
dogruluklar1 ve giivenilirlikleri hala bir¢ok belirsizlikle ¢evrili bulunmaktadir. Bu
calisma, derin 6grenme modellerinin belirsizliklerini anlamak i¢in farkli 6lgiim

yontemlerini incelemistir.

Bu calisma, derin 6grenme modellerinin belirsizliklerini anlamak ve 6l¢gmek
i¢in kullanilan yontemleri ele almis ve bu yontemlerin uygulama alanlarina katki
saglayabilecegini gdstermistir. Derin 6grenme modellemesinde belirsizlik
Olcimi, gelecekte daha fazla dnem kazanacak ve daha glvenilir ve hesap

verebilir yapay zeka sistemlerinin gelistirilmesine katkida bulunacaktir.

Bu calismanin sonuglari, belirsizlik dl¢iimiiniin derin 6grenme toplulugunda
daha fazla arastirilmasini tegvik etmektedir ve bu 6l¢iim yontemlerinin daha fazla
uygulama alanina entegre edilmesi beklenmektedir. Bu sekilde, daha giivenilir ve
istikrarli yapay zeka uygulamalar1 gelistirme yolunda onemli bir adim atilmis

olacaktir.

Calisma da sadece yenilik¢i yaklasima degil, gegmiste yapilan arastirmalara
ve makalelere yer verilmistir. Kullanilan fonksiyonlar ve algoritmalar
derinlemesine incelenmis olup bunlardan ¢ikarimlar sonucu Orneklerle

desteklenmistir.

Derin 6grenme modellerinin belirsizliklerinin daha iyi anlasilmasi ve
belirsizlik 06l¢lim yontemlerinin gelistirilmesi i¢in daha fazla arastirma
yapilmalidir. Belirsizlik 06l¢iimii, derin 6grenme modellerinin giivenilirligini
artirmak ve endiistriyel uygulamalarda kullanimini tesvik etmek i¢in daha fazla
dikkate alinmalidir. Bu alandaki gelecekteki calismalar, belirsizlik 6lgiim
yontemlerinin daha genis bir yelpazede ve farkli veri tiirleri i¢in uyarlanmasina

odaklanmalidir.
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OZGECMIS

Asagidaki gosterildigi lizere yiiksek 6grenimi tamamladi. Bu siire zarfinda
Tibitak destekli ulusal ve uluslararasi birgok projede gorev aldi ve bu alanlarda

cesitli makale ve kitap boliimleri yayinladi.
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