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DIMENSION REDUCTION AND ITS EFFECTS IN HYPERSPECTRAL
DATA CLASSIFICATION

ABSTRACT

In recent years dimension reduction and hyperspectral data imaging systems have
gained significant attention from various research experts and institutions. By active
acquisition of data through the use of data sensors, the middle infrared wavelengths
can be altered and captured through various existing spectral channels from a
particular defined interface within the surface of the earth. The hyperspectral sensors
are quite crucial in the provision of detailed spectral information and this is quite
priceless in as far as the increase in accuracy and the discrimination of materials of
interest are concerned. In most instances, the hyperspectral solutions for imaging as
well as the systems for spatial resolutions can be simply operated by application of
sensors which ultimately enhance the process by playing two crucial roles; enhancing
the provision of finer imaging details and enabling the analysis of even much smaller
spatial structures that may be found within the images.

As a consequence of consideration, it is invaluable to note the significant
contribution of data classification and mapping in remote sensing and interpretation.
One of the primary roles played by supervised classification of data is the use of
classification input to observe or understand the implied spectral information about a
given data. These includes information such as the value of the intensity for all the
pixels used in achieving the grayscale images as well as the intensity vector for the
RGB or even the images of high dimensions. This consequently leads to the
production of data classification map which helps in the discrimination of different
interests by the use of a representative sample. The central focus of this thesis,
however, is to analyse the effect of dimension reduction in the said hyperspectral
data classification systems. In the thesis, emphasis will be made on two important
aspects of dimension reduction in hyperspectral data classification. These includes
dimension reduction in PCA and ISOMAP then, decision making through the
application of the Support Vector Machine (SVM), K-Nearest Neighbors (KNN)
and the related MATLAB experiments for ISOMAP, PCA, SVM and KNN as
desired.

Keywords: Hyperspectral Imaging Data, Dimension Reduction, PCA, ISOMAP,
SVM, KNN.
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BOYUT INDIRGEME VE HIPERSPEKTRAL VERI
SINIFLANDIRMASINDAKI ETKILERI

OZET

Boyut indirgeme ve hiperspektral veri goriintiileme sistemleri arastirmacilar ve
arastirma kurumlarindan bliytik ilgi gormiistiir. Veri sensorlerinin kullanimi yoluyla
verilerin aktif olarak alinmasiyla, orta ve kizilotesi dalga boylarinda, diinyanin
ylzeyindeki belirli bir bolgeden ¢esitli mevcut spektral bandlar yoluyla goriintiiler
alinabilir. Hiperspektral sensorler, detayli spektral bilginin saglanmasinda oldukca
onemlidir ve bu ayrintili veriden dolay:r dogruluktaki artis ve ilgili materyallerin
ayrimciligina iliskin olarak olduk¢a pahalidir. Cogu durumda, goriintiileme igin
hiperspektral ¢cdzimler ve uzamsal kararlar icin sistemler basitce iki 6nemli rol
oynayarak siireci ayiriciligi artiran sensorlerin uygulanmasiyla calistirilabilir; Daha
hassas goriintiileme ayrintilarinin saglanmasini gelistirmek ve goriintiiler iginde
bulunabilecek ¢ok daha kiigiik mekansal yapilarin analizini saglamak hiperspektral
verilerin dnemli 6zellikleri olarak sayilabilir.

Sonug olarak, uzaktan algilama ve yorumlamada veri siniflandirmanin 6nemli katkisi
vardir. Denetimli 6grenme ile verilerin siniflandirilmasiyla oynanan birincil rollerden
biri, belirli bir veri hakkinda spektral bilgileri modellemek i¢in egitim drneklerinin
kullanilmasidir. Bu 6rnekler, gri tonlamali goriintiilerin elde edilmesinde kullanilan
tiim piksellerin yogunlugunun yani sira, RGB'nin yogunluk vektorii ve hatta ytliksek
boyutlardaki goriintiilerin degeri gibi bilgileri igerir. Bu sonug¢ olarak, temsili bir
orneklem kullanilarak farkli ¢ikarlarin ayrimciligina yardimei olan veri simiflandirma
sonuglarin tretilmesine yol a¢gmaktadir. Bununla birlikte, bu tezin amaci, soz
konusu hiperspektral veri siniflandirma sistemlerinde boyut indirgemenin etkisini
analiz etmektir. Bu tezde hiperspektral veri siniflamasinda boyut indirgemenin iKi
onemli yonii lizerinde durulacaktir. Bunlar, PCA ve ISOMAP ile boyut indirgeme
olup, daha sonra da boyut indirgemenin Destek Vektor Makinesi (SVM) ve K en
yakin komsuluk (KNN) gibi siniflayicilara olan etkilerini incelemektedir.

Anahtar Kelimeler: Hiperspektral Goriintiileme Verileri, Boyut Indirgeme, PCA,
ISOMAP, SVM, KNN.
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1. GIRIS
1.1 Cahsma Konusu

Bu tezin ana amaci hiperspektral veri siniflama sistemlerinde boyut indirgemenin
etkisini analiz etmektir. Hiperspektral verilerdeki boyut indirgeme PCA ve ISOMAP
yintemleriyle gergeklestirilecek olup boyut indirgemenin siniflandirma basarimlarina
etkisi karsilagtirilacaktir. Siniflandirma yani karar verme islemi Destek Vektor
Makinesi (SVM) veya K en yakin komuluk (KNN) yontemlerinin uygulanmasiyla
yapilacaktir.

1.2 Tezin Amaci

Bu tezin temel amaci hiperspektral verilerdeki boyut indirgemenin etkilerini
belirlemektir. PCA ve ISOMAP gibi boyut indirgeme teknikleriyle, boyut
indirgemenin siiflandirma basarimlarina olan etkilerini analiz etmek mumkundur.

Bu tez galismasinin 6zel hedefleri sunlardir:

» Hiperspektral very smiflandirma tekniklerinin  dogruluk dizeylerini
karsilastirmak.

= Hiperspektral very siniflamasinda boyutsal azalmanin etkilerini agiklamak.

= Hiperspektral verilerdeki boyut indirgeme icin RBF- SVM tabanl
algoritmay1 ve K en yakin komsuluk (KNN) yontemini parametrik olmayan

siniflayicilar olarak kullanmaktir.

1.3 Literatiir incelemesi

Teknolojideki hizli ilerleme, yakin gecmiste, oOzellikle hiperspektral verilerin
kullanimi, uzaktan algilamada, bircok oOnemli gelismeye katkida bulunmustur.
Hiperspektral uzaktan algilama yoluyla, uzaktan algilama teknolojisinin gelismesinin
yani sira, varolan hassas ayiricilikta daha dogru karar almak miimkiindiir.
Hiperspektral gorintileme, goruntileme spektroskopisi olarak da bilinir ve
hiperspektral uzaktan algilama, bir hedef noktadan veya kaynaktan 1sik 1sinlarinin.

elektromanyetik radyasyonunun sonucu elde edilen spektrum sayisini dlger. Cesitli

1



spektroskopi ve gorintileme elemanlarinin birlestirildigi ve daha sonra tek bir veri
kiimesine indirgenmis olan hiperspektral uzaktan algilamada, X-Y duzleminde ve bir
Z-yoniinde toplanan veriler daha sonra bir spektral imzay1 temsil edecek sekilde

hiperkip olarak temsil edilir.

Hiperspektral veriler, bir goriintiide tipik olarak birbirine komsu kiiciik dalga
boylari kapsayan komsu spektral bandlarla temsil edilir. Bunun neticesi, farklh
multispektral goriintiilerin farkli spektral bantlara sahip olmasidir. Ancak c¢ogu
durumda, Hiperspektral goriintiiler, kizil 6tesi bolgelerin termal araligina bagli olarak
5 mikrometre ila 20 mikrometre arasinda degisen dar araliga sahiptir. Hiperspektral
goruntdlerin, multispektral gorintilere gore ¢ok yiksek spektral c¢ozinurliklere
sahip olmas1 bu dar bantlarin bir sonucudur. Bdyle bir yiiksek spektral ¢oziintirliik
giiciiyle, hiperspektral sensorler, spektral hedef gorintilerin daha ayrintili
tanimlanmasint  ve ¢ozlilmesini saglar. Hiperspektral gorlintileme ¢ogunlukla
jeolojik amaclar, atmosferin analizi, arazi Ortlisiiniin analizi, ormanlarin analizi,
haritalama ve tarimsal uygulamalar ile askeri ve madencilik gibi gozetim faaliyetleri

ve uygulamalarinda kullanilir.

Hiperspektral goriintiilerin siiflandirmasi, simniflandiricinin dogrulugunu arttirmak
icin bazen c¢ok sayida bandin eklenmesini gerektirir. Bu bant ilavesinden dolayi,
"Hughes Etkisi" olarak bilinen bir siirecte siniflandiricinin dogrulugu azalabilir.
Ancak bu siireg, bazen “yiliksek boyut zorlugu” adi verilen bir siiregte veri setlerine
onemli sayida egitim drneklerinin saglanmasini gerektirebilir. Orijinal boyuttaki veri
analiz basarimi korunurken, hiperspektral goriintiilerin boyutunun indirgenmesi
ozellikle simirh sayida egitim 6rneginin oldugu ¢ogu durumda O6zellikle parametrik

smiflayicilar i¢in yapilmasi gereken Kritik bir islemdir.

Son yillarda laboratuvarlarin veri analizleri, hiperspektral verilerde oldugu gibi
biiylik veriler i¢in karmagsik araglara ihtiya¢c duyan devasa bir veriden muzdarip
oldugu fark edilmistir. Buna ek olarak, istatistik teknikleri bu kadar blyuk veriyi
islerken daha fazla zorluklarla karsilagirlar. Yiiksek boyutlu verilerin yiliksek oranda
artacagl ve dolayisiyla bu yiiksek-boyutlu verilerin biiylik bir bilgi kayb1 olmaksizin
cok daha kiicuk boyutlara indirgenebildigi fark edilmektedir.

Son ginlerde, boyut kiigiiltme teknikleri olarak birgok teknik Onerilmistir mesela

eksik degerler oran1 (MVR), diisiik varyans filtresi (LVF), yiiksek korelasyon filtresi



(HCF), rastgele ormanlar (RF) veya topluluk agacglar1 (ET), geriye dogru ozellik
eliminasyonu (BFE), ileri ozellik yapimi (FFC), temel bilesen analizi (PCA),
izometrik haritalama (ISOMAP) ve daha fazlasi. Ancak, PCA en ¢ok kullanilan
dogrusal boyutsallik azaltma tekniklerinden biridir, ISOMAP ise dogrusal olmayan
boyut azaltma tekniklerinden biridir

[2]'de, hiperspektral goriintiilleme boyutunun azaltilmasi i¢in ayirici bir grafik tabanli
boyut azaltimi ve ¢ok Ol¢ekli uzatma teknigi Onerilmistir. Elde edilen sonuglar,
Onerilen teknigin, sabit 6zellik boyutunun azaltilmasi ile siniflandirma dogrulugunu
iyilestirmede hiperspektral goriintiillemede igsel bir gelismeye sahip oldugunu
kanitlamaktadir. [3]'de, boyut indirgeme icin isbirlik¢i bir grafik tabanli ayiricilik
analizi dnerilmistir. Isbirlik¢i formu yakinlik matrisine yaklasmak i¢in uygulanir. Ek
olarak, isbirlik¢i grafik tabanli ayiricilik analizi, sinif arasi igbirlik¢i grafik tabanli
ayiricilik analizi i¢in modifiye edilmistir. Deneysel sonuglar, siniflar arasi isbirlikei
grafik tabanli ayiricilik analizinin performansimin ve dogrulugunun, her ikisinin de
kisitliligr koruyan grafik yerlestirme ve seyrek grafik tabanli ayiricilik analizinden

daha iyi oldugunu gostermektedir.

[4]'de, boyut kiiciiltme icin regresyona dayanan gelistirilmis bir teknik Onerilmistir.
Yontem, PCA skorlariin varyansinin azaltilmasina dayanmaktadir. Bu teknigin,
uygulanmas1 kolay, tersine cevrilebilir ve doniistiiriilmesi kolay olan dogrusal
olmayan boyutsal indirgeme teknikleri ilizerindeki avantajlart korunur. Boyutsal
indirgeme regresyonu ile elde edilen sonuclar lineer PCA ve ana polinom analizi

(PPA) ile karsilastirildiginda daha az tekrar olusturma hatasi gostermistir.

[5]'de, hiperspektral verileri analiz etmek icin boyutsal indirgeme igin
6l¢eklendirilebilen dogrusal olmayan bir teknik olarak bir randomize 6zellik haritasi
cizilmistir. Dahasi, verilerdeki degiskenler arasindaki dogrusal olmayan bagimlilig
belirlemek icin ve ayrica hiperspektral goriintii siiflandirmast igin geleneksel
cekirdek bilesen analizinin sinirlamalarinin iistesinden gelmek {izere bir randomize
minimum gurGltd fraksiyonu onerilmistir. Onerilen yoéntem, hem cekirdek temel
bilesen analizi (KPCA) hem de dogrusal PCA'ya gore daha kaliteli bir bilesen

sunmaktadir.

[6]'da, grafik teori ve makine Ogreniminin avantajlar1 arasinda birlestirerek,

hiperspektral verilerin ylksek siniflandirma dogrulugunu elde etmek i¢in drneklem



bagimli itme grafigi diizenli hale getirilmis otomatik kodlayic1 (SRGAE) boyutsallik
azaltma algoritmasi Onerilmistir. SRGAE'nin, en yakin komsuluk grafikte mevcut
olan mahalle parametresi se¢cim problemini Onleyebilecek diger siniflandirma

teknikleri Gizerindeki ana avantajidir.

[7]'de, CPU / GPU heterojen sistemine dayanan bir paralel ¢ekirdek ana bilesen
analizi algoritmasmin (PKPCA), siniflandirma dogrulugunu arttirmak igin yiiksek
boyutlu verileri diisiik boyutlu verilere indirgemesi Onerilmektedir. PKPCA, seri
cekirdek ana bilesen analizi algoritmasi (SKPCA) ile karsilastirilir ve sonuglar, daha
sonraki olanin hizinin yaklasik 173 kati kadar PKPCA'dan daha az oldugunu kanitlar.
Ek olarak, bellek sinirlamalarinin iistesinden gelmek i¢in ¢ok cekirdekli CPU'lar,
diigim ici paralellestirmeyi kullanmak i¢in kullanilir. Ayrica, PKPCA ile
karsilagtirildiginda 2.56 ~ 9.03 hiza ulasan ¢ok diizeyli hibrid paralel (MKPCA)

Onerilmistir.

[8]'de, ok boyutlu nérogdriintiileme verilerini analiz etmek igin Grafik Sinyal Isleme
(GSP) oOnerilmistir. Yontem, simiile edilmis ve gercek fonksiyonel manyetik
rezonans goruntileme (FMRI) verileri (zerinde beyin aktivitesinin geometrik
bagimliliklarini  modelleyen grafikler olusturur. Deney sonuglart  GSP'nin
performansinin PCA bandi Bagimsiz Bilesen Analizi (ICA) 'dan daha iyi oldugunu

kanitlamaktadir.

[9]'da, veriler arasindaki dogrusal olmayan iligkilerden yararlanmaya dayali olarak,
grafiklerin dogrusal olmayan boyutsal indirgenmesi i¢in genel bir ¢ergeve ortaya
konmustur. Ek olarak, dogrusal olmayan korelasyonlarin korunmasi, diisiik boyutlu
temsillere dayanarak elde edilir. Onerilen gerceve, muazzam gergek veriler tizerinde
test edilmistir ve sonuglar, bu c¢ercevenin dogrusal olmayan korelasyonlar siklikla
goz ardi eden diger dogrusal yontemlerle karsilagtirildiginda etkinligini

gostermektedir.

1.4 Hipotez

Hiperspektral veri goruntileme sistemlerinin boyut indirgemesi, PCA ve ISOMAP

olmak iizere iki indirgeme teknigi ile gergeklestirilecektir. PCA, lineer bir indirgeme

teknigi olarak kabul edilirken ISOMAP, dogrusal olmayan bir tekniktir. PCA



geleneksel PCA yontemi ve Onerilen bant gruplari yontemi olarak uygulanacaktir.
Bant gruplart yontemine bagli olarak PCA'nin dogrulugu, geleneksel PCA
yonteminden daha iyidir. Ek olarak, ISOMAP, PCA'dan daha iyi bir dogruluk

saglayabilir.






2. BOYUTLUK INDIiRGEME

2.1 Boyutsal Indirgemeye Giris

Son yillarda laboratuvarlarin veri analizleri {izerinde calistigi, bu verileri analiz
etmek icin ¢cok karmasik araglara ihtiyag duyan devasa bir veriden muzdarip oldugu
fark edilmistir. Buna ek olarak, istatistik teknikleri bu kadar biiyiik veriyi islerken
daha fazla zorluklarla karsilagsmaya basladi. Yiiksek boyutlu verilerin yiiksek oranda
artacagl ve dolayisiyla bu yiiksek-boyutlu verilerin biiyiik bir bilgi kaybi olmaksizin
cok daha kuglk boyutlarda azaltilabildigi fark edilmektedir. Son giinlerde, boyut
indirgeme teknikleri olarak bir¢ok teknik Onerilmistir mesela eksik degerler orani
(MVR), diistik varyans filtresi (LVF), yiiksek korelasyon filtresi (HCF), rastgele
ormanlar (RF) veya topluluk agaclar1 (ET), geriye dogru 6zellik eliminasyonu (BFE),
iler1 6zellik yapimi (FFC), midiir bilesen analizi (PCA), izometrik haritalama
(ISOMAP) ve diger daha fazlasi. Ancak, PCA en ¢ok kullanilan dogrusal boyutsallik
azaltma tekniklerinden biridir, ISOMAP ise dogrusal olmayan boyut indirgeme

tekniklerinden biridir.

Bu tezde, geleneksel PCA ve band gruplarina uygulanan PCA dogrusal boyutsallik
indirgemesi, ISOMAP ise dogrusal olmayan boyutsal indirgeme teknikleri olarak

asagidaki boliimlerde detayli olarak ele alinacaktir.

2.2 Hiperspektral Uzaktan Algillama

Hiperspektral sensorler ugak ve uydu platformlarinda olmak {izere, yeryiizeyine ait
spektal ¢oziintirliigli yiiksek veriler saglarlar. Dar frekans bandlarindan saglanan bu
detayli spektral veriler hedeflere iliskin spektral imzalar1 olustururlar. Bu ¢ok sayida
ayrintili verilerde komsu bandlara ait olanlar birbirleriyle iligkili olup, bu iligki

siiflandirma basarimini 6zellikle parametrik siniflayicilar i¢in diisiirir. Bununla



birlikte bazi bandlar bulundugu frekans bandi 6zelliklerinden dolay: giiriiltiiliidiir.
Boyut indirgeme ile ¢cok sayida band siiflayicilarin karar basarimlarini diigiirmeden
azaltilabilir. Bu sekilde genelde az sayida bulunan ornekler olaylar uzayim

modellemek i¢in daha etkin bir sekilde kullanilabilir.

2.3 Temel Bilesen Analizi Tabanh Boyut indirgeme

Temel bilesen analizi (PCA), veri analizi tekniklerii¢cinde gii¢lii bir aragtir ve lineer
cebirden elde edilen en degerli sonuglardan biridir [10]. PCA, lineer doniisiime
dayanan basit bir istatistiksel tekniktir ve goriintii sikistirma, gen verileri analizi,
bilgisayar grafikleri, meteoroloji, borsa tahminleri, yiiz tanima ve daha birgok veri
analizi alaninda uygulamaya sahiptir. PCA'nin Onemi, ilgili bilgileri biiyiik
verilerinden ¢ikarabilmesinden kaynaklanir, daha sonra Onemli verileri, gizli
dinamikleri ortaya ¢ikarmak ve giiriiltiiyli cok fazla bilgi kayb1 olmadan siizmek igin
bu verileri basitlestirir. Ek olarak, grafiksel temsile dayali herhangi bir verinin yapisi
sadece ti¢ boyutla smirlanirken, PCA teknigi yiiksek boyutlu veri modelini bulabilir
[11]. [12] 'de PCA, hem yiuzl hem de cinsiyetini saptamak icin bir teknik olarak
Onerilmistir. Karmasik gorev, yiiziin erkek mi disi mi oldugunu tespit edebilen,
ortalama kare hatas1 azaltarak saglanir. [13] 'te, PCA'ya dayali SNR'y1 gelistirerek
zayif sinyal-gurilti-oran1 (SNR) altinda olgunlasmamis hata taleplerini tespit
etmenin bir yolunu 6nermistir. [13] 'te PCA, sinyali filtreleyip SNR'yi gelistirebilen
bir bant gegiren filtre gibi ¢alismaktadir. [14] 'te, PCA, kolonun durumunu incelemek
i¢in Ozellik ¢ikarici olarak kullanilir. [15] 'te, yliz tanima isleminde gilivenlik diizeyini
arttirmak i¢in PCA'nin filigran teknigi ile birlikte kullanilmasi1 6nerilmistir. PCA'nin
tamamlayicist olarak, filigran teknikleri siralanirsa: ayrik kosiniis doniigiimii, en az
anlamli bitler ve ayrik dalgacik doniisiimii teknikleri sayilabilir. [16] 'da, gorintiyi
kaynastirmak icin duragan dalgacik doniisiimii bir karma teknik olarak PCA ile
birlikte kullanilir. Temel tekniklere dayanan Onerilen teknikler: (1) gortntllerin dort
alt gruba ayrildigr sabit dalgacik doniisiimii kullanarak orijinal goriintiilerin
ayristirilmasi, (2) Ozvektdrler ve dzdegerler, her bir alt bantta PCA uygulanarak
hesaplanir, (3) Yeni alt bantlar ters sabit dalgacik doniisiimii ile olusturulmustur. [16]
'daki melez teknikle elde edilen sonuglar ¢ok odakli goriintii birlestirilmesi igin

etkilidir ve odak goriintii kolayca islenebilir.



2.3.1 PCA YOntemi

Temel bilesen analizi uygulamasi bu boliimde adimlar halinde gosterilmistir.
Adim 1: Sikistirma veya doku analizi icin gereken verileri alin

Adim 2: Her bir boyut icin verilerin ortalamasi hesaplayin, ve sonra (X; — X)
her bir boyut icin hesaplayin

Herhangi bir 0Ornek verinin ortalamasin1 hesaplamak i¢in asagidaki formiil

kullanilabilir:

o ZLiX,

(2.1)

Adim 3: Kovaryans matrisini hesapla
Veri kiimesinin Standart Sapmasi (SD), verilerin yayiliminin ve matematiksel olarak
nasil tanimlanabileceginin bir Ol¢iitiidiir “Veri kiimesinin ortalamasindan bir noktaya

[11] ortalama mesafe” ve asagidaki formiille hesaplanabilir:

— (2.2)

¢ = \/ ?=1(Xi _)_()2

Varyans, veri kiimesindeki verilerin yayilmasinin baska bir Ol¢iisiidiir ve SD ile

hemen hemen aynidir ve asagidaki formiille hesaplanabilir:

<2
_ ?=1(Xi _X)

2
S
n—1

(2.3)

SD ve varyans sadece 1 boyut i¢in gegerli oldugundan, SD ve veri setinin her boyutu
icin diger boyutlardan bagimsiz olarak varyansi hesaplamak ig¢in kullanilabilir.
Ancak, farklilik boyutlar1 arasindaki iliskiyi incelemek i¢in benzer bir Olgliye sahip
olmak 6nemlidir. Bu nedenle, boyle bir dlgiim teknigi, kovaryans denilen gereklidir.
Kovaryans her zaman iki farkli boyut arasinda olgiiliir. Kovaryans bir boyut ile
kendisi arasinda hesaplanirsa, Bu varyansi hesaplamak anlamina gelir. Matematiksel

olarak kovaryans asagidaki formiille hesaplanir:

(X - X)) - 1)
n—1

cov(X,Y) = (2.4)



Ikiden fazla boyutta bir veri kiimemiz varsa, daha sonra, hesaplanabilen ve
kovaryans matrisi olarak adlandirilan birden fazla kovaryans vardir. n boyutuna sahip

bir veri kiimesi i¢in kovaryans matrisi asagidaki gibi yazilir:

Burada C™™ satir ve siitun igeren bir matris, ve Dim; veya it boyuttur.

Uc boyutlu veri seti icin kovaryans matrisi, normal boyutlar1 kullanarak x,y ve z
asagidaki gibi yazilmistir:

cov (x,x) cov(x,y) cov(x,z)

C=|cov(y,x) cov(y,y) cov(yz) (2.6)
cov (z,x) cov(z,y) cov(zz)

Kovaryansin kesin degeri onun isareti kadar dnemli degildir, ki bu degerler pozitif,
negatif veya sifir. Eger kovaryans degeri pozitif ise, o zaman her iki boyutun birlikte
artmakta oldugunu gosterir. Kovaryans degeri negatif ise, bir boyut arttik¢a digeri
azalir. Son olarak, eger kovaryans sifir ise, bu iki boyutun birbirinden bagimsiz

oldugunu gosterir.

Adim 4: Kovaryans matrisinin é6zvektorlerini ve 6zdegerlerini hesaplayin

Ozvektorlerin ve 6z degerlerin 6nemi, bize verilerimiz hakkinda yararli bilgiler
verdikleri gerceginden kaynaklanmaktadir. Ozvektorler iizerinde PCA teknigini
uygulamak igin, ©Ozvektdr matrisini normallestirmek Onemlidir. MATLAB'deki

normalizasyon, ‘“norm” komutu kullanilarak hesaplanabilir.

Tam siralama N'nin kare matrisini A diisiiniin. Bir vektdr y, matris A'nin bir

0zvektorii oldugu sdylenir karsilik gelen bir 6zdeger ile A

Ay=21y (2.7)
Denklemde verilen 6zdeger problemi (2.7) asagidaki formiile gore analitik olarak

cozilebilir:
A-1AD)y=0 (2.8)

Denklemin her iki tarafinin determinantini almak (2.8) A cinsinden bir N** diizen

polinomu verir A'nin karakteristik polinomu denir,
det(|JA—1A)y= 10 (2.9)
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Denklem ¢6zme (2.9) N kokleri 6zdegerlerini verir, ve her bir 6zdeger A, karsilik
gelen bir 6zvektore y, sahiptir. Dolayisiyla, 6zvektor probleminin ¢ozimdi, 6zdeger
ve karsilik gelen 6zvektor Giftini verir (A, yi). Genelligi kaybetmeden, 6zvektorler

genellikle asagida verildigi gibi 6lgeklendirilir [17]:

lyl=vyTy =1 (2.10)
Eger ozdegerler A, ise, sonra her bir 6zdeger igin essiz bir 6zvektor vardir.

(Normalize) 6zvektorler y, ortonormaldir.

Y] Vi = Sk (2.11)
Denklemin ortonormalite durumu (2.11) asagidaki gibi yeniden yazilabilir:

YTy = vyyT =1 (2.12)
Modal matrisi Y siitunlari A'nin normallestirilmis 6zvektorleri olan matris olarak

tanimlayn,

Y=[1 Y2 Y3 - Yn] (2.13)

Genel olarak, Ozvektorlerin N! permiitasyonu vardir. Genelligi kaybetmeden,

0zdegerlerin azalan sekilde 6zvektorleri siralanir,

A=A > . =My (2.14)
A matrisinin 6zdegeri 6zdegerlerinden olusan bir ana diyagonal olan matris olarak

kosegen matrisi A olarak (2.14) denklemde gosterildigi gibi tanimlanir.

A0 L0
a=|0 H -0 (2.15)
0 0 .. Ay
Ozdeger problemi matris notasyonunda yeniden yazilabilir,
A=YAYT (2.16)

(16) denkleminden , A'nin kosegenlestirilebilir matris oldugunu sonucuna varilir

Adim 5: Bilesenleri secme ve ve doniisiim matrisi olusturma

Veri sikistirma ve boyut indirgeme kavrami burada agiklanacaktir. Bu adimda, veri
kiimesinin temel bileseni olan en yliksek Ozdegerlere sahip 6zvektorlerin

belirlenmesi islemi gerceklestirilir [11]. Genel olarak, kovaryans matrisinden

11



ozvektorler bulundugunda, bir sonraki adim, onlar1 6zdeger olarak en yiiksekten en
diisiige dogru siralamaktir. Bu siralama, 6nem sirasina gore bilesenleri gosterir. Daha
sonra, daha az 6nem tasiyan bilesenler gz ardi edilebilir ve bu goz ardi edilen bilgi
kiiciik 6z degerlere karsilik gelir. En yiiksek degerlere karsilik gelen 6zvektorler,

asagida verilen doniisiim matrisini olusturmak i¢in kullanilir:

Dontstiim matrisi = (eig, eig, eigs ... eigy) (2.17)

Adim 6: Yeni veri kimesinin turetilmesi

Bu PCA'da son adim olarak kabul edilir, bilesenleri segtikten sonra bir 6zellik
vektori olusturduk, sadece vektoriin aktarimini almak ve onu, aktarilan orijinal veri
kiimesinin solunda ¢arpmak zorundadir. Son veri kiimesi, siitunlardaki veri 6geleri

ve satirlar boyunca boyutlardir ve asagidaki gibi hesaplanabilir:
Doniistirilmis veri = Donlsim matrisi X Veri (2.18)

Burada doniisiim matrisi satirlarim1 6zvektorler olusturur, veri sifir ortalamali hale
getirilmis veridir. Sikistirma teknigi olarak PCA ’ nin en dnemli 6zelligi agagidaki

formdalleri kullanarak 6zgun verilere geri ddnme becerisidir:

Veri = Doniistim matrisi~! x Doniistirilmiis veri (2.19)
Burada Doniisiim matrisi~! Déniisiim matrisi tersidir.
Doniistim matrisini olusturan 6zvektorler ortonormal oldugundan Doniisiim matrisin

tersi DOnilislim matrisinin transpozuna esittir. Denklem (2.19) asagidaki sekilde

yeniden yazilabilir:

Veri = Déniisiim matrisi’ X Doéniistiiriilmis veri (2.20)
Bu doniisiim isleminden sonra orijinal verileri geri almak icin, formiil tarafindan

verilen orijinal verilerin ortalamasini eklemek onemlidir:

Original Veri
= (Doniisiim matrisi’ X Doniistirilmis veri)

+ O0Orijinanl veri ortalamast (2.21)

n boyutlarinda bir dizi veri verildiginde, PCA, n'den daha diisiik bir boyutun d
dogrusal bir alt uzaymi bulmayr amaglamaktadir. Veri noktalari, Sekil 2.1'de
gosterildigi gibi, bu dogrusal alt uzayda esas olarak yer alir. Boyle bir azaltilmis alt
uzayda verilerin degisintilerinin ¢ogunu korunmasi amaglanir.
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2nd dimension

1st dimension

Sekil 2.1: PCA iki boyutlu veri kiimesine uygulandi
Sekil 2.2 PCA akis semasini gostermektedir.
2.3.2 Bilgisayarh Goriide PCA

2.3.2.1 Temsilcilik

Goruntuler bilgisayarda matris olarak temsil edilir. Bu goruntiler N x N boyutuna
sahip bir kare matris olarak ifade edilebilir, bu nedenle, bir resim asagidaki gibi bir

N2 -boyutlu vektor olarak gosterilebilir:

X = (xl X, X3 . XNZ) (222)
Bilgisayarli goriide, tek boyutlu bir goriintii olusturmak igin goriintiideki piksel

satirlar1 birbiri ardina yerlestirilir, boylece ilk N elemant ilk satir ve son satir N2'dir.

2.3.2.2 Model Bulmak Icin PCA

Her biri N X N boyutuna sahip m adet goriintii oldugunu varsayalim. Her gorintuyu
(2.22) denkleminde verilen bir goriinti vektoriiyle ifade edebiliriz Daha sonra, tim
goriintii  vektorleri denklemde verildigi gibi bir arttirtlmis gorintii-matrisinde
birlestirilebilir (2.23).
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X4
X3
Goriuntiler — Arttirilmis matris = . (2.23)

GOruntlU-matrisinin 6nemi bilgisayar goriintiilemesinde kullanilabilecek yeni goriintii

ile orijinal goriintiiler arasindaki farki 6l¢gmekten kaynaklanmaktadir.
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( Basla '

Sikistirma veya desen ¢ikarma icin gereken
verileri al

1

Her bir boyut icin verileri ortalamasim
hesaplar

Satir 6zellik vektoriniin

Kovaryans matrisini hesaplar .
tersi

I

Kovaryans matrisini 6zektorlerini ve
d6zdegerlerini hesaplar

Bilesenleri segmek ve ozellik vektoriinii
olusturmak

Yeni veri kiimesini tiiretmek

U U NN NN -

Sekil 2.2: PCA akis semasidir
2.3.2.3 Gorinti Sikistirma Icin PCA

PCA goriintli sikistirmada kullanildiginda, ayn1 zamanda Hotelling veya Karhunen
ve Leove doniisiimii olarak da adlandirilir. PCA’1n her biri N? piksel olan | adet
goruntiden olustugunu diisiintirsek ve bu veri kiimesinde doniisiim sonrast O adet

verinin se¢ildinde sikistirma orani O/I olarak gerseklesmis olur.

2.4 izometrik Ozellik Haritalama Tabanh Boyut indirgeme

PCA'dan farkli olarak izometrik 6zellik haritalama (ISOMAP), dogrusal olmayan bir
boyut (6znitelik) indirgeme yontemidir. ISOMAP Sekil 2.3'te gosterildigi gibi,
yiiksek boyutlu dogrusal olmayan bir manifold iizerindeki noktalar1 daha diisiik
boyutlu bir koordinat kiimesine eslemeye c¢alisir. EK olarak, ISOMAP yiiksek sinyal-
giriillti. oranina (SNR) sahip sistemlerle ugrasirken giigliidir. ISOMAP

gorsellestirme ve siniflandirma olmak tizere iki sekilde kullanilabilir.
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2nd dimension

1st dimension

Sekil 2.3: ISOMARP iki boyutlu veri kiimesine uygulanir
2.4.1 ISOMAP Yontemi

ISOMAP kullanarak yiiksek boyutlu verileri islemek icin adimlar asagidaki gibi

Ozetlenebilir:

Adim 1: Komsuluk grafigi

Tiim veri noktalar1 veya veri kiimesinden bitisik matris igin bir Komsuluk grafigi
olusturun. Bu adimda, M manifoldundaki komsular1 belirlemek gereklidir. Bunun
icin iki yontem vardir, ilk olarak maksimum Oklid arama mesafesi, herhangi bir
noktanin kiigiik yarigapli € ile gevresindeki tiim noktalara baglanmasi ve ikinci
olarak en yakin komsu k sayisini kullanilmasidir. Komsuluk iliskileri, veri noktalari
tizerinde agirlikli bir grafik olarak olusturulmustur. Komsu noktalar arasindaki
agirlik kenarlar d,, (i, j). olarak tanimlanir. Sekil 2.4 yerel Komsuluk grafiginin nasil

olusturulacagini gosterir.

Adim 2: Jeodezik mesafelerin hesaplanmasi

G grafigi kiiclik atlamalardan olusur. M manifoldundaki tiim noktalar arasindaki tiim
jeodezik mesafeler d (i, j) kiigiik 6klid mesafelerin birlestirilmesiyle yaklasik olarak
hesaplanir ve sonra en kisa yol mesafesi d;(i,j) grafik G 'de hesaplanir. Sekil 2.5
ISOMAP'a dayali1 d; (i, j) tahminini gosterir.
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Sekil 2.4: Yerel komsuluk grafiginin olusturulmasi
Adim 3: Diisiik boyuta indirgeme
kiclk boyuta indirgemek icin ¢cok boyutlu élgekleme (MDS) teknigi, d (i, j) grafik

uzaklig1 matrisine uygulanir.

Tum ISOMAP adimlar1 Sekil 2.6'da agiklanmaistir.

- Geodesic / Euclidean

Sekil 2.5: ISOMAP'a dayali d (i, ) tahmini
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M manifolduna yakin uzanarak, yiiksek boyutlu
uzayda bircok veri noktasiyla baslayin

!

Her bir veri noktas1 i icin, bazi Euclidean dx (i, j)
< £ cinsinden manifolddaki j noktalarim1 buluruz

:

dx (i, j) < € ise manifold iizerinde i ve j arasinda
bir kenar ile bir grafik olusturun

l

Grafik G iizerindeki i ve j noktalar: arasindaki
en kisa yolu dG (i, j) bulun

l

Klasik MDS'yi dG (i, j) mesafelerine uygulayin

L

indirgenmis veri kiimesinin tiiretilmesi

A= A

A

A

N -

Sekil 2.6: ISOMAP akis semasidir
2.4.2 Cok Boyutlu Olgekleme

Cok boyutlu 6lgekleme (MDS), bir ¢ok nesnenin goéreceli konumlarini gosteren bir
harita olusturan bir tekniktir, ve aralarindaki mesafeleri tablo olarak verir. Harita bir
boyutlu veya ¢ok boyutlu olabilir. Mesafeler tablosu yakinlik matrisi olarak bilinir.
MDS'yi ¢ozmek icin metrik (klasik), ve metrik olmayan sekilde iki yontem vardir.
Klasik ¢ok boyutlu dlgekleme (CMDS), orijinal metrigi veya mesafeleri olusturmaya
calisir. Bununla birlikte, metrik olmayan ¢ok boyutlu 6lgekleme (NMMDS) yalnizca
mesafelerin derecesinin bulundugunu bildiginden, mesafelerin siralarin1 olusturmaya

calisir.

2.4.2.1 Klasik Cok Boyutlu Olgeklendirme

CMDS, bu teknigin temellerini agiklamak icin teknigindnciilerinden Torgerson

(1952) nin yontemini agiklamak yararlidir. Torgerson’un algoritmasindabir uzaklik
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matrisinin olan D, X boyutlarinin bir konfigiirasyonunun noktalar aras1 mesafelerine,
diisiik boyutlu bir boslukta n (n = 1, 2, or 3) yaklastigin1 varsayar. Yani, D uzaklik

matrisini olusturan unsurlar d;; , asagidaki formiil kullanilarak X'den hesaplanabilir:

n

dij = Z(xik - Xjk)z (224‘)

k=1
CMDS adimlart asagidaki gibidir:

1. Matris D'dan A = {—%dlzj} hesaplanir.

2. A'dan B matrisi B = {aij —a;—a;-— a._}, seklinde hesaplanir, burada a;
tlm a;;'in batln j ler igin ortalamasidir.

3. B'nin en buyik n 6zdegerini bulun A; > A, > A3 > --- 4, seklinde siralanir
ve ilgili ozvektdrler L = (L¢y Ly, Ly ) normalize edildigi icin
L(i),L(i) = /1i drr.

4. Nesnelerin koordinatlar1 L “in satirlaridir.
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3. DESTEK VEKTOR MAKINELERI VE K-EN YAKIN KOMSULUK
SINIFLANDIRICILARI

3.1 Giris

Bu béliimde, Destek Vektor Makineleri (SVM) agiklanmaktadir. SVM ile birlikte bu
tezde siniflayici olarak kullanilan K- en yakin komsuluk yontemi de kullanildigindan

K-en yakin komsuluk siniflandirma yonteminden bahsedilmistir.

3.2 Destek Vektor Makinelerine Giris

Veri smiflandirmast ¢ok karmasik hale geldiginden, genellikle zor ve bazen de
goriintiileme, miihendislik, is vb. karmasik sistemler i¢in imkansizdir. Bununla
birlikte arastirmacilarin veri smiflandirma tekniklerini gelistirmedeki ilgileri gun
gectikce artmaktadir. Buna gore, birgok arastirmaci, SVM kullanarak hiperspektral
goriintliniin siniflandirilmasiyla ilgilenmis ve bir¢ok ¢alismada, bunun giiclii bir arag

oldugunu kanitlamstir.

[18]'te, T. A. Moughal, hiperspektral imgelerin ¢ok-sinifli siniflandirma problemini
¢ozmek ic¢in farkli smiflayicilar arasinda karsilastirmali bir calisma sunmaktadir;
Karsilastirma 1yi bilinen yontemler Destek Vektor Makinesi, Maksimum Olabilirlik
(ML) ve Spektral Ac1 Haritas1 (SAM) arasinda yapilmistir. Siniflandirma gorevinden
once, yazar hiperspektral goriintiiden miimkiin olan en iyi 6zellikleri ¢ikarmak i¢in
veri 0n isleme yontemi olarak Minimum Parazit Kestirimini (MNF) uygulamistir. Ve
orijinal bilgiyi kaybetmeden veri boyutunun azaltilmasini saglamistir. Bu arastirmada
kullanilan veriler havadan Hiperspektral Dijital Goruintli Toplama Deneyi (HYDICE)

tarafindan Washington DC Mall bdlgesinden alinmigtir ve.
Bu ¢alismada elde edilen bazi sonuglar:

. Maksimum Olabilirlik (ML) ve Spektral Ag¢1 Haritasi (SAM) ile
karsilastirildiginda, SVM, smiflandirma dogrulugu, hesaplama siiresi ve parametre

ayarlarinda kararlilik agisindan en 1yi siniflandiriciyda.

. SVM %78.39'luk gibi bir dogruluk elde etmis ve en yiiksek siniflandirma
dogrulugunu saglamistir.
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. SVM, diger iki siiflandiriciya kiyasla iyi performansini gostermistir.

. SVM'in basaris1 smiflar arast mesafeyi en 1Ust diizeye ¢ikarmak ve
siniflandirma gorevini kolaylagtirmak ve diizeltmek i¢in en iyi hiper diizlemin
kullanilmasiyla aciklanabilir.

Ek olarak, yazarlar [19]'da, hiperspektral goriintiilerin siniflandirilmasinda SVM'nin
etkinligini kanitlamiglardir; Bu arastirmada, yazarlar SVM siniflandirma yontemini,
havadaki CASI sensoriinden, 450 ila 950nm aras1 17 spektral bant ile hiperspektral
bir gorlintiiye uyguladilar. Bu arastirmanin amaci, orman, suy, yollar ve corak
arazileri, vb. tespit etmek ve ayirmaktir, yazarlar, klasik yontemlerin yanlis
siiflandirma oranini azaltmada SVM'nin etkinligini kullanilan farkli hiperspektral

goriintilileri de dogru sekilde siniflandirarak gdéstermislerdir.

[20]'de, yazarlar hiperspektral goriintii siniflandirmasi alaninda SVM'nin 6nemini
tartisirlar; Bu arastirmada kullanilan veriler, 1992 yilinda kuzeybati Indiana’dan
AVIRIS sensorii tarafindan alinan Indian Pines verisidir. Bu arastirmada, yazarlar,
SVM'nin etkililigini, radyal temel fonksiyonlar1 (RBF'ler) sinir ag1 ve K-en yakin
komsular (K-NN) smiflandiricist olan iki klasik siniflandirma yontemi ile
karsilastirmiglardir. Yazarlar, SVM'ni ilk olarak RBF sinir ag1 ile karsilastirmay1 iKi
yOnteminde ¢ekirdek tabanli siniflayici olmasi yiiziinden tercih etmislerdir ve ikinci
olarak da KNN yontemiile model tanima alaninda bir referans yontem olmasi
dolayisiyla karsilastirma yapmuglardir. Ayrica, arastirmasini gelistirmek i¢in, yazar
iki tip SVM yontemi kullanmistir: dogrusal ve dogrusal olmayan tip. Bu aragtirmanin
sonuglart SVM yonteminin ve ozellikle dogrusal olmayan yontemin %87.76'lik bir
dogrulugu saglayarak etkinligini kanitlamigtir. KNN siniflandirici ise %61.16 ile en
kotii siniflandirma dogrulugunu elde etmistir. Bu sonuglar tekrar gelistirmek igin,
yazar Jeffries — Matusita (JM) aras1 mesafe 6l¢timiinii [13] ve En dik ¢ikis (Steepest
Ascent -SA) hata en aza indirme stratejisini kullanarak boyut indirgeme ydntemini
veri kilimesine uygulamislardir. Elde edilen sonuglar, lineer olmayan SVM'lerin
etkililigini, bir 6nceki siniflandiricilar ile karsilastirildiginda %8 daha fazla dogruluk
oranina sahip oldugunu gostermektedir; Sonu¢ olarak, bu arastirmada, yazar sadece
SVM yoOnteminin  O0nemini  degil, aynm1 zamanda hiperspektral  goriintii
siiflandirmasinda lineer olmayan SVM'in etkin ve basarimi yiliksek bir yontem

oldugunu dogrulamaktadir.
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[21]'de, yazarlar karar agaci, Geri Yayilim (BP) ve sinir ag1 siniflandiricilar ile
hiperspektral gorintli smiflandirmasinda SVM  yontemini  karsilagtirmiglardir;
yazarlar, 16 smif bir AVIRIS goriintiisiinii siniflandirmislar ve siniflandirmada noéral
ag smiflandiricisinin radyal temel fonksiyonunu (RBF) se¢mislerdir. Elde edilen
sonuclara gore SVM ile %96.94 'lik basarim oraniyla ¢ok iyi bir dogruluk elde
edilmis olup bu basarimla SVM'nin etkinligini kanitlanmistir. SVM'in ardindan ise
karar agacinin elde ettigi dogruluk orami %74.75 olup en diisiik siniflandirma

basarim oran1 BP RBF sinir ag1 ile elde edilen %38,03 'liik basarim oran1 olmustur.

[22]'de, Yazarlar, zaman ve maliyetin diisirilmesi amaciyla siniflandirma
gorevinden oOnce veri boyutunun azaltilmasinin 6nemine olan ilgilerini
gostermiglerdir; Yazarlar boyut azaltma yontemi olarak PCA yodntemini ve
siiflandirma yontemi olarak SVM yoOntemini se¢mislerdir. Bu arastirmada, Bir
Diinya Gozlemleme-1 (EO-1) Hyperion gorintiileri {izerinde sayisal 6rnek kullanildi.
Yazarlar hiperspektral goriintii siniflandirmasini boyut kiiciiltme ve boyut kiigiiltme
olmadan karsilastirmis ve veri boyutunun azaltilmasinin elde edilen dogrulugu

etkiledigini ve elde edilen sonuglari iyilestirdigini dogrulamstir.

3.3 Destek Vektor Makinesi Siniflandircisi

Destek Vektor Makineleri (SVM) veya Genis Kenar Bosluklu Ayiricilar (SVM),
Vapnik tarafindan sunulan ve genellikle blyuk 6znitelik boyutuna sahip veriler igin
goruntileme, konusmaci tanima, veri madenciligi, tibbi analiz gibi ¢esitli alanlarda

kullanilan bir siniflandirma yontemidir [23-27].

Sekil 3.1'de gosterilen, SVM'nin fikri, dogrusal olmayan uzaya ait verilerin, iki
onemli kosulu dikkate alarak bu verileri dogru bir sekilde ayirabilen bir hiper diizlem

kullanilarak verilerin dogrusal olarak ayrilabilecegi yeni bir alana aktarilmasini igerir

[28]:

e Farkli sniflarin 6rnek vektorleri karar yiizeyinin farkli yonlerde olacaktir.
e Vektorler ve hiper diizlem arasindaki mesafe maksimize edilmelidir.
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Support vector

Optimal hyperplane

>

Sekil 3.1: SVM Genel prensip

Veri setinin D oldugunu varsayarak D={( x1,y;) € R%}, x bir gozlem, yise x

gozlemlerinin hangi smifa ait oldugunu gosteren etikettir. SVM prensibi
uygulayarak, (3.1) denklemi ¢6zerek verileri ayirabilen hiper diizlemi bulmaktir: [29-
31].
—w! _ d
H(x)=w" +b=0 x,weR beR (3.1)

Denklem (3.1)'i optimize ederek, asagidaki sistem problemini dondstiiriilebilir: En
uygun hiperdizlemi bulmak icin denklem (3.3) marji maksimize eden denklem (3.2)

kosulu altinda ¢6zilebilir.

.1
Min-_ ] (32)

Vi (WTXi +b)21 Vi=1..m (3.3)

Sekil 3.2'de, Verileri en uygun sekilde ayiran bir hiper dizlemin temsili

gosterilmistir.
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Sekil 3.2: SVM prensip

Genel olarak, veriler dogrusal olarak ayrilabilir degildir, BOylece SVM'nin ikinci
fikri, dogrusal ayirmanin miimkiin olabilecegi daha yiiksek boyutlu bir uzaya orijinal
uzayi transfer eden ¢ekirdek prensibini kullanarak verileri dogrusal olmayan alandan

yeni bir dogrusal alana transfer etmektir [32].

En ¢ok kullanilan ¢ekirdek fonksiyonlari:

Dogrusal gekirdek: K(x;, X )=x" X;

- d
Polinom ¢ekirdegi: K(Xi 1 X )= (7Xi Xj+ r) 7 >0
. ) 2
RBF ¢ekirdegi: K(xi VX ): exp(—y”xi =X H ), 7>0
Sigmoid gekirdegi: K (x; , X )= tanh(yxiT X + r)
Bu tezde RBF SVM kullanilmistir.

3.4 K-En Yakin Komsuluk Simiflandiricisina Giris

Bir¢ok arastirmaci, KNN yontemini en temel parametrik olmayan yontem olarak
kullanarak hiperspektral goriintiiniin siniflandirilmasiyla da ilgilenmis ve KNN

yonteminin ¢esitli calismalarda etkinligini kanitlamistir.
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[33]'te, yazar tarimsal faliyetlerini haritalamak i¢in hiperspektral uzaktan algilama
goriintiileri kullanmada KNN ve SVM yontemleri arasinda karsilastirmali bir ¢alisma
Oonermistir.  Yazarlar, AVIRIS sensorii tarafindan toplanan veri kimesini

kullanmislardir.

SVM ve KNN tarafindan elde edilen dogruluk sonuglari sirasiyla %93.62 ve
%92.31'dir. Burada sonuglar ¢ok iyi olup her iki yontemin de etkinligi bu ¢alismada

bu veri seti i¢in gosterilmistir.

[34]'te, yazarlar ayrica hiperspektral goriintiileri bir spektroskopik sensérden
siiflandirmak icin KNN yonteminin etkinligini gostermislerdir. Bu g¢alismadaki
amag, daha iyi siniflandirma sonuglar1 elde etmek ve ayni zamanda yontemlerin

calisma stiresini azaltmak i¢cin PCA yontemini ve KNN'yi birlestirmektir.

3.5 K-En Yakin Komsular Simiflandirici

Farkli siniflandirma yontemleri arasinda, K-En Yakin Komsular (K-NN) algoritmast,

veri siiflandirmasinin en basit algoritmalari olarak kabul edilir.

KNN Fix ve Hodges tarafindan sunulmustur [35]; KNN'yi diger yontemlerle
karsilastirarak, KNN'nin bellege dayandigi ve karar vermek i¢in bir model

olusturmay1 gerektirmedigi soylenebilir.
KNN prensibi asagida aciklanmigtir:

Belirli bir D veri seti igin, d bir mesafe fonksiyonu, K bir tam say1 (komsu sayilarini
temsil eder), ve x siniflandirilacak yeni bir 6rnek olmak tizere; KNN yontemi, D veri
seti igerisinde x'e en yakin K 6rneginin aranmasini igerir, ve K komsular arasinda en

yaygin elemanlar1 i¢eren sinifi x 6rneginin sinifi olarak atar.

KNN ¢aligma prensibi Sekil 3.3'te agiklanmistir [35].
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Sekil 3.3: KNN caligsma prensibi

KNN yonteminin etkinligi, en yakin ka¢ komsunun karar verilecegini belirleyen
K'nin se¢imine baglidir; Yontemin kullanilmaya basladigi glinden beri K'yi
tanimlayabilecek genel bir kural yoktur ve kullanilan veri tabani boyutlarini dikkate

alarak uygulamaya bagli olarak K kullanicilar tarafindan segilir.
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4. DENEYLER VE SONUCLAR

4.1 Giris

Bu bélimde, tezde tasarlanan deneyler ve deney sonuglar1 verilmektedir; ilk olarak
veri boyut indirgeme teknikleri kullanarak elde edilen sonuglar SVM smiflandirma
yonteminde kullanilmis ve boyut indirgemek i¢in ise PCA ve ISOMAP kullanilmistir
daha sonra ise ikinci siniflandirma yontemi olan KNN ile birlestiren ikinci veri

azaltma teknigi olan ISOMAP ile elde edilen sonuclar verilmis ve yorumlanmaistir.
4.2 s icerigi
4.2.1 Gelistirme Ortami

Deneylerimizin uygulanmast MATLAB “R2016b” kapsaminda gergeklestirilmistir.
MATLAB bilimsel problemleri ¢ézmek icin gelistirilen vektor, matris ve temel

islemleri saglayan bir dordiincii nesil programlama dilidir.
4.2.2 AVIRIS Indian Pines Veri Seti

Bu tezde 1992 yilinda ABD’nin Kuzeybati Indiana bolgesinin Indian Pines tarim
alan1 iizerinden alinan, literatiirde yaygin olarak kullanilan Havadan Goriinebilir /
Kizilotesi Goruntiileme Spektrometresi (AVIRIS) ile alinan verilerle uygulama
yapilmistir.

Bu veri kimesi, 145 x 145 piksel boyutunda bir alan icin olup piksel basina 20 m
uzamsal ¢ozintirliigi bulunmaktadir. AVIRIS Indian Pines verisi 220 banttir ve 220
bandttan glrdltili ve disiik isaret giiriiltii oranli bantlarini ¢ikararak 200 bant 17'ye
kadar sinif igerecek sekilde deneylerde kullanilmistir. [36, 38].

AVIRIS Indian Pines veri seti Sekil 4.1 bir 6rnek bandiyla birlikte referans yer

verisiyle birlikte kullanilmaktadir.
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Sample band of Indian Groundtruth of Indian
Pines dataset Pines dataset

Sekil 4.1: AVIRIS Indian Pines veri kiimesinin (a) Ornek band1 ve (b) referans yer
verisi

Deneylerde AVIRIS veri seti kullanilmasinin nedeni bu veri setinin literatiirde
bilinen ve guvenilir bir veri seti oldugundan Onerilen yontemlerin basarim

analizlerini dogru sekilde yapilmasina imkan verdigi igindir.
4.3 Deney

Bu tezde tasarlanan deneylerin blok semalar1 asagidaki sekillerde agiklanmustir;
Tasarlanan ilk deney Sekil 4.2'de gosterilmis olup burada ilk olarak PCA boyut
indirgemek i¢in kullanilmistir; Indirgenmis verilerin siniflandirilmasinda ise RBF-

SVM smiflayici olarak kullanilmustir.

SVM /

AVIRIS DATA "

Classification Accuracy

Sekil 4.2: PCA ve SVM kullanarak veri siniflandirmasi
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Ikinci olarak tasarlanan deneyde ise Sekil 4.3'te gosterdigi gibi ISOMAP ydntemi
boyut indirgeme teknigi olarak kullanilmis ve siniflandirma yontemi olarak da KNN
siniflandiric1 kullanilmaktir. Bu nedenle uygulamada iilk once AVIRIS Indian Pines
veri kiimesi ISOMAP ile boyut indirgenir ve indirgenmis verilerin siniflandirilmasi

icin ise KNN siniflandirict kullanilacaktir.

——+| Isomap |[—=| KNN — E.

AVIRIS DATA |

Classification Aceuracy

Sekil 4.3: ISOMAP ve KNN kullanarak veri siniflandirmasi

Uygulamada, PCA tabanli boyut azaltma dogrulugunu arastirmak icin, geleneksel
PCA yontemi ve PCA gruplama yontemi olmak tzere iki farkli PCA uygulamasi
kullanilmigtir. Bu uygulamadan PCA bant gruplama yontemi bu tezde ozellikle
Hiperspektral very siniflandirmada boyut indirgeme icin Oneriilmistir. Bu temel
deneylerin  yaninda ISOMAP boyut indirgemesi sonrasinda RBF-SVM

siniflandirmasi bagarimi da arastirilmstir.

Durum 1: Geleneksel PCA yontemi

Geleneksel PCA yonteminde 200 bandin tamamina PCA uygulanmis ve doniisiim
uzayinda bantlar en anlamli temel banttan en az anlamli banda siralanmistir.
Siniflayiciya en anlamli temel banttan baslayarak her bir adimda 1 adet temel bant
eklenerek Oznitelik sayist bir arttirilmis ve herbir adimda RBF-SVM basarimi test
edilmistir. Diger bazi caligmalarda da rapor edildigi gibi PCA'in tum veriye
uygulanarak doniisiim uzayindaki bilesenlerin birer eklenmesi durumunda basarimin

cok diisiik oldugu goriilmistiir PCA'in geleneksel bi¢imde kullanilmasiyla iyi bir
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siiflandirma basarimi elde edilememistir. Bu durumu diizeltmek ic¢in bu tezde PCA

gruplama yontemi onerilmistir.

Sekil 4.4: Geleneksel PCA yontemi

Durum 2: PCA gruplama yéntemi

Hiperspektral verilerde komsu bandlar arasinda iligski yiiksek oldugundan PCA'in
hiperspektral verinin tamamina uygulanmasi basarili sonu¢ vermediginden PCA
gruplama yontemi kullanilmistir.

PCA gruplama yonteminde, ilk 200 banda PCA uygulanir, ve en anlamli temel
bilesen ilk 6znitelik olarak alinir ve siniflandiricinin girisine uygulanir. Sekil 4.5'de
gosterildigi gibi tim 200 bant 2, 3, 4 ve 200 gruplara ayrilarak herbir gruba ayr1 ayri
PCA uygulanir ve herbir gruptan elde edilen 1. Temel bilesen alinarak elde edilen
Oznitelik vektori kullanilarak RBF-SVM smiflayicinin basarimi 6lciiliir. Bu durumda
elde edilen smiflandirma basarimlarinin kabul edilebilecek diizeyde iyi oldugu
gorilmiistiir. Yapilan deneylerde belirli bir seviyeye kadar 6znitelik sayisinin artisina

paralel olarak siniflandirma dogrulugunun da arttigini fark edilmistir.

1 PCA1 200
l L |
I T
1 PCAs 100 PCAS 200
| L L |
[ I T
1 PCA1 PCAz PCAs 200
I | L L I
| 1 | I |
1 PCA1 PCA2 PCAs PCA4 200
I [| | | 1 I
I ] | 1 ! I
1PCA1 ..................................................... PCA‘LUU 200

Sekil 4.5: PCA gruplama yontemi
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Bizim g¢alismamizda temel fikir AVIRIS Indian Pines veri setinde varolan tiim
smiflarla yani 17 sinifla ¢alismaktir, ancak 17 smifli veri kiimesinde azinlik ve
cogunluk simiflarinin yaninda karigik sinif olan arka plan smifida yer almaktadir. Bu
yiizden arka plan sinifinin hari¢ tutuldugu 16 smifli veri setininde test edilmesi
gerceklestirilmistir. 16 sinifli veri setinde bazi siniflarin az sayida Grnege sahip
olmasi dolayisiyla istatistiksel olarak yeterli sayida olmamasi yiiziinden bu 6rnekler
azinlik siniflar1 olarak adlandirilarak kalan siniflar igeren 9 sinifli AVIRIS Indian
Pines veri seti de olusturulmus ve bu veri setine iliskin deneylerde yapilmustir.

Ozetle bu tezdeki deneylerde 17, 16 ve 9 smf olmak iizere ii¢ farkli smif
kombinasyonu igeren veri seti kullanilmustir.

Tablo 4.1, egitim ve test Ornekleri 17 smif ve 16 sinifli veri kombinasyonu i¢in sinif
tanimlariyla verilmektedir.

Cizelge 4.1: AVIRIS Indian Pines17 ve 16 sinifli veri kimeleri i¢in drnek sayisi

17 Class Data Set 16 Class Data Set
LABEL Class | Training | Testing | Class | Training | Testing
Background wl 719 2627 - - -
Alfalfa W2 16 39 wl 16 39
Corn-Notill W3 201 720 W2 201 720
Corn-Min W4 157 498 W3 157 498
Corn W5 63 117 W4 63 117
Grass/Pasture W6 112 265 W5 112 265
Grass/trees W7 207 409 W6 207 409
Grass/Pasture W8 12 24 W7 12 24
moved
Hay-Windowed W9 196 374 W8 196 374
Oats W10 14 16 W9 14 16
Soybeans-Notill W11 255 519 W10 255 519
Soybeans-Min W12 545 1302 W11 545 1302
Soybeans-Clean W13 128 310 W12 128 310
Wheat W14 102 132 W13 102 132
Woods W15 546 870 W14 546 870
Bldg-Grass-Tree W16 109 229 W15 109 229
Stone Steel W17 21 44 W16 21 44
Towers
Total Number of Samples 3403 8495 2684 5868
Whole Scene 21065 10366
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Tablo 4.2'de ise egitim ve test Ornekleri 9 sinifli veri seti igin tablolanmustir.

Bir 6nceki boliimde agikladigimiz gibi, tezin amaci siniflandirma gérevlerinde boyut
kicultme tekniklerinin basarima etkilerini ve 6nemini agiklamaktir.

Bu nedenle, PCA ve ISOMAP olan iki farkli boyut indirgeme teknigini test

edilmistir.

Cizelge 4.2: AVIRIS Indian Pines 9 smifl veri kiimesi i¢in 6rnek sayilari

17 Class Data Set

LABEL Class Training Testing
Corn-Notill w1 288 288
Corn-Min W2 200 200
Grass/Pasture W3 197 197
Grass/trees W4 200 200
Hay-Windowed W5 209 209
Soybeans-Notill W6 193 193
Soybeans-Min W7 493 493
Soybeans-Clean W8 199 199
Woods W9 258 258
Total Number of Samples 2237 5809

Total Number of Samples 9345

4.3.1 PCA Yontemi

PCA metodu kullanilarak, egitim, test ve tim veri dogrulugu i¢in 17 sinif 6rneginden

elde edilen sonuglar sirastyla Sekil 4.6, Sekil 4.7 ve Sekil 4.8'de gosterilmistir.
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PCA Dimension Reduction - Aviris 17 Class Case
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Sekil 4.6: 17 sinifli veri egitim Ornekleri i¢cin PCA-SVM smiflandirma basarimi

Sekil 4.6'dan, elde edilen siniflandirma dogruluklarinin genellikle iyi oldugunu ve
%51.74 ile %98.06 arasinda degistigini goriiyoruz. Ozniteliklerin sayis1 100 6znitelik
icin %94.50'ye ulastig1 ve Oznitelik sayisi arttikga ayn1 zamanda egitim siniflandirma
basariminda arttig1 goriilmektedir. Ozniteliklerin 101 ile 200 arasinda, siniflandirma
dogrulugu %94.12 ve %98.06 arasinda degismektedir.
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PCA Dimension Reduction - Aviris 17 Class Case
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Sekil 4.7: 17 sinifl1 veri test érnekleri icin PCA-SVM siniflandirma basarimi

Sekil 4.7'den, elde edilen smiflandirma dogruluklarimin genellikle kabul edilebilir
diizeyde oldugu ve %45.63 ile %80.52 arasinda degistigini tespit edilmistir.
Ozniteliklerin sayis1 0 ila 100 arasinda, 100 6znitelik igin %79.75'ye ulasmaktadir ve
Oznitelik sayis1 100'e wulasincaya kadar siniflandirma basarimminda arttigi
gorilmektedir. Oznitelik 101 igin smiflandirma basarmmi aniden %75,79'a diiser.
Ogzelliklerin sayis1 102'den 200'e kadar, arttitildiginda smiflandirma  basarimi
%80,52'ye kadar ulasmaktadir. Sekil 4.8'de ise 17 sinifli tiim veri i¢in siniflandirma
basariminin 6znitelik sayisi ile degisimi gosterilmistir. Sekil 4.8'de goriildiigii tizere
basarim %44.14 ile %65.66 arasinda degismektedir. Ozniteliklerin sayis1 0 ile 100
arasinda, simiflandirma basarimi 100 6znitelik icin %65.69'a ulasmakta ve daha sonra
yeni Oznitelikler eklendiginde Oznitelik degisiminin yavasca arttigr goriilmektedir.
Oznitelik sayist 101't ulastiginda smmiflandirma  basarimi  %63,04'e  diser.
Ozniteliklerin sayis1 102'den 200'e kadar arttiginda, smiflandirma basarmm
%65.66'ya ulagmasi i¢in 6znitelik sayisininda artmalidir. Fakat bu sekilde saglanan
artis ilk yiiz bant i¢im saglanan artistan daha az miktarda olmaktadir. Bu nedenle, 17
simifli AVIRIS Indian Pines verisi egitim, test ve tiim goruntl igin yapilan

deneylerden 100 o6znitelik seviyesinden elde edilen sonuglarin kararli ve yiiksek
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kaldig1 sonucuna varilmistir, Bu ylizden, 200 bant ile ¢alismak yerine, bir boyut
indirgeme yaparak bize istikrarli basarim sonuglart veren 100 bantla calismak

secilebilir .

PCA Dimension Reduction - Aviris 17 Class Case
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Sekil 4.8: 17 sinifl1 tiim veri igin PCA-SVM siniflandirma basarimi

Daha 6nceki boliimde agikladigimiz gibi, deneylerden boyut indirgemeyi kullanarak,
modelleme sirecinde siniflandirma isleminde daha dogru sonugclar elde edilir.

Buna ek olarak, 100 PCA ve 200 PCA kullanarak 17 simifin durumu igin elde edilen
sonuglar sirasiyla Sekil 4.9 ve Sekil 4.10'da gosterilmistir. Her iki Seklin 100 ve 200
Ozniteligi kullanarak elde edilen sonuclarda 6zellikle homojen bdlgelerde gurltiye
benzer siniflandirma sonuglarinin yer aldigi goriilmektedir. Bu durumun bir nedeni
arka plan smifinin bir karigik simif olmasiyla agiklanabilir. Bununla birlikte spektral
siniflandirmanin yaninda uzamsal siiflandirmanin da uygulanmasi bu tiir giiriiltiiye

benzer kararlarin azalmasinda yardime1 olabilir.
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Classification result for 17 class case and 100 PCA features

Sekil 4.9: 17 siifli AVIRIS veri seti 100 6znitelik icin PCA-SVM siniflandirma
basarimi

Classification result for 17 class case and 200 features
-

Sekil 4.10: 17 sinmifli AVIRIS veri seti 200 6zellik icin PCA-SVM smiflandirma
bagarimi

PCA metodu kullanilarak, egitim, test ve tim goruntl dogrulugu i¢in 16 simif
orneklemi icin elde edilen sonuglar sirasiyla Sekil 4.11, Sekil 4.12 ve Sekil 4.13'de

gosterilmistir.
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PCA Dimension Reduction - Aviris 16 Class Case
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Sekil 4.11: 16 sinifl1 egitim verisi i¢in PCA-SVM siniflandirma basarimi

Sekil 4.11'den elde edilen smiflandirma basarimlarinin genellikle ¢ok iyi oldugunu
ve %56.74 ile %99.96 arasinda degistigini gorilmektedir.

Oznitelikler 0'dan 100'e kadar incelenirse, 100 0Oznitelik icin smiflandirma
basariminin egitim Ornekleri icin %99.14'e ulastigi ve bu artisin Oznitelik sayisi
arttik¢a arttig1 sdylenebilir.

Oznitelikler 101 ile 200 arasinda, siniflandirma basarimi %97.95 ve %99.96 arasinda
degismektedir. Sekil 4.12'den, elde edilen test drnekleri siiflandirma basarimlarinin
genellikle kabul edilebilir oldugunu ve %48.00 ile %85.95 arasinda degistigini
gorilmektedir.

Oznitelikler 0'dan 100'e kadar, 100 oznitelik icin %86.31'e ulastig: ve siniflandirma
basarisinin Ozellikler sayisiyla paralel olarak arttig1 tesbit edilmistir.

Oznitelikleri sayist 100 igin, smiflandirma bagarimi aniden %79.63'e diiser.
Ozniteliklerin sayis1 102'den 200'e kadar, siiflandirma basarimi %85,95'e ulasmak
icin Oznitelik sayis1 artmaktadir. Fakat burada 6znitelik sayisindaki artigla elde edilen

basarimdaki degisim daha az olmaktadir.
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PCA Dimension Reduction - Aviris 16 Class Case
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Sekil 4.12: 16 siufl1 test verisi i¢cin PCA-SVM smiflandirma basarimi

- PCA Dimension Reduction - Aviris 16 Class Case
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Sekil 4.13: 16 siifl1 veri igin tiim goriintii PCA-SVM simiflandirma
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Sekil 4.13'ten elde edilen siniflandirma basarimlarinin makul seviyede oldugunu ve
%45.70 ile %81.34 arasinda degistigini tespit edilmistir. Oznitelikler 0'dan 100'e
kadar degistiginde, 100 Ozellik icin 9%82.28'e ulasan siniflandirma basarimi
ozelliklerin artmasiyla artar. Oznitelik sayis1 101 icin, siniflandirma basarimi
%74.30'a diiser. Ozniteliklerin sayis1 102'den 200'e kadar, smiflandirma basarimi
%81,34'e ulasmak igin 6znitelik sayis1 artmalidir fakat 6znitelik sayisiyla elde edilen
artis 102-200 Oznitelik sayisi i¢in yeterli olmayabilir. Bu yiizden 200 6znitelikten
daha az sayida Oznitelik kullanarak yaklasik benzer siiflandirma basarimlarina
ulagsmak miimkiin olmaktadir.

Boylece onceki 17 sinif vakasit ve Onceki farkli deneylerden egitim, test ve tum
goruntd icin, 100 6znitelik seviyesinden, elde edilen basarimin yeterli dizeyde
oldugu goriillir. Bu nedenle, boyut indirgeme yontemini uygulayarak, iyi
simiflandirma sonuglar: elde edildiginden ve ayrica azaltilmis bir boyutta ¢alismanin
karar isleminde islem siiresini azaltacagindan 200 yerine 100 Oznitelik
kullanimitatminkar sonuglar elde etmek i¢in yeterli olacaktir.

Ayrica, 100 PCA o6zniteligi ve 200 PCA o6zniteligi kullanilarak 16 sinifin durumu
icin elde edilen sonuglar sirasiyla Sekil 4.14 ve Sekil 4.15'de gosterilmistir.

Bu sekilleri 17 sinifli durum kullanilarak elde edilenlerle karsilastirarak, 16 siif
kullanarak goruntiinin daha az sayida giiriiltiiye benzer sonuglarin yer aldigi
soylenebilir.

Bu, 16 sinifli durumda smiflarin goreceli olarak saf oldugu gergegiyle agiklanabilir.
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Classification result for 16 class case and 100 PCA features
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Sekil 4.14: 16 smifli durum 100 6znitelik icin PCA-SVM siniflandirma sonucu

Classification result for 16 class case 200 features
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Sekil 4.15: 16 sinifli durum 200 Oznitelik i¢cin PCA-SVM siniflandirma sonucu
Sekil 4.16'da gosterildigi gibi, 17 smifli ve 16 sinifli durum i¢in hem egitim hem de
test verileri igin siniflandirma basarimi karsilastirilmis, 16 sinifli durumda elde edilen
basarimlarin 17 smifli durumdan daha yiiksek oldugu goriilmektedir. Bu sonugdan,
17 smifli durumda bulunan simiflardan birinin (arka plan) karisik bir sinif olmasi

dolayisiyla gergeklestigi yorumu yapilabilir.
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comparison of the classification accuracies between 17 and
16 classes samples
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Sekil 4.16: 17 ve 16 sinifli durumda siniflandirma basarimlarinin Karsilastirilmasi

PCA metodu kullanilarak, egitim, test ve tum veri dogrulugu icin 9 sinifli durumda
elde edilen sonuglar sirastyla Sekil 4.17, Sekil 4.18 ve Sekil 4.19'da gosterilmistir.

Training Accurracy vs Number of Features Aviris 9 Class Case
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Sekil 4.17: 9 sinifli durum egitim 6rnekleri icin PCA-SVM smiflandirma basarimi
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Testing Accurracy vs Number of Features Aviris 9 Class Case
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Sekil 4.18: 9 sinifli durum test verisi igin PCA-SVM siniflandirma basarimi

Sekil 4.17'den elde edilen smiflandirma basarimlarinin genellikle iyi oldugunu ve
%49,26 ile % 100 arasinda degistigini tespit edilmistir. Ozniteliklerin 0'dan 100'e
kadar degistigi aralikta, 100 Oznitelik i¢in bagarimin %98.21'e ulastigi goriilebilir. Bu
aralikta kullanilan 6znitelik sayis1 arttikca basariminda artmaktadir. Oznitelikler 101
ile 200 arasinda, smiflandirma dogrulugu %95,48 ve %100 arasinda degismektedir.
Sekil 4.18'den, elde edilen siniflandirma dogruluklarinin genellikle kabul edilebilir
diizeyde oldugunu ve %55.44 ile %91.65 arasinda degistigini tespit edilmistir.
Ozniteliklerin 0'dan 100'e kadar, 100 6zellik icin %91,18'e ulasmak icin Oznitelik
sayisiyla paralel olarak siniflandirma dogrulugunun arttigi goriilebilir. Ozniteliklerin
sayist 101 oldugunda ise siniflandirma basarimi aniden %86.36'ya diiser.
Ozniteliklerin sayis1 102'den 200'e kadar, eklenen ozniteliklerin siniflandirma

dogrulugu arttirmasi siirli olup 200 6znitelik i¢in %91,65'e basarima ulasilir.

44



Data Accurracy vs Number of Features Aviris 9 Class Case
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Sekil 4.19: 9 sinifli durum tim gorintd i¢in PCA-SVM simiflandirma basarimi

Sekil 4.19'dan elde edilen siniflandirma basarimlarimin %50.61 ile %87.26 arasinda
degistigini gorulmektedir. Ozniteliklerin sayis1 0 ile 100 arasinda, smiflandirma
basarimi %87,12'ye ulasmasi igin 0Oznitelik sayisinin 100'e ulagmasi gerekir.
Ozniteliklerin 101 olmas1 durumu igin, siniflandirma basarimi  %82.67'ye
diismektedir. Ozniteliklerin sayis1 102'den 200'e kadararttiginda &znitelik sayist 200
icin %87,26 siniflandirma basarimina ulasmak i¢in eklenmesi gereken 6znitelik

sayisi fazla olup goreceli olarak her eklenen 6znitelikten dolay1 artan bagsarim azdir.

Boylece oOnceki 17 ve 16 smifli durumlarigin egitim, test ve tim gorunti
deneylerinden elde edilen sonuglara gore, elde edilen siniflandirma bagariminin, 100
Oznitelik seviyesinde elde edildigi ve daha sonra eklenen 6zniteliklerin yeteri basari
artist getirmediginden 200 6znitelik yerine 100 6znitelik kullanimi yeterli olacaktir.

Ayrica, 100 temel bilesen ve 200 temel bilesen kullanilarak 9 siifli durum igin elde

edilen sonugclar sirastyla Sekil 4.20 ve Sekil 4.21'deki goriintii ile gosterilmistir.
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Classification result for 9 class case and 100 PCA features

Sekil 4.20: 1k 100 temel bilesen icin PCA-SVM smiflandirma sonucu

Classification result for 9 class case 200 features

Sekil 4.21: {1k 200 temel bilesen i¢cin PCA-SVM siniflandirma sonucu

9 sinifli durumda, siiflandirma basarim sonuglarinin iyi olmasi 9 sinifin istatistiksel
anlamli siniflardan olmasi yani istatistiksel olarak yeteri kadar oOrnege sahip
siniflardan olusmasidir. 9 sinifli durum igin elde edilen sonug sekilleri 16 ve 17
sinifli durum i¢in olanlarla karsilastirarak, 9 siifli durumda elde edilen basarimlarin
daha fazla oldugu soylenebilir. Bu durum 9 sinifli durumdaki smiflarin istatistiksel

anlamli olacak sayida yeteri 6rnege sahip olmasindan kaynaklanmaktadir.
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Sekil 4.22'deki grafikte 17, 16 ve 9 smifli durum i¢in elde edilen siniflandirma

basarimlar1 gosterilmektedir.
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Sekil 4.22: 17, 16 ve 9 smifli durum i¢in PCA-SVM simiflandirma basarimlarinin

karsilastirilmast

Sekil 4.22'de gosterilen sonuglar1 karsilastirirsak 17 ve 16 sinifli durumlara nazaran 9

sinifli durumda en yiiksek test bagariminin elde edildigi goriilebilir.

4.3.2 ISOMAP Yontemi

Bu boliimde elde edilen sonuglart ISOMAP boyut indirgeme ve KNN siniflandirma
yontemi kullanilarak elde edilmistir.
Hem test hem de tim gorintl basarimi i¢in 17 sinifli durumdan elde edilen sonuglar

sirastyla Sekil 4.23 ve Sekil 4.24'te gosterilmistir.
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Testing Accurracy vs Number of Features Aviris 17 Class Case
?4 T T T T T T T T T

e —————n i

72} e

1
?0-/W

Testing Accurracy
[=2] o] 8: =]
= v ] o

& g

e —

56 ' i i i I ' i i i
0 20 40 60 80 100 120 140 160 180 200

Number of Features

Sekil 4.23: 17 sinifli durumda test 6rnekleri i¢cin ISOMAP-KNN siniflandirma
basarimi

Sekil 4.23'ten, elde edilen siniflandirma basarimlarinin %57.59 ile 9%72.43 arasinda
degistigini tespit ettik. Ozniteliklerin sayis1 0 ila 100 arasinda, siniflandirma basarimi
50 6znitelik igin %71.87 ve 100 6znitelik icin %72.10 dir. Ozniteliklerin sayismnin
101'den 200'Une kadar degistigi durumda ise siniflandirma bagarim artisi géreceli

olarak diislik olmustur.

Data Accurracy vs Number of Features Aviris 17 Class Case
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Sekil 4.24: 17 smifli durumda tim goruntd icin ISOMAP-KNN simiflandirma
basarimi
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Sekil 4.24'ten ise tiim goriintii i¢in siniflandirma basarimlarimlarinin %40.51 ile
%75.07 arasinda degistigini gorilmektedir. Ozniteliklerin sayis1 0 ila 100 arasinda,
smiflandirma dogrulugu 50 6znitelik igin %56,69 ve 100 Oznitelik icin ise %56,96
olarak yavasca artar. Ozniteliklerin sayis1 100'den 200'e kadar oldugu durumlarda ise
smiflandirma basarim1 fazlaca degismeyip %56 civarinda bir siniflandirma
basariminda kalmistir.

50, 100 ve 200 ISOMAP'in 6znitelik olarak kullanilmasiyla 17 smifli durum igin elde
edilen sonuglar1 Sekil 4.25, 4.26 ve 4.27'de gosterilmektedir.

KNN Classification Result for 17 class case and first 50 Isomap features
L = | 25 T I

Sekil 4.25: 17 smifli durum ve ilk 50 ISOMAP 6znitelik i¢in KNN siniflandirma
sonucu

KNN Classification Result for 17 class case and first 100 Isomap features

I I L T =i

Sekil 4.26: 17 sinifli durum ve ilk 100 ISOMAP 06znitelik i¢in KNN siniflandirma
sonucu
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KNN Classification Result for 17 class case and 200 Isomap features

Sekil 4.27: 17 smifli durum ve ilk 200 ISOMAP 0Oznitelik igin KNN simiflandirma

sonucu

ISOMAP boyut indirgeme metodu PCA boyut indirgemesinde oldugu gibi 16 sinifli
AVIRIS veri kimesi icin de test edilmistir. Bu basarim analizi hem test hem de tim
goruntt i¢in smiflandirma sonuglart sirasiyla Sekil 4.28 ve Sekil 4.29'da

gosterilmistir.

Testing Accurracy vs Number of Features Aviris 16 Class Case
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Sekil 4.28: 16 sinifli durumda test 6rnekleri i¢cin ISOMAP-KNN siniflandirma
basarimi

Sekil 4.28'den, elde edilen siiflandirma basarimlarinin genellikle ¢ok iyi olmadigini
ve %64.53 ile %78.80 arasinda degistigini gortlmektedir. Ozniteliklerin sayis1 0'dan
94'e kadar, siniflandirma dogrulugu 50 Oznitelik igin %78,30'a, 94 Oznitelik igin ise
%78.51'e ulasmaktadir. Ozniteliklerin sayis1 94'den 200'e kadar, siniflandirma

basariminin artmadi ve sonug olarak %78'civarinda sabit kaldig1 goriilmektedir.

Data Accurracy vs Number of Features Aviris 16 Class Case
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Sekil 4.29: 16 sinifli durumda tiim goruntd icin ISOMAP-KNN siiflandirma
basarimi

Sekil 4.29'dan incelecegi gibi elde edilen siniflandirma basarim oranlarinin %51.66
ile %70.15 arasinda degistigini gortilmektedir. Ozniteliklerin sayis1 0'dan 94'e kadar,
simiflandirma basarimi 50 6znitelik icin %69.43, 94 oznitelik icin ise %69.81'e

ulagmaktadir.
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KNN Classification Result for 16 class case and first 50 Isomap features

Sekil 4.30: 16 sinifli durumda ilk 50 ISOMAP 0zniteligi i¢cin KNN siniflandirma
sonucu
Ozniteliklerin 94 ila 200 arasindaki ISOMAP 6zniteligi icin, siniflandirma basarimi
%69 ve %70 civarinda bir siiflandirma basariminda kalmustir.
Bu deney i¢in elde edilen sonuglar ilk 50, 94 ve 200 ISOMAP 0&zniteligi i¢in Sekil
4.30, 4.31 ve 4.32'de gosterilmistir.

KNN Classification Result for 16 class case and first 94 Isomap features

Sekil 4.31: 16 sinifli durumda ilk 94 ISOMAP 0Ozniteligi i¢in KNN smiflandirma

sonucu
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KNN Classification Result for 16 class case and 200 Isomap features

Sekil 4.32: 16 smifli durumda tim ISOMAP Ozniteligi i¢in KNN siniflandirma

sonucu

Elde edilen siniflandirma basarimlarini 17 ve 16 smifli durum igin karsilagtirirsak 16
smifli durumun basarimlarmin 17 sinifli durumun basarimlarindan daha iyi oldugu
ve bu durumun daha fazla siniflandirma hatasina neden olabilecek bir karigim tipi
olan bir arka plan siifini (birinci sinif) igermesiyle agiklayabilir.

ISOMAP boyut indirgeme yontemini kullanarak, hem test hemde tim gorintu
dogrulugu i¢in 9 smifli durumdan elde edilen sonuglar sirasiyla Sekil 4.33 ve Sekil
4.34'te gosterilmistir.

Testing Accurracy vs Number of Features Aviris 9 Class Case
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Sekil 4.33: 9 sinifli durumda test 6rnekleri igin ISOMAP-KNN siniflandirma
basarimi

Sekil 4.33'ten, elde edilen smiflandirma basarimlarimin genelikle iyi duzeyde
oldugunu ve %61.57 ile %83.33 arasinda degistigini tespit edilmistir. Ozniteliklerin
sayis1 0 ila 100 arasinda oldugunda, siniflandirma basarimi 50 6znitelik igin %82,56
ve 100 Oznitelik i¢in %82.85'c ulasmaktadir.

Ozniteliklerin sayis1 101 ile 200 arasinda oldugunda ise, siniflandirma basarimi %82
ve %83 civarinda fazla degismeden sabit kalmaktadir. Sekil 4.34'ten, elde edilen
simiflandirma basarimlarimin kabul edilebilir dizeyde oldugunu ve %53.71 ile
%77.30 arasinda degistigini gortlmektedir. Ozniteliklerin sayis1 0 ila 100 arasinda
oldugunda, siniflandirma basarimi 50 Oznitelik igin %76.36 ve 100 6znitelik icin
%76.86'ya ulasmaktadir. Ozniteliklerin sayis1 101'den 200'e kadar oldugunda,

siniflandirma basarimi %76'civarinda sabit kalmaktadir.

Data Accurracy vs Number of Features Aviris 9 Class Case
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Sekil 4.34: 16 sinifli durumda tiim goruntd icin ISOMAP-KNN siiflandirma
basarimlari

Sekil 4.35, Sekil 4.36 ve Sekil 4.37'de 9 siifli durum i¢in 50, 100 ve 200 ISOMAP

Ozniteligi kullanarak elde edilen sonuglar gosterilmistir.
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KNN Classification Result for 9 class case and first 50 Isomap features

Sekil 4.35: 9 siniflt durumda ilk 50 ISOMAP 0zniteligi icin KNN siniflandirma
sonucu

Yapilan deneylerden ISOMAP 6zniteliklerinin 50 civarit oldugunda siniflandirma
basariminin goreceli olarak yiiksek bir degere ulastigt ve daha sonra eklenen
ISOMAP 0zniteliklerinin elde edilen basarimi ¢ok fazla arttirmadigi goriilmektedir.
PCA ve SVM deneyinde ise ilk 100 PCA o6zniteliginin kullanilmasi gerektigi
sonucuna varilmisti. Burada ISOMAP-KNN ilk 50 o6znitelikte goreceli yuksek
basarima ulasirken PCA-SVM'de bu basarimin 100 6znitelikte ulasildigr diisiiniiliirse
ISOMAP'in hiperspektral veri icin PCA gruplama yonteminden daha fazla miktarda
sikistirdigt ve diisiik boyutlarda temsil edebildigi diisiiniilebilir.

KNN Classification Result for 9 class case and first 100 Isomap features

Sekil 4.36: 9 sinifli durumda ilk 100 ISOMAP 0zniteligi icin KNN siniflandirma
sonucu
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KNN Classification Result for 9 class case and 200 Isomap features

Sekil 4.37: 9 sinifli durumda ilk 200 ISOMAP 0zniteligi i¢cin KNN siniflandirma
sonucu

Sekil 4.38'de 17, 16 ve 9 sinifli durumlar igin test ve tiim goriintii siniflandirma
basarimlart ISOMAP boyut indirgeme ve KNN siniflandirmasi i¢in verilmistir.
Sonuglar karsilastirildiginda 16 ve 9 sinifli durumlarda elde edilen basarimin 17
simifli duruma gore daha iyi oldugu gorilmistiir. Bu surum 17 sinifli durumda
bulunan karisik tip sinif olan arka plan simifindan kaynaklandigi s6ylenebilir.

PCA'in boyut indirgeme ve SVM'in smiflandirma yontemi olarak kullanildig:
durumla ISOMAP'in boyut indirgeme ve KNN'n siniflandirma yontemi olarak
kullanildigr durumlar karsilastirildiginda ise PCA-SVM'in daha iyi sonu¢ verdigi
gorilmektedir. Bu durumun boyut indirgeme yonteminden mi yoksa siniflandirma
yonteminden mi kaynaklandigini anlamak icin ISOMAP-SVM deneyleri

tasarlanmustir.
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Comparison of the classification accuracies
between 17, 16 and 9 classes’ samples
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Sekil 4.38: 17, 16 ve 9 smifli durumlar icin ISOMAP-KNN smiflandirma

dogruluklarmin test 6rnekleri ve tim gorintd icin karsilastirilmasi

Bununla birlikte,

bu durum KNN yodnteminin model olusturmadan egitim

orneklerinin timund kullanarak karar vermesi durumuyla agiklanabilir. Bu nedenle

ISOMAP yontemini tekrar test etmek icin, asagidaki semalarda agiklandigi gibi,
KNN yerine SVM ile ISOMAP yontemini test etmek ISOMAP ve PCA gruplama

yontemleri arasinda yansiz kargilastirma yapmak igin gereklidir.

AVIRIS DATA

ISOMAP

SVM

Classification Accuracy

Sekil 4.39: ISOMAP ve SVM kullanarak veri siniflandirmasi
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Egitim, test ve tim gorintl dogrulugu icin 17 sinif 6rneklemi igin elde edilen

sonugclar sirasiyla Sekil 4.40, 4.41 ve 4.42'de gosterilmistir.

SVM Training Accuracy vs Number of Features Aviris 17 Class Case
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Sekil 4.40: 17 sinifli durumda egitim drnekleri igin ISOMAP-SVM siniflandirma
basarimi

Sekil 4.40'dan elde edilen sonuglara gore, egitim Ornekleri icin elde edilen
siniflandirma dogrulugu %55,24 ile %100 arasinda degismektedir. Ozniteliklerin
sayist 0'dan 103'e kadar olan bolgede, 80 6znitelik icin %99,94'e ve 103 Oznitelik
icin ise %100'e smiflandirma basarimina ulasmaktadir. Oznitelik sayis1 103'den
200'Une kadar degistiginde ise siniflandirma basarimi beklendigi sekilde %100

olarak sabit kalmaktadir.
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SVM Testing Accuracy vs Number of Features Aviris 17 Class Case
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Sekil 4.41: 17 siifli durumda test 6rnekleri icin ISOMAP-SVM siniflandirma
basari

Sekil 4.41'den elde edilen siniflama basarim oranlarinin %46.67 ile %76.15 arasinda
degistigi gorulmektedir. Ozniteliklerin sayis1 0'dan 103'e kadar, smiflandirma
basarimi 0znitelik sayisi arttik¢a artar, 80 Oznitelik icin %74.45 ve 103 6znitelik igin
%74.78 smiflandirma basarima ulasir. Siniflandirma basarimi 6znitelik sayis1 104 ile
200 arasinda degistiginde %74 - %76 civarinda ¢ok fazla degismeden biraz arttigi

gorulmektedir.

SVM Data Accuracy vs Number of Features Aviris 17 Class Case
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Sekil 4.42: 17 sinifli durumda tim gorinta icin ISOMAP-SVM  siniflandirma
basarimi
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SVM Classification Result for 17 class case and first 80 Isomap features

Sekil 4.43: ik 80 ISOMAP 0zniteliginin SVM simiflandirma sonucu

Sekil 4.42'den, elde edilen siniflandirma basarimlarmin kabul edilebilir dizeyde
oldugunu ve %45 ile %68 arasinda degistigini tespit edilmistir. Oznitelik sayis1 0'dan
103'e kadar degistiginde, 80 0znitelik sayisi i¢in %61.20 siniflandirma basarimina ve
103 Oznitelik icin ise %61.91'e ulasan smiflandirma basarimina ulasildigi
gorilmektedir. Ozniteliklerin 103'den 200'e kadar, arttiginda ise smmiflandirma
basariminin ¢ok fazla artmadigi belirlenmistir.

Sekil 4.43, Sekil 4.44 ve Sekil 4.45' te, elde edilen sonuclar. 80, 103 ve 200 ISOMAP

Ozniteligi ve 17 sinifli durum igin gosterilmektedir.
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SVM Classification Result for 17 class case and first 103 Isomap features

Sekil 4.44: 1lk 103 ISOMAP 06zniteligi icin SVM siniflandirma sonucu

SVM Classification Result for 17 class case and 200 Isomap features

Sekil 4.45: 1k 200 ISOMAP 06zniteligi icin SVM siniflandirma sonucu

ISOMAP boyut indirgeme yontemini kullanarak, egitim, test ve tiim gorintu
ornekleri i¢in siniflandirma basarimi sirastyla Sekil 4.46, Sekil 4.47 ve Sekil 4.48'de

gosterilmistir.
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SVM Training Accuracy vs Number of Features Aviris 16 Class Case
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Sekil 4.46: 16 sinifli durumda egitim verisi i¢in ISOMAP-SVM siiflandirma
basarimi

Sekil 4.46'dan, 16 smifli durum igin elde edilen ISOMAP-SVM siniflandirma
basarmmlarinm %62 ile %100 arasinda degistigi gortlmektedir. Ozniteliklerin sayis1 0
ile 95 arasinda oldugunda, siniflandirma basarimi ilk 50 ISOMAP 06zniteligi icin
%99,92'ye ve 95 Ozniteligi i¢in ise %100 basarima ulasmaktadir.

SVM Testing Accuracy vs Number of Features Aviris 16 Class Case
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Sekil 4.47: 16 sinifli durumda test 6rnekleri icin ISOMAP-SVM siniflandirma
basarimi

Sekil 4.47'den, elde edilen siniflandirma basarimlarinin genel olarak kabul edilebilir

oldugunu ve %49 ile %79 arasinda degistigini tespit edilmistir. Ozniteliklerin 0'dan
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95'ine kadar olan bolgede, siniflandirma dogrulugu, ilk 50 ISOMAP 6zniteligi igin
%78,97'ye ve ilk 95 ISOMAP Ozniteligi igin ise %79.03'e ulastigi goriillmektedir.
Oznieliklerin sayis1 96 ile 200 arasindaki bolgede ise, smiflandirma dogrulugu
%77'ye diismektedir.

SVM Data Accuracy vs Number of Features Aviris 16 Class Case
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Sekil 4.48: 16 sinifli durumda tiim gorunti igin ISOMAP-SVM siniflandirma
basarimi

SVM Classification Result for 16 class case and first 50 Isomap features

Sekil 4.49: ik 50 ISOMAP 6zniteligi icin SVM smiflandirma sonucu
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Sekil 4.48'den elde edilen siiflandirma dogruluk oranlarinin %46 ile %71 arasinda
degistigini gorulmektedir. Ozniteliklerin 0'dan 95 adet oldugu bélgede, 50 6znitelik
icin %70'e ve ilk 95 Oznitelik icin ise %71.23'e ulasmaktadir. Ozelliklerin sayisinin
95 ile 200 arasinda degistigi bolgede ise, smiflandirma basarimi %69'a diiser. Sekil
4.49, 4.50 Sekil ve Sekil 4.51'de elde edilen siniflandirma sonuglari ilk 50, 95 ve 200

ISOMAP 6zniteligi i¢in verilmektedir.

SVM Classification Result for 16 class case and first 95 Isomap features
l--_I -

Sekil 4.50: Ik 95 ISOMAP 6zniteligi i¢in SVM siiflandirma sonucu

SVM Classification Result for 16 class case and 200 Isomap features

Sekil 4.51: Ik 200 ISOMAP 6zniteligi i¢in SVM siniflandirma sonucu
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ISOMAP boyut indirgeme yontemini kullanarak, egitim, test ve tiim gorintu
basarimi1 9 sinifli durum igin sirasiyla Sekil 4.52, Sekil 4.53 ve Sekil 4.54'te

gosterilmistir.

SVM Training Accuracy vs Number of Features Aviris 9 Class Case
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Sekil 4.52: 9 sinifli durum igin egitim 6rnekleri ISOMAP-SVM smiflandirma
bagarimi

SVM Testing Accuracy vs Number of Features Aviris 9 Class Case
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Sekil 4.53: 9 sinifli durum igin test 6rnekleri ISOMAP-SVM smiflandirma bagarimi

Sekil 4.52'den, elde edilen egitim Ornekleri siniflandirma basarimlarinin %48 ile
%100 arasinda degistigini gorilmektedir. Ozniteliklerin sayis1 0 ila 100 arasinda
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oldugu bolgede, smiflandirma basarimi %100°e¢ ilk 80 ISOMAP Ozniteligiyle
ulasilmaktadir.

Sekil 4.53'ten, elde edilen test drnekleri simiflandirma basarimlarinin %55 ile %85
arasinda degistigini tespit edilmistir. Ozniteliklerinin sayisinin 0 ila 100 arasinda
oldugu bolgede, smiflandirma basarimi ilk 80 ISOMAP 6zniteligi icin %84.43 ve ilk
100 Ozniteligi igin ise %84.85'e ulagmaktadir.

Ozniteliklerinin 100 ile 200 arasinda oldugu bélgede ise, siniflandirma basarimi %84

ve %85 civarinda kalmaktadir.

SVM Data Accuracy vs Number of Features Aviris 9 Class Case
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Sekil 4.54: 9 sinifli durumda tiim gorinta icin ISOMAP-SVM siniflandirma
dogrulugu

Sekil 4.54'ten, elde edilen siniflandirma basarimlarinin %50 ile %79 arasinda
degistigini tespit edilmistir.

Ozniteliklerin sayis1 0 ila 100 arasinda, smiflandirma basarimi ilk 80 ISOMAP
Ozniteligi igin %78,37'ye ve ilk 100 Ozniteligi igin ise %78,79'a ulagsmaktadir.
Ozniteliklerin sayist 102 ve 200 arasinda oldugu bolgede smiflandirma basarmm
artmamuistir.

Sekil 4.55, Sekil 4.56 ve Sekil 4.57'de, elde edilen sonuglari. 9 sinifli durum igin ilk
80, 100 ve 200 ISOMAP ozniteligi i¢in SVM siniflandirma sonug¢ goriintiileri

gOsterilmistir.
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SVM Classification Result for 9 class case and first 80 Isomap features

Sekil 4.55: Ik 80 ISOMAP 6zniteligi i¢in SVM siniflandirma sonucu

SVM Classification Result for 9 class case and first 100 Isomap features

Sekil 4.56: Ik 100 ISOMAP 6zniteligi i¢in SVM siniflandirma sonucu

Sekil 4.57'de test drnekleri icin KNN ve SVM siiflandirma yontemlerinin ISOMAP
Ozniteliklerindeki basarimlar1 17, 16 ve 9 smifli durum i¢in gosterilmistir.
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SVM Classification Result for 9 class case and 200 Isomap features

Sekil 4.57: Tk 200 ISOMAP 6znitelikleri i¢in SVM siniflandirma sonucu

Comparison of the classification accuracies
between SVM and KNN for test data
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Sekil 4.58: Test verileri i¢in SVM ve KNN arasindaki siniflandirma basarimlarinin

karsilastirilmast

Bu sonuclan karsilastirarak, ISOMAP ile kombine edilmis SVM simiflandiric ile
elde edilen smiflandirma sonuglarinin, ISOMAP ile birlestirilmis KNN simiflandirict

ile elde edilen sonuglardan daha yiiksek oldugunu gorulebilir. Bu, SVM'nin
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hyperspektral verilerde KNN'ye gore daha giirbiiz bir algoritma olmasiyla

agiklanabilir.

Boyut indirgeme tekniklerini PCA-SVM ve ISOMAP-SVM yodntemlerinin

karsilastirilmast yerinde olur.

Sekil 4.59'da PCA-SVM ve ISOMAP-SVM yontemleri 17,16 ve 9 smifli durum igin

karsilastirilmistir.

Comparison of the classification accuracies
between ISOMAP and SVM combined with
SVM
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Sekil 4.59: PCA-SVM ve ISOMAP-SVM yontemlerinin karsilastirilmasi

Bu sonuglar karsilastirarak, PCA ile kombine edilmis SVM smiflandirict ile elde
edilen smiflandirma sonuglarmin, 17,16 ve 9 siif 6rnekleri igcin SVM ile birlikte
kullanilan ISOMAP ile elde edilen sonuglardan daha yiiksek oldugunu
gorilmektedir. Dolayisiyla, PCA bant gruplama'nin performansinin, veri
siniflandirmasi alaninda ISOMAP'In performansindan daha yiiksek oldugu sonucuna
varabiliriz. Bununla birlikte ISOMAP'inde performansini arttirmak igin band
gruplama  yontemiyle uygulanmast ISOMAP  basarimlarim1  arttiracagi

distiniilmektedir.

Farkli deney sonuglarin1 karsilastirmak igin, test ornekleri icin 17, 16 ve 9 sinifli

durumlarda kullanilan farkli yontemleri ayr1 ayr1 karsilastirilmistar.
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Sekil 4.60, 17 smifinli durumda PCA-SVM, ISOMAP-KNN ve ISOMAP-SVM

farkli yontemleri arasinda bir karsilagtirma verilmektedir.

Comparison of the classification accuracies for 17 class’s
samples
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Sekil 4.60: 17 siifli durumda test Ornekleri smiflandirma basarimlarinin

karsilastirilmasi

Sekil 4.60'dan, en iyi sonucun, %80.52 ile PCA-SVM kombinasyonu ile elde
edildigini, ayrica ISOMAP-SVM kombinasyonunun ISOMAP-KNN'den daha iyi bir
sonug verdigini goriiyoruz. Bu nedenle, 17 sinif 6rneginde, ¢aligmamizda kullanilan
en iyi boyut azaltma yonteminin PCA band gruplama yontemi oldugu ve en iyi
siiflandirma yonteminin SVM oldugu sonucuna varabiliriz. Sekil 4.61, 16 smifl
ornekleri icin PCA-SVM, ISOMAP-KNN ve ISOMAP-SVM farkli yontemleri

arasinda bir karsilastirma sunar.
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Comparison of the classification accuracies for 16 class’s
samples
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76
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PCA-SVM ISOMAP-KNN ISOMAP-SVM

W 16 class

Sekil 4.61: 16 smifli durumda test Ornekleri i¢in siniflandirma basarimlarinin

karsilastirilmast

Sekil 4.61'den ve 16 sinifli durumda en iyi sonucun PCA-SVM kombinasyonu ile
%85.95 ile elde edildigini, ayrica ISOMAP-SVM kombinasyonunun ISOMAP-
KNN'den daha 1y1 bir sonug verdigini goriiyoruz.

Bu nedenle, 16 smif Orneginde, calismamizda kullanilan en iyi boyut azaltma
yonteminin PCA band gruplama yontemi oldugu ve en iyi siiflandirma yonteminin
incelenen smiflandirma yontemleri dahilinde SVM oldugu sonucuna varabiliriz.
Sekil 4.62, 9 sinifli durum igin PCA-SVM, ISOMAP-KNN ve ISOMAP-SVM

yontemleri arasinda bir karsilagtirma sunmaktadir.
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Comparison of the classification accuracies for 9 class’s
samples

PCA-SVM ISOMAP-KNN ISOMAP-SVM

W9 class

Sekil 4.62: 9 siifli durumda test ornekleri i¢in siiflandirma basarimlarinin

karsilastirilmast

Sekil 4.62'den ve 9 sinifli durumda en iyi sonucun PCA-SVM kombinasyonunun
%91.61 ile elde edildigini, ayrica ISOMAP-SVM kombinasyonunun ISOMAP-

KNN'den daha iyi bir sonug verdigini goriiyoruz.

Bu nedenle, 9 sinifli durumda caligmamizda kullanilan en iyi boyut azaltma

yonteminin PCA bant gruplama yontemi oldugu ve en iyi simiflandirma yonteminin

ise SVM oldugu sonucuna varabiliriz.

Ozetlemek gerekirse:

16 smifli durumda elde edilen smiflandirma basarimi sonuglari, 17 smifli
durumda elde edilen siniflandirma sonuglarindan daha iyidir.

9 simfli durumda elde edilen sonuglar, 16 smifli durumda elde edilen
sonuclardan daha iyidir.

SVM smiflandirici ile elde edilen sonuglar KNN siniflandirici ile elde edilen
sonuglardan daha iyidir.

Boyut indirgeme teknigi olarak PCA bant gruplama kullanilarak elde edilen
sonuglar, boyut indirgeme teknigi olarak ISOMAP kullanilarak elde edilen
sonuclardan daha iyidir. Bununla birlikte ISOMAP boyut indirgeme yontemi
PCA'daki gibi bant gruplama yoOntemiyle uygulanarak basariminin

arttirilabilecegi 6ngoriilmektedir.
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5. SONUCLAR VE ONERILER

Boyut kiicultme ve hiperspektral veri goruntiileme sistemleri yakin gegmiste ¢esitli
aragtirma uzmanlarindan ve kurumlardan biiyiik ilgi gérmiistiir. Bu tez hiperspektral
veri siniflama sistemlerinde boyut indirgemenin etkisini analiz etmektedir. Iki farkl
teknige dayanan hiperspektral verilerdeki boyut kiigiiltme g¢alismalari, PCA bant
gruplama ve ISOMAP yontemleriyle uygulanmistir. Daha sonra Destek Vektor
Makinesi (SVM) ve K en yakin komsular1 (KNN) olan iki temel veri siniflandirma

yontemini uygulanmustir.

Iyi bilinen hiperspektral verilerden olan AVIRIS Indian Pines kullanilarak,
smiflandirma yontemi olarak SVM'nin ve boyut indirgeme teknigi olarak PCA bant
gruplama'nin etkinligi tezin 4. Bolimiinde dogrulanmis olup, SVM'nin 6nceki
caligmalarla  karsilastirildiginda ¢ok  kabul  edilebilir  sonuglar  verdigini

gostermektedir.
Ileride yapilmasi planlanan ¢alismalar olarak:

1. ISOMAP boyut indirgeme yonteminin PCA gibi band gruplama teknigi ile
kullanilmasinin  ISOMAP’in  smiflandirma  yontemlerindeki  basariminm

arttirabilecegi ongoriilmektedir.

2. Yontemimizi farkli hiperspektral goriintiilerede uygulayarak sonuglarin

gegcerliligini test edilebilir.

3. Ayrica literatiirde kullanilan diger boyut indirgeme tekniklerini test etmeyi

Oneriyoruz.
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