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VERI MADENCILIiGI YONTEMIYLE RUZGAR ENERJI
POTANSIYELININ iINCELENMESI

OZET

Riizgar enerjisi, giivenilir ve uygun maliyetli elektrik saglama kapasitesi
nedeniyle 6nde gelen yenilenebilir enerji kaynaklari arasinda yer almaktadir.
Riizgar enerjisi donilisim sistemlerinin karmagikligi, ileriye doniik analizlere
dayal1 yeni tekniklerin gelistirilmesini zorunlu kilmaktadir. Bu ¢alismada, Yapay
Sinir Aglar1 (YSA) yontemi kullanarak Canakkale ili Baba Burnu bdlgesinde
2001, 2002 ve 2003 yillarina ait riizgar enerji potansiyelinin hesaplanmasina
yonelik, rizgar siddeti tahmini ile ilgili bir c¢alisma yapilmis ve gelecekte
Canakkale Baba Burnu civarinda riizgar enerjisi iiretimine yonelik 6n bilgi elde
edilmistir. Arastirma ¢alismasi sonucunda, YSA model ¢iktilar1 ile gozlenen
riizgar siddeti degerleri arasindaki iliski katsayisinin %91 oldugu, a=0,001 giiven
seviyesinde anlamli bir iligki bulundugu saptanmistir. 2003 test donemi igin ANN
modelinin basaris1 irdelenmis, 10 m yiikseklikte riizgar siddeti tahmini ile ilgili
RMSE 2,12m/s ve MSE, 4,12 olarak hesaplanmistir. Arastirma sonucunda,
gbézlem ve model sonuglart arasinda yeterli bir uyum oldugunu gostermektedir.
Rastgele Orman ve Karar Agaclart yontemlerine gore tahmin sonuglar
hesaplanmig, {ic yontemin basari performanslari karsilastirilmistir. RMSE ve
MSE degerleri Karar Agaglar1 yontemine gore 2,02m/s ve 4,08 olarak
belirlenmistir. Benzer hata degerleri Rastgele Orman yontemine gore sirasi ile
2,13m/s ve 4,56m/s olarak saptanmistir. Ug tahmin ydnteminin genel olarak
karsilagtirilmasindan, riizgar siddetinin ve enerji potansiyelinin zamansal
degisiminin tahmininde her {i¢ yOntemin basar1 oranlarinin birbirine yakin
oldugu, ancak, Yapay Sinir Aglar1 Yonteminin basart performansinin diger iki

yonteme gore %4 daha yiiksek oldugu saptanmistir.

Anahtar Kelimeler: Riizgar Enerjisi, Yapay Sinir Aglari, Karekok Hata,

Ortalama Karekok Hata, Karar Agaci, Rastgele Orman.



INVESTIGATION OF WIND ENERGY POTENTIAL BY DATA
MINING METHOD

ABSTRACT

Wind energy is among the leading renewable energy sources due to its
capacity to provide reliable and cost-effective electricity. The complexity of wind
energy conversion systems necessitates the development of new techniques based
on forward-looking analysis. In this study, a study was carried out to calculate the
wind energy potential for the years 2001, 2002 and 2003 in the Baba Cape region
of Canakkale by using Artificial Neural Networks (ANN) method, and
preliminary information about wind energy production around Canakkale Baba
Cape in the future was obtained. has been done. As a result of the research study,
it was determined that the correlation coefficient between the ANN model outputs
and the observed wind intensity values was 91%, and there was a significant
relationship at the 0=0.001 confidence level. The success of the ANN model for
the 2003 test period was examined, and the RMSE was calculated as 2.12m/s and
the MSE as 4.12 for the wind force prediction at 10 m height. As a result of the
research, it shows that there is a sufficient agreement between the observation
and model results. The estimation results were calculated according to the
Random Forest and Decision Tree methods, and the success performances of the
three methods were compared. RMSE and MSE values were determined as
2.02m/s and 4.08 according to the Decision Trees method. Similar error values
were determined as 2.13m/s and 4.56m/s, respectively, according to the Random
Forest method. Comparing the general comparison of the three estimation
methods, the success performance of the Artificial Neural Networks was found to
be 4% higher than the other two methods in estimating the temporal variation of
wind intensity and energy potential.

Keywords: Wind energy, Artificial Neural Network, Root Square Error, Root
Mean Square Error of Approximation, Decision Tree, Random Forest
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I. GIRIS

Giinlimiiz enerji ihtiyacinin biiylik bir kismini petrol, dogalgaz ve komiir
gibi fosil yakitlar olusturmaktadir. Ancak bu enerji kaynaklarinin tiikkenmesi ve
cevreye verdikleri zararlar nedeniyle yenilenebilir enerji kaynaklarina olan ilgi
her gecen giin artmaktadir. Artan enerji talebine ek olarak, petrol ve dogal gaz
gibi fosil yakitlarin tiretiminin gevresel etkileri (Moss, 2010; Robertson ve
Krauss, 2010) ozon tabakasinin incelmesi ve asir1 karbondioksit tiikketimi (Olah,
Goeppert, ve Prakash, 2009) fosil yakitlarin ¢evreye verdigi baglica zararlardir.
Bu zararlar1 6nlemek ve iklim degisikligini onlemek icin yenilenebilir enerji
kaynaklarina yapilan yatirimlar her gecen giin artmaktadir. Yenilenebilir enerji
kaynaklar1 arasinda yer alan gilines, riizgar, hidro ve jeotermal enerji kaynaklari,
cevreye verdigi zararin minimum diizeyde olmasi ve kolay iiretimi nedeniyle

diinyada yaygin olarak kullanilan alternatif, ¢evre dostu enerji kaynaklaridir.

Riizgar enerjisi  iiretimi, riizgarin  kinetik  enerjisinin  elektrige
dontistiiriilmesi  ilkesine  dayanmaktadir. Bu amagla riizgar tirbinleri
kullanilmaktadir. Riizgar enerjisi potansiyeli agisindan Tiirkiye, Irlanda, ispanya
vb. diger yenilenebilir kaynaklarla karsilastirildiginda, Ulkeler enerji
potansiyeline sahiptir (Tolun ve ark, 1995). Tiirkiye enerji ihtiyacin1 genel olarak
fosil yakitlardan karsilamaktadir. Tiirkiye'nin petrol ve dogalgaz gibi sinirh
yeralt1 kaynaklari, iilke ekonomisinin enerjide disa bagimli hale gelmesine neden
oluyor. Sonug olarak, artan enerji talebini ve ekonomik bagimliligi azaltmak i¢in
yenilenebilir enerji yatirimlar: verimli bir sekilde kullanilmalidir. Ayrica maliyeti
disiirmek ve c¢evreye verilen zarari en aza indirmek i¢in yenilenebilir enerji
tiretiminin arttirilmasi gerekmektedir. Bu ihtiyaglarin karsilanmasi i¢in devreye
alinan santrallerin artmasi ile Tirkiye'de bugiinkii riizgar enerjisi stoku yaklagik
11 GW'a ulagsmistir. 2023 yilina kadar riizgar enerjisi kapasitesinin 20 GW'a
ulasmasi beklenmektedir (Erdemir ve ark, 2021; Ilkilig, 2016).



Yenilenebilir enerji kaynaklarinin yayginlastirilmasi ile karbondioksit (C0,)
emisyonlarin1 2050 yilina kadar %70 oraninda azaltmak i¢in kiiresel bir hareket
baslatilmistir. Verimlilik analizleri ve ¢esitli uygulamalarda yeni teknolojiler en
onemli konularin basinda gelmektedir. Kentlesme genisledikge, sehirler ve hatta
binalar ic¢in yerel enerji verimliligi standartlarin1 diizenleyen entegre yeni enerji
sistemlerine yonelik 6nemli bir talep olusmaktadir. Binalarin enerji kullanimini
azaltmak icin kentsel planlama esastir. Tiirkiye, stratejik yesil enerji planlarina
dayanarak 34 GW hidroelektrik, 20 GW riizgar enerjisi, 5 GW giines enerjisi ve 1
GW jeotermal veya biokiitle enerjisi insa etmeyi planlamaktadir. Bu stratejiye
dayali olarak, 2023 yilina kadar Tiirkiye'nin toplam enerji talebinin yaklagik
%30'unun yenilenebilir enerji kaynaklarindan karsilanmasi hedeflenmektedir

(Erdemir ve ark., 2021).

Bilindigi iizere siirdiiriilebilir enerji kaynaklarinin en 6nemlilerinden biri
riizgardan elde edilen enerjidir. Riizgar tiirbini kurulmasi planlanan bdlgelerde
riizgar enerjisi doniigiim sistemlerinin verimliliginin artirilmasi ve ekonomik
olarak faydali olabilmesi i¢in On analizler, istatistiksel yorumlar ve riizgar
siddetinin belirlenmesi 6nemli faktorlerdir. Riizgar enerjisi gliniimiiziin en dnemli

yenilenebilir enerji kaynaklarindan biridir.

Rizgar enerjisi performansinin tahmini karmasik topografyaya sahip
bolgelerde, dinamik 6zelliklerden dolayr zor tahmin edilebilmektedir. Riizgar
enerjisi piyasasi katilimcilari, riizgar ciftligi sahipleri ve operatorler, bakim
ekipleri vb. icin etkili planlama esastir. Ornegin, enerji tedarikcileri, enerji
depolama sistemlerini géz Onunde bulundurarak veya tahmini riizgar enerjisi
{iretimi ve talebini koordine ederek asir1 iiretimi dnleyebilir. Ureticiler elektrik

piyasalarina teklif vermek i¢in stratejiler benimseyebilirler.

Riizgar siddeti, riizgar tirbinlerinin islevi i¢in Onemli bir parametredir.
Riizgar hiz1 tahmini i¢in en 6nemli modeller, sayisal hava tahmini (SHT) gibi
fiziksel yontemlerdir; 6rnegin, ARIMA modelinin en popiiler oldugu istatistiksel
yontemler; en popllerleri yapay sinir aglarina (YSA) dayali olan akilli modeller
ve farkli algoritma tiirlerini birlestiren hibrit tahmin modelleri bunlar arasinda
sayilabilir. Fiziksel yaklagimlardan elde edilen uzun vadeli riizgar siddeti tahmin
calismalar1 biliylilk onem tasimaktadir. Riizgar siddeti kisa vadeli tahmini,

istatistiksel yaklagimlar ve yapay zeka modelleri ile daha kolay ve daha giivenilir
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hale getirilmektedir. Olusan belirsizlikleri belirlemek ve diger tahmin araliklarini
6lgmek icin (Quan, Srinivasan ve Khosravi, 2014) tarafindan sinir ag1 tabanli bir
yontem gelistirilmistir. Daha sonra bulunan bu tahminlerle ilgili belirsizlikler
(Ak, Vitelli ve Zio, 2015) tarafindan MLP (¢ok katmanli algilayic1) kullanilarak
yeniden  Olgiilmistir. Cizelge 1°de, farkli donemlere gore yapilan tahmin

caligsmalari, zaman araliklar1 siniflandirmistir.

Cizelge 1. Zaman araliklarina gore riizgar siddeti tahmini

Zaman Aralik

Cok kisa siire 30dk

Kisa siire 30dk-6saat
Orta sure 6 saat-1 gln
Uzun slire 1gun-1 hafta

Kaynak: (Lawan, Abidin, Chai, Baharun ve Masri, 2014)

Dalgacik tabanli aglar1 ve parcacik siirlisii optimizasyonunu kullanilarak,
onemli hesaplama c¢abasiyla da olsa, bir MLP kullanmaktan daha dogru sonuglar

elde edilmistir ( PES, 2007).

Pourmousavi ve ark., (2011) tarafindan MLP'nin Markov zincirleriyle
birlestirilmesi Onerilmistir. Bu strateji, tahmin hatalarim1 ve belirsizlikleri makul
bir hesaplama maliyetiyle azaltmaktadir. Metodoloji bu nedenle ¢evrimigi

calismalarda uygulanabilir.

Bu arastirma calismasinda, riizgar enerji potansiyeli, kullanilan teknolojiler
ve Tiirkiye’de ve diinyada riizgar enerjisinin durumu incelenmistir. Daha sonra
Canakkale ilinin Babakale Koyt igerisinde yer alan Baba Burnu Bdlgesinde
yapay sinir aglar1 (YSA) modeli kullanilarak riizgarin siddeti, yonii, ortalama yer
seviyesinden 10m yukarida hava sicaklii, degerleri goz Oniline alinmis ve

gelecekte o bolgedeki riizgar siddeti/enerjisi potansiyeli tahmin edilmistir.

Sekil 1’de Tiirkiye genelinde yer seviyesinden 100 m yukarida yillik
ortalama riizgar siddeti degerlerinin degisimi goriilmektedir. Genel olarak
Tiirkiye’nin batist ve giineyinin yiiksek riizgar siddetine, riizgar enerji

potansiyeline sahip oldugu belirtilebilir.



Sekil 1. Tirkiye yillik ortalama riizgar siddeti
Kaynak: (URL7-REPA-TUrkiye, 26.09.2022)

Yenilenebilir Enerji Genel Miidiirliigii tarafindan yayinlanan REPA'ya gore,
Canakkale ilinin rlizgar potansiyeli haritas1 Sekil 2°de gosterilmistir. S6z konusu
kaynaga gore Canakkale, riizgar siddeti ve enerji potansiyel agisindan en yiiksek

degere sahip ildir.

Riizgar Hizi
(m/s)
. 2
35
4
45
s
55
5
65

| 7
75
L]
85
L]
N ss
N 10

Sekil 2. Canakkale ilinin riizgar siddeti degisimi

Kaynak: (URL8-Canakkale-REPA, 26.09.2022)



Sekil 1 ve 2, inceleme bolgesi 100 m civarinda yiiksekte riizgar siddetinin
ayrintili degisimini gostermektedir. Ozellikle bdlgenin batisini yiiksek enerji

potansiyeline sahip oldugu vurgulanabilir.



II. LITERATUR TARAMASI

Kaotik faz uzaymin yeniden yapilandirilmasina ve SHT genel regresyonu
SA (sinir aglar1)'ye dayanan bir hibrit model (Gao, Dong, Liao ve Gao, 2013)
tarafindan sunulmustur. Bu strateji, hatali meteorolojik verilerin etkisini azaltir.
Yukaridaki model ¢alismalari, YSA'lar1 ile birlikte hibrit modellerin son derece
kisa vadeli riizgar siddetini tahmin etmek i¢in daha iyi sonuglar verdigini

gostermistir.

Li ve ark., (2011) kisa vadeli tahminle ilgili olarak, 1 saat sonrasina ait
tahminler icin BPNN (geri yayilma sinir ag1) ve RBFNN (radyal tabanli sinir ag1)
calismiglardir. Bu ¢alisma, tiim durumlarda en iyi sonuglar1 saglayan baska bir

YSA yontemi olmadigi sonucuna varmaktadir.

Palomares ve ark., (2014) tarafindan gelistirilen BPNN’in 1 saat sonrasina
ait tahminler i¢in de kullanilabilir oldugunu gostermislerdir. Bu yontem, kalicilik
modelinin sonuglarini iyilestirmis ve gelencksel tarimsal 6l¢iimlerden elde edilen
verilerin, kabul edilebilir sonuglarla riizgar siddetini tahmin etmede faydah

olabilecegini gostermistir.

Philippopoulos ve Deligiorgi (2012), son derece karmasik araziye sahip bir
kiy1 alani icin ileri beslemeli bir YSA yaklagimi 6nermistir. YSA'larin riizgarin
topografyaya bagl olarak kararsiz 6zelliklerini hesaba katma yetenegi nedeniyle

bu modelin dogru oldugunu kanitlamiglardi.



111.YONTEM VE VERI

A. Inceleme bolgesi ve veri

Hem Avrupa hem de Asya kitasinda yer alan Canakkale ili 9.933 km? bir
alana sahiptir. Marmara Bolgesi'nin en bati ucunda yer alan Canakkale ili gerek
kendi dinamikleri gerekse bulundugu bolge nedeniyle enerji tiikketimi en yiiksek
olan illerden biridir. Baba Burnu Anadolu'nun en bati ucunda, Ege Denizi'nde yer
almaktadir. Koordinatlar1 39° 28' 45" kuzey enlemi, 26° 03' 50" dogu boylamidir.
Inceleme bolgesinin deniz seviyesinden ortalama yiiksekligi 3m ile 275m
arasinda Tiirkiye’nin kurulu riizgar giicii 48 ildeki santrallerle yaklasik 11 bin
MW’a ulagmis bulunmaktadir. Tiirkiye'nin mevcut kurulu elektrik giicii 100 bin
334 MW’a, riizgar enerjisinin pay1 da %10,8'e yiikselmistir. Tiirkiye'de en yiiksek
riizgar enerji kapasitesi bulunan 5 il izmir, Balikesir, Canakkale, Istanbul ve

Manisa olarak siralanmaktadir, (URL1-URL3, 2022).

Tirbililans, sicaklik, nem ve diger degiskenleri izlemek i¢in riizgar
tiirbinlerinin igine ¢ok ¢esitli sensorler yerlestirilmistir. Tiim degiskenler, veri
toplama sistemleri ile kaydedilmektedir. Saglanan verilerden en fazla bilgiyi elde
etmek icin veri igsleme algoritmalarina ihtiya¢ vardir. Cok biiyiik miktarda veriyi
degerlendirme kapasitesi nedeniyle, makine 68renimi algoritmalar1 yaygin olarak
kullanilmaktadir ve YSA en ¢ok kullanilan yontemlerden biridir (Marugéan ve
ark., 2018) .

Makine Ogrenmesi algoritmalarini kullanarak zaman serisi tahmini son
zamanlarda popiilerlik kazanmistir. Rastgele orman, zaman serisi tahmininde
uygulanan bir makine 6grenme algoritmasidir; ancak, tahmin 6zelliklerinin ¢ogu
kesfedilmemis olarak kaldi. Burada, optimal bir tahmin degiskenleri seti 6nermek
icin iki biiyiik kisa zaman serisi veri setini kullanarak tek adimli tahminde
rastgele ormanlarin performansint degerlendirmeye odaklaniyoruz. Ayrica
performansini kiyaslama yoéntemleriyle karsilastiriyoruz. Ilk veri seti, cesitli

Otoregresif Kesirli Entegre Hareketli Ortalama (ARFIMA) modellerinden 16.000



simiile edilmis zaman serisinden olusur. ikinci veri seti, 135 yillik ortalama
sicaklik zaman serisinden olugsmaktadir. RO'nin en yiiksek tahmin performansi,
disiik sayida nihai gecikmeli tahmin degiskeni kullanildiginda gézlemlenir. Bu
sonug, daha yiiksek tahmin dogrulugu elde etme olasiligr ile ilgili gelecekteki

uygulamalarda faydali olabilir (Tyralis ve Papacharalampous, 2017).

Karar agaci siniflandiricilari, siniflandiricilarin veri siniflandirma temsilinin
en iyi bilinen yOntemlerinden biri olarak kabul edilir. Cesitli alanlardan ve
gecmislerden farkli arastirmacilar, bir karar agacint mevcut olanlardan genisletme
sorununu ele aldilar. Makine caligmasi, desen tanima ve istatistik gibi veriler.
T1ibbi hastalik analizi, metin siniflandirmasi gibi ¢esitli alanlarda, Kullanici akill
telefon siniflandirmasi, resimler ve daha birgok Karar agaci siniflandiricist birgok
yonden Onerilmistir. Bu makale, karar agaglarina ayrintili bir yaklasim saglar.
Ayrica kullanilan algoritmalar/yaklasimlar gibi kagit o6zellikleri, veri setleri ve
elde edilen sonuglar kapsamli bir sekilde degerlendirilir ve Ozetlenir. Ayrica,
analiz edilen tiim yaklasimlar, yazarlarin temalarin1 gostermek ve en dogru
siniflandiricilart  belirlemek i¢in tartisildi. Sonu¢ olarak, farkli tiirlerin
kullanimlar1 veri kiimeleri tartisilir ve bulgulart analiz edilir (Charbuty ve

Abdulazeez, 2021).

Tiirkiye geneli riizgar siddeti degisim haritasindan da goriildiigii gibi, en
yuksek riizgar potansiyeli kaynaklar1 Tiirkiye’nin en bati kiyilarinda Marmara
denizi cevresinde ve Antakya cevresinde gortlmektedir. Turkiye'nin rizgar
potansiyeli haritasinda da gosterildigi gibi, Marmara ve Ege bolgelerindeki riizgar
siddeti diger bolgelere gore daha fazladir. Bu nedenle riizgar santralinden
toplanacak enerji miktarinin saptanmasinda riizgar potansiyeli hesaplar1 esas
alinmaktadir. Kapasite faktorii, RES'in konuslandirilacagi yerlerin saptanmasi,
yatirnm yapmadan Once dikkate alinmasi gereken bir diger 6nemli konudur
(Caliskan, 2010). Genel olarak 0zellikle kuzey ege bdlgesi riizgar enerji

potansiyeli agisindan yiiksek potansiyele sahiptir.

Bu arastirma c¢alismasinda, Canakkale ilinin Babakale Koyt icerisinde yer
alan Baba Burnu boélgesinde 2001-2003 yillar1 arasinda kaydedilmis, saatlik

riizgar siddeti degerleri (m/s) gbz- dniine alinmistir.



Cizelge 2. Veri Bilgisi

Basliklar Ayrinti

Arastirma Bolgesi Canakkale, Baba Burnu
Donemi 01.01.2001-31.12.2003
Veri 6rnekleme periyodu 1 saat

Veri Riizgar Siddeti (m/s)
Girig Verileri Hava Sicakligi, 10m °C,

Cizelge 2’de bu arastirmada goz onune alinan verilerle ilgili ayrintilar

sunulmaktadir.

Bu tez calismasinda YSA(Yapay sinir aglar1), KA(Karar Agaclar),

RO(Rastgele Orman) yontemleri gz oniine alinmistir.

2001-2003 yillar1 arasinda saatlik ortalama riizgar siddeti verileri (m/s) goz
Ontine alinmistir. Cok az sayidaki eksik veriler, en yakin degerlerin aritmetik
ortalamast alinarak tamamlanmistir. Inceleme donemi, tarih, saat formatlar

revize edilmistir.

B. Yapay Sinir Aglan

Yapay sinir aglart (YSA) {lizerine yapilan arastirmalar, YSA'nin giiclii
orlintii siniflandirmasina ve bu siniflandirmanin taninmasina olanak sagladigini
gdstermektedir. Insan beyninin incelenmesi yoluyla gelistirilen yapay sinir aglari,
verilerden elde edilen deneyimlerle genellemeler ve sonuglar saglar. YSA bir¢cok

farkli alanda kullanilmaktadir (Giindiiz ve Aslan, 2020).

Noronlar sinir aginin temel yapi taslaridir. Bir néron, bir islem birimi olarak
disiintilebilir. Bir sinir aginda, noronlar birbirine sinaptik agirliklar veya kisaca
agirliklar ile baglanir. Bir agdaki her ndron, bagli oldugu noronlardan sinaptik
baglantilar1 araciligiyla 'agirlikll' bilgi alir ve giris sinyallerinin agirhikhi

toplamina bir 'aktivasyon islevi' uygulayarak bir ¢ikti iiretir (Sazli, 2006).

Noronal baglantilarin dogasina bagh olarak, iki ana ag mimarisi tirii vardir:
ileri beslemeli sinir aglar1 ve tekrarlayan sinir aglari. Noronlarin ¢ikislarindan
giriglere herhangi bir geri bildirim yoksa ag, ileri beslemeli bir sinir ag1 olarak
kabul edilir. Geri bildirim varsa, yani ¢iktilardan girdilere (kendi girdileri veya
diger noronlarin girdileri) sinaptik bir baglant1 varsa, ag tekrarlayan bir sinir agi
olarak adlandirilir. Tipik olarak, sinir aglar1 katmanlar halinde yapilandirilmistir.

Katman sayisina bagl olarak, ileri beslemeli sinir aglar1 iki kategoriden birine
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girer; tek katmanli veya ¢ok katmanli (Sazli, 2006). Dort katmanlt YSA 6rnegi
Sekil 2.1'de gosterilmektedir.

Gizli
katman

Giris
Katmam

Cikis
katanm

Sekil 3. Yapay Sinir Agmin Yapisi

Kaynak: (IBM, 2020)

Sekil 3, bir "gizli katman “a sahip ¢ok katmanli ileri beslemeli bir sinir
agin1 gostermektedir. Tek katmanli bir agin aksine, giris ve ¢ikis katmanlari
arasinda (en az) bir "gizli néron" katmani vardir. Gizli ndéronlarin rolii, harici
girdi ile ag ¢iktis1 arasinda faydali bir araci olarak hizmet etmektir (Haykin,
1999). Bir veya daha fazla gizli katmanin varligi, agdan daha yiiksek dereceli
istatistiksel bilgilerin elde edilmesine olanak verir. Sekil 2.1'de gdsterilen drnekte
sadece bir gizli katman vardir ve ag 4 giris noronu, 6 gizli néron ve 2 ¢ikis

noronundan olustugu i¢in 4-6-2 ag1 olarak anilir.

Bir yapay sinir hiicresinin ¢ikis sinyali asagida tanimlayacagimiz

denklemler ile gosterilir (Haykin, 1999):

Uy = z Wi jXj (1)
=1
Vi = f(ue + by) 2)

Burada x4, x5, ... x,,, giris sinyalleridir; wyq, Wis, ..., Wi, K noéronunun ilgili

sinaptik agirliklaridir; uy, giris sinyallerinden kaynaklanan lineer birlestirici; by
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sapma,; f aktivasyon fonksiyonudur ve y;, néronun ¢ikis sinyalidir. Sapma b 'nin
kullanilmasi, lineer birlestiricinin u ¢ikisina bir afin donilisiim uygulama etkisine

sahiptir (Haykin, 1999).

Denetimli 6grenme yoluyla, YSA'lar bir veri kiimesi i¢indeki kaliplari
tanimlayabilir. Denetimsiz 6grenme kullanilarak verilerdeki benzerlikler ve
farkliliklar ~ belirlenebilir. Ag, karsilastirilarak  veriler  gruplastirilabilir.
Matematiksel bir modelin uygulanamadigi sorunlar1 ¢6zmek ig¢in bir YSA
kullanilabilir. Belli bir kesinlik derecesiyle, girdi verilerini bir fonksiyona
yaklastirabilirler. Bir YSA’da, zaman serileri kullanilarak gelecekteki davranisi
tahmin edilebilir. Cesitli kisitlamalara tabi olan fonksiyonlar1 maksimize eden
veya minimize eden bir ¢dzlim bulmak miimkiindiir. Bir iliskilendirme modeli
olusturarak, bir iliskisel ag, bozuk verilerin yeniden olusturulmasina yardimci
olabilir. Istenen sonuca yol agacak bilesenleri belirlemek mimkiindiir (Marugan
ve ark., 2018).

YSA dort temel degiskenle karakterize edilir: topoloji, egitim teknigi, girdi
ve c¢ikt1 verileri arasindaki iligki tiirli ve bilgi gosterimi. Bundan bagka 50'den
fazla YSA tiirii ayirt edilebilir, 6rnegin: MLP; radyal tabanli fonksiyon sinir ag1
(RBFNN); geri yayilim aglar1 (BPNN); sinirsel dalgacik ag1 (Dalgacik SA); kendi
kendini organize eden harita sinir agi (SOM NN); tekrarlayan sinir agi, zaman
gecikmeli sinir ag1; Hopfield agi, oto-iliskisel sinir ag1; evrisimli sinir ag1, vektor
kuantizasyon aglarin1 6grenme; uyarlanabilir sinir ag1 rezonans teorisi (ART);

noro bulanik aglar, dinamik sinir ag1 vb.

Egitim yoluyla, (teaching process) YSA'lar bilgiyi temsil etmek icin kendi
yapilarini olusturabilirler. YSA, yapisi bozuldugunda (bozulma toleransi) ve
veriler giiriiltii nedeniyle bozuldugunda veya eksik oldugunda (veriye tolerans)
calismaya devam edebilir. Ayn1 anda ve verimli bir sekilde uygulanabilirler. Bu

nedenle, ¢cevrimici gorevleri gerceklestirmek i¢in 6zel olarak tasarlanmistir.

Denetimli YSA'lar bir veri kiimesindeki kaliplar1 taniyabilir. Denetimsiz
o6grenme yoluyla verilerdeki benzerlikler ve farkliliklar saptanabilir. Ayrica teorik
bir modelin kullanilamadigi durumlarda bile YSA'lar kullanilarak yaklasimlar
yapilabilir. Bir fonksiyon icin girdi verileri belirli bir dogruluk derecesi ile

tahmin edilebilir. Bir YSA’na zaman verilerini kullanarak gelecekteki davranisi
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tahmin etmesi 6gretilebilir. Bir fonksiyonu farkli kisitlara gére maksimize eden
veya minimize eden bir ¢éziim bulmak miimkiindiir. Bir iligkilendirme modeli
olusturarak, bir iligkisel ag kullanilarak bozuk veriler yeniden olusturulabilir.

Sistemin amaglanan davranisina yol agan girdileri belirlemek miimkiindiir.

C. Karar Agaclar: (Decision tree)

Karar Agaclart (DT'ler), hem siiflandirma hem de regresyon gorevleri i¢in
cok popiler ve basarili bir makine 6grenme yontemidir. Sunduklar1 avantajlardan
bazilar1 sunlardir: 6znitelikler ve hedef degisken arasindaki dogrusal olmayan
iligkileri modelleyebilirler, 6znitelik Sl¢eklendirme gerektirmezler ve sonucta
ortaya ¢ikan agacin (eger-o zaman kurali) yorumlanmasi ve kullanilmasi kolaydir.

Son kullanicinin karar vermesi igin.

Bir KA, ozellik alaninin 6zyinelemeli bir ikili bolimii araciligiyla
olusturulur. Agactaki bir diigiim, bir 6zniteligin degeri i¢in bir teste karsilik gelir
ve bir yaprak diigiim, bir gerileme islevine karsilik gelir. Agaci olustururken, her
adimda en yiiksek bilgi kazancina sahip Oznitelik segilir. Agact bélmek igin
degeri icin bir test kullanilir ve olasi sonuglar i¢in bir dal olusturulur. Test,
oznitelik degerine gore drnekleri birkag alt kiimeye béler. Islem, durma kosulu
saglanana kadar her alt kiime i¢in tekrarlanir, bu durumda bir yaprak diigiim
olusturulur. Yeterince yiiksek bilgi kazancina sahip boliinmiis aday olmadiginda
veya Onceden belirlenmis maksimum aga¢ derinligine ulasildiginda agag

buyltmesi durur.

Yeni bir 6rnegin degerini tahmin etmek i¢in agacin kokiinden baglar ve bir
yaprak diiglime ulasilana ve tahmin elde edilene kadar Ornegin degerlerine
karsilik gelen yolu izleriz. MLIlib, hem siniflandirma hem de regresyon ig¢in
KA'leri destekler ve hem siirekli hem de ayrik niteliklerle kullanilabilir.Agac
tabanli 6grenme algoritmalari, en ¢ok kullanilan denetimli 6grenme algoritmalari
arasindadir. Genel olarak, ele almman tiim problemlerin (siniflandirma ve
regresyon) c¢Oziimiine uyarlanabilirler. Karar agaclari, rastgele orman, gradyan
artirma gibi yontemler her tiirlii veri bilimi probleminde yaygin olarak
kullanilmaktadir. Bu nedenle veri analistlerinin bu algoritmalar1 6grenmesi ve

kullanmasi1 olduk¢a 6nemlidir.
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Sekil 4. Karar Agaci,
Kaynak: [URL-5]

Karar agaci algoritmasi, veri madenciligi siniflandirma algoritmalarindan

biridir.

Onceden tanimlanmis bir hedef degiskene sahiptirler. Nitelikleri geregi

yukaridan asagiya bir strateji sunarlar (Celik, 2017).

Karar agaci, bir¢ok kayit iceren bir veri kiimesini, bir dizi karar kurah

uygulayarak daha kiiciik kiimelere bolmek i¢in kullanilan bir yapidir. Baska bir

deyisle, basit karar verme adimlar1 uygulanarak ¢ok miktarda kaydin ¢ok kiiciik

kayit gruplarina boliinmesiyle kullanilan bir yapidir.

e Karar Agaclarinin avantajlar1 asagida listelenmistir.

Anlamas1 ve yorumlamasi kolaydir. Kullanilan aga¢ yapilan

gorsellestirilebilir.

Cok az veri hazirligr gerektirir. Ancak bu modelin eksik degerleri

desteklemedigine dikkat edilmelidir.

13



Kullanilan agacin maliyeti, agac1 egitmek i¢in kullanilan veri noktalarinin

sayisina gore logaritmiktir.

Hem sayisal hem de kategorik verileri isleyebilir.

Coklu ¢ikt1 problemlerini ¢ozebilirler.

Istatistiksel testler kullanarak bir modeli dogrulamak miimkiindiir.

Karar agaglar1 parametrik olmayan bir yontem olarak diisiiniilebilir. Yani

uzay dagilimi ve siniflandirma yapisi hakkinda bir yaklagimlar1 yoktur.
e Karar Agaclarinin dezavantajlar1 asagida listelenmistir.

Verileri iyi agiklamayan asir1 karmasik agaclar iiretilebilir. Bu durumda

aga¢ dallanmasi takip edilemeyebilir.

Ezbere O6grenme  deneyimlenebilir  (“fazla  uydurma”). Model
parametrelerine kisitlamalar ve budama gibi yontemler bu sorunu ¢ozmek
i¢in kullanilabilir. Budama, karar agaci grafiginden birka¢ nesne igeren

yaprak diigimlerinin ¢ikarilmasini ifade eder (Celik, 2017).

Karar agac1 algoritmalarinda bodlmenin nasil gergeklestigi, agacin
dogrulugunu etkileyen faktorlerden biridir. Siniflandirma ve regresyon

problemleri icin bolme kriterleri genellikle farklidir.

Karar agacglari, bir diigiimiin iki veya daha fazla alt diiglime boliiniip
boliinmeyecegine karar vermek i¢in birden ¢ok algoritma kullanir. Alt
diiglimler olusturmak, alt diiglimlerin homojenligini artirir. Yani hedef

degiskenlere gore diiglimiin safliginin arttigin1 sdyleyebiliriz.

Algoritma se¢imi, hedef degiskenin tiirline baglidir. Karar agaclarinda en
sik kullanilan algoritmalar; Kategorik Degiskenler Igin Entropi, Gini,
Smiflandirma Hatasi; Siirekli degiskenler i¢cin En Kiicliik Kareler

yontemidir.

Entropi, verilerimiz hakkindaki belirsizligin bir Olgiisiidiir. Sezgisel
olarak, bir veri kiimesinin yalnizca bir etiketi varsa (6rnegin, her yolcu
hayatta kaldi1), daha diisiik bir entropiye sahip oldugunu diisiinebiliriz. Bu
nedenle, verilerimizi entropiyi en aza indirecek sekilde bolmemiz

gerekiyor. Bélmeler ne kadar iyi olursa, tahminimiz o kadar iyi olur.
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H = -¥p(x)log p(x) 3)
(Entropi Denklemi, Claude Shannon, 1948.)

Burada p(x), belirli bir sinifa ait grubun yiizdesini, H ise entropiyi ifade

eder.

Karar agacimizin entropi degerini en aza indiren bdlmeler yapmasini
istiyoruz. En iyi ayrimi belirlemek i¢in bilgi kazancini kullaniriz. Bilgi kazanci

asagidaki denklemle hesaplanir:

|74
Gain (S,D) = H(S) — z% HV) (4)

Burada S, orijinal veri kiimesidir ve D, kiimenin boliinmiis bir parcasidir.
Her V, S'nin bir alt kiimesidir. V'nin tiimii ayridir ve S'yi olusturur. Bu durumda,
bilgi kazanci, boliinmeden Onceki orijinal veri kiimesinin entropisi ile her bir

Ozelligin entropi degeri arasindaki fark olarak tanimlanir.

Karar agaci algoritmasimmin kullanildigr siniflandirma problemlerinde
kullanilacak veri seti iki ana boliime (tren-tren ve test) ayrilmalidir. Algoritma,
egitim verilerini kullanarak modeli olusturur. Bu model test verilerine

uygulanmakta ve modelin problem ¢ézmedeki basaris1 hesaplanmaktadir.

D. Rastgele Orman (Random Forest)

Rastgele Orman (RO) ayni zamanda bir KA toplulugudur. Agaglarin
yinelemeli olarak olusturuldugu Gradyan Giiglendirme Agaci(GBT)'nin aksine,
RO birden fazla agaci paralel olarak egitir. Her agag, egitim verilerinden bir
Onyiikleme Ornegi olusturarak olusturulan farkli bir egitim seti kullanir. Ek
olarak, her bir diiglimde en iyi Ozniteligi secerken, KA'lerde oldugu gibi tiim
Ozellikler yerine diiglimde mevcut tiim Ozniteliklerin yalnizca bir alt kiimesi
dikkate alinacaktir. Boylece, RO hem rastgele drnek hem de 6zellik secimini
kullanir. Yeni bir 6rnek i¢in bir tahmin yapmak i¢in RO, her agactan elde edilen

tahminlerin ortalamasini alir.

Ozetle, hem GBT hem de RO karar agaclarini temel model olarak kullanur,

ancak egitim siireci farklidir ve iki ydntemin her birinin avantajlar1 ve

dezavantajlar1 vardir. MLIlib, hem GBT hem de RO'yi destekler.
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Makine 6grenimi (ML) yontemleri, riizgar enerjisi sektoriinde, o6zellikle
riizgar hizi/gii¢ tahmini i¢in giderek daha popiiler hale geliyor (J. Feng, 2019).
Tahmin amaciyla ML'nin artan kullanimi ve genel olarak istatistiksel modelleme,
diger geleneksel tekniklerin kullanimindaki bir zaman 06l¢edi boslugundan

kaynaklanmaktadir.

Rastgele orman (RO), riizgar tahmini amaglar i¢in biiyilk umut vaat eden
bir ML modelleme metodolojisidir (Lahouar ve Ben Hadj Slama, 2017). RO
modellemenin giiriiltiilii veya alakasiz girdilere karsi saglam oldugunu gosteren
18 adede kadar girdi degiskeni kullanarak bir saat ileri rlizgar giicu tahmininde
bulundu. Feng (2017) ROQ'yi derin Oznitelik se¢imine sahip bir topluluk
modelleme cergevesi i¢inde bir bilesen olarak kulland1 ve tek bir algoritma
modeline gore saatlik rizgar giicii tahmin dogrulugunu %30'a kadar artirdi. (Niu,
Pu ve Dai, 2018) ultra kisa vadeli riizgar giiciinii tahmin etmek igin nis bagisik
aslan algoritmasi tarafindan optimize edilmis bir hibrit dalgacik ayristirma
agirlikli RO modeli kullanmistir. Gelistirilen model, tipik bir RO modeli, bir sinir
ag1 ve bir destek vektor makinesinden daha iyi performans gosterdi. Burada, agi
(riizgar hizin1 tahmin etmek i¢in) ve riizgar giiclinii tahmin etmek i¢in optimize
edilmis bir RO'yi birlestiren bir hibrit model kullandi. (Shi ve digerleri, 2018)
gelistirilmis modelin orijinal RO, bir sinir ag1 ve bir destek vektor makinesinden
daha 1iyi performans gosterdigini gostererek, 15 dakikalik rlizgar giiciinii tahmin
etmek icin 2 asamali Ozellik secimi ve karar agacit yeniden diizenlemesini
kullanan gelismis bir RO modeli olusturdu. Son olarak, Vassallo ve ark., (2021)
riizgar hiz1 tahmini i¢in bir RO modelinde kullanilan ¢ok sayida atmosferik girdi

Ozelliginin faydasini test etmistir.

E. Rastgele Orman Algoritmasi Nedir?

Rastgele Orman algoritmasi; Her bir karar agacini birden ¢ok karar
agacinda farkli bir goézlem oOrneginde egiterek c¢esitli modeller olusturmaniza ve
siniflandirmalar olusturmaniza olanak tanir. Kullanim kolaylig1 ve esneklik hem
siniflandirma hem de regresyon problemlerini ele aldigi i¢in benimsenmesini ve
yaygin kullanimini hizlandirmigtir. Algoritma ile ilgili en begenilen nokta ise;
Veri kiimeniz iizerinde ¢esitli modeller olusturarak, veri kiimenizi her gegen giin

daha fazla yeniden kesfetme olanagi saglar.
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VERI SETI

AGAC #1 AGAC #2 AGAC #3
snvilrf A S!NT'F B SINt'F &
™ '
COGUNLUK OYLAMASI
SON/KABUL éDiLEN SINIF

Sekil 5. Rastgele Orman
Kaynak: [URL-6]
e Gerekli Algoritma:

Analiz edilecek veri seti hazirlanir, (Analiz edilecek kiime olusturulur,

gerekirse veri temizligi yapilir.)

Algoritma, her Ornek i¢in bir karar agaci olusturur ve her bir karar

agacinin tahmini degeri elde edilir,

Tahmin sonucunda olusan her deger i¢in oylama yapilir, (Siniflandirma

problemi modu, Regresyon problemi icin ortalama)

Son olarak, algoritma, son tahmin i¢in en c¢ok oylanan degeri segerek

sonucu uretir. Adim adim analiz edilir.

17



IV.BULGULAR

Bu c¢alismanin uygulama asamasinda Canakkale Baba Burnu bolgesine ait
2001, 2002, 2003 yillarinda elde edilmis riizgar siddeti verilerinin aylik ve yillik
degerleri kullanilmigtir. Her yil i¢in veri boyu, ortalama, standart sapma, Q1, Q2
ve Q3, maksimum, minimum, degisinti (varyans), carpiklik ve basiklik degerleri
hesaplanmigtir. Baslangic aymi temsilen Ocak bitis ay1 ise Aralik ay1 olarak

secilmistir.

A. istatistiksel analiz

Inceleme bolgesinde kaydedilen riizgar siddeti verilerinin aylik ve yillik
degisimine gore istatistiksel ozellikleri (veri boyu, ortalama, standart sapma, Q1,
Q2 ve Q3, maksimum, minimum, degisinti, ¢carpiklik ve basiklik degerleri Cielge
3, 4 ve 5’te sunulmaktadir. En yiiksek ortalama riizgar siddeti 8.22m/s olarak
Agustos ayinda kaydedilmigtir. Yillik ortalama riizgar siddeti 15.23 m/s olarak

belirlenmistir.

Cizelge 3. Riizgar Siddeti Istatistiksel biiyiikliikleri (Baba Burnu, 2001)

Ay Ver Or St m 25 50 75 ma  Med- mod Degi- Car- Ba-
i t Sap. n % % % X yan sinti piklik  siklik
Boy
u
Ocak 744 6. 307 0. 35 58 85 14 580 [3.56] 9.40 0.26 -0.79
01 00 1 0 0 84
Subat 672 6. 311 0. 36 57 79 21. 578 [4.65] 9.68 0.81 2.05
01 00 8 8 7 19
Mart 744 5. 326 0. 33 58 82 22. 586 [8.45] 10.66  0.53 0.96
95 00 9 6 2 51
Nisan 720 6. 272 0. 39 58 80 15 584 [5.73] 7.40 0.24 -0.62
01 33 1 4 2 39
Mayi1s 744 4. 268 0. 28 43 65 16. 433 [3.05] 7.16 1.03 1.22
91 43 6 3 0 61
Haziran 720 5. 243 0. 34 51 70 13. 513 [5.3] 5.90 0.51 -0.23
37 02 1 3 0 84
Temmuz 744 6. 274 0. 42 56 80 14 566 [4.53] 7.50 0.57 -0.14
22 60 9 6 0 49
Agustos 744 6. 309 0. 39 62 85 15 6.28 [5.23,7.47] 9.54 0.38 -0.47
47 02 8 8 2 82
Eylil 720 4. 224 0. 28 43 61 11. 432 [2.27,3.77, 5.54] 5.01 0.38 -0.42
56 00 4 2 0 12
Ekim 744 5. 344 0. 27 53 82 14 537 [2.43] 1184 041 -0.75
77 o7 7 7 8 84
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Cizelge 3. (devami) Riizgar Siddeti Istatistiksel biiyiikliikleri (Baba Burnu, 2001)

Ay Ver Or St m 25 50 75 ma  Med- mod Degi- Car- Ba-
i t Sap. n % % % X yan sinti piklik  sikhik
Boy
u
Kasim 720 5. 336 0. 34 53 74 17. 535 [2.84, 3.13, 3.96, 1129 093 0.53
95 00 6 5 8 18 4.89,5.32]
Aralik 744 8. 38 0. 56 7.6 10. 24. 767 [7.49] 1494 071 1.07
22 00 6 7 7% 4
Ortalama 5, 300 0 36 56 79 16 562 0.00 9.19 0.56 0.20
95 12 5 2 4 85

Cizelge 3, 4 ve 5’te sirastyla 2001, 2002 ve 2003 yillarina ait riizgar siddeti
degerlerine ait istatistiksel (ortalama, nimimum, maksimum, median, mod,
standart, sapma, varians, carpiklik, basiklik, Q1 Q2 ve Q3) biiytkliikler

sunulmaktadir.

2001 yilinda en yiiksek ve en diisiik ortalama riizgar siddeti degerleri sirasi
ile Aralik ve Eyliil aylarinda, 8, 22 ve 4, 56m/s olarak saptanmistir. Maksimum
riizgar siddeti degerleri ise, yine Aralik ve Eyliil aylarinda sirasi ile 24,41 ve 11,

12m/s olarak ol¢tilmiistiir.

Cizelge 4. Riizgar Siddeti Istatistiksel biiyiikliikleri (Baba Burnu, 2002)

Ay Ve Ort St min 25 50 75 max  Med- mod De- Car- Ba-
ri Sap % % % yan gisinti piklik siklik
bo
yu

Ocak 74 51 317 00 28 47 67 193 470 [4.22,4.51] 10.04 1.09 171
4 6 0 6 0 6 1

Subat 67 49 257 01 31 44 64 137 443 [3.44,4.01] 6.59 0.70 0.13
2 4 2 3 3 8 5

Mart 73 60 292 00 39 58 80 166 585 [4.3,7.28] 8.55 0.37 0.17
7 3 0 6 5 7 3

Nisan 72 49 251 02 31 46 65 132 461 [4.3] 6.32 0.66 0.12
0 9 4 0 1 2 0

Mayi1s 74 47 226 02 31 45 61 120 451 [4.68] 5.09 0.55 -0.12
4 9 1 3 1 8 3

Haziran 72 62 291 04 40 59 85 144 597 [5.18] 8.44 0.30 -0.67
0 8 5 6 7 0 6

Temmuz 74 50 234 02 31 47 65 123 475 [3.77,3.89] 5.48 0.47 -0.35
4 1 6 5 5 6 6

Agustos 74 56 257 06 37 52 74 139 525 [3.51,4.46] 6.59 0.55 -0.18
4 7 9 2 5 5 4

Eylil 72 41 222 00 25 39 52 137 398 [2.46] 4.94 0.82 1.04
0 9 2 8 8 8 0

Ekim 74 50 241 00 32 48 66 138 482 [5.85] 5.79 0.41 0.03
4 4 2 2 2 2 9

Kasim 72 43 255 01 26 39 57 170 391 [1.89] 6.52 1.01 1.84
0 8 0 0 1 8 6

Aralik 74 64 352 02 37 58 80 210 582 [5.92] 12.42 1.22 2.13
4 0 1 7 2 3 3

Ort, 52 266 01 32 48 68 151 488 0.00 7.23 0.68 0.49

4 9 7 8 5 1

2002 yilinda en yiliksek ve en diisiik ortalama riizgar siddeti degerleri sirasi
ile Aralik ve Eyliil aylarinda, 6, 40 ve 4, 19 m/s olarak saptanmistir. Maksimum
rizgar siddeti degerleri ise, yine Aralik ve Mayis aylarinda sirasi ile 21,03 ve 12,

03 m/s olarak ol¢ilmiistiir.
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Cizelge 5. Riizgar Siddeti Istatistiksel biiyiikliikleri (Baba Burnu, 2003)

Ay Veri Or St m 25 50 75 ma Medy mod De- Car- Ba-
boyu t. Sap n % % % X an gisinti  piklik siklik

Ocak 744 62 353 01 35 55 81 19. 554 [2.84, 4.18, 12.43 0.88 0.48
1 0 3 4 6 14 4.82]

Subat 672 73 377 01 44 66 96 19. 668 [9.28] 14.20 0.62 -0.13
4 4 9 8 3 07

Mart 744 60 383 01 31 50 81 17. 506 [2.82, 3.15, 14.69 0.87 0.08
4 2 2 6 4 95 3.25,3.7]

Nisan 720 51 306 03 26 43 74 14 432 [3.44,3.84] 9.38 0.73 -0.23
3 1 5 2 3 56

Mayis 744 39 229 02 23 35 47 120 353 [3.1] 5.26 1.14 1.05
5 1 9 3 5 12

Hazir 720 54 258 04 33 51 72 13 511 [2.98,3.13] 6.67 0.53 -0.39

an 7 3 2 1 8 36

Temm 744 58 276 06 36 55 79 13 554 [3.2,5.51] 7.61 0.48 -0.51

uz 9 9 5 4 1 44

Agust 744 64 311 04 40 61 88 15 6.18 [2.86] 9.68 0.32 -0.76

0s 9 3 1 8 3 35

Eylil 720 55 283 00 32 49 74 13 496 [3.29, 3.53, 7.98 0.54 -0.44
0 7 9 6 2 99 4.94]

Ekim 744 56 279 04 35 51 75 15 517 [3.22,3.72, 7.76 0.75 0.14
8 5 0 7 3 70 4.32,5.82]

Kasim 720 51 380 00 22 37 72 18 377 [2.29] 14.43 1.01 0.26
1 0 7 7 4 54

Aralilk 744 57 323 00 32 53 80 14 530 [4.7] 10.46 0.45 -0.51
6 0 4 0 5 82

Ort. 57 313 02 32 51 77 15 510 10.05 0.69 -0.08
1 5 9 0 0 67

2003 yilinda en yiliksek ve en diisiik ortalama riizgar siddeti degerleri sirasi
ile Agustos ve Mayis aylarinda, 6, 49 ve 3, 95 m/s olarak saptanmistir.
Maksimum riizgar siddeti degerleri ise, yine Ocak ve Mayis aylarinda sirasiyla
19,14 ve 12,12 m/s olarak dl¢iilmistiir. Tablo degerlerine gore, inceleme
donemlerinde, riizgar siddetinin norma dagilima yakin bir dagilim veya pozitif

carpiklik gosterdigi saptanmistir.

25.00 3213
g1g3 207
2,155+g179
31888379
2000 8,187
"
0698 B.165

196
2,157

8201 M 52007605

15.00 760510

8.164]5.105

10.00

500

0o

VAROD001

Sekil 6. 2001 yil1 i¢in riizgar siddeti kutu diyagrami
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8,208
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5 4724130}

8,206
¥ 8203

"%8,199
8,198
8,195
7448
595
1952

8105884

4114

232

Sekil 7.

VARO00O1

2002 y1l1 i¢in riizgar siddeti kutu diyagrami

857

g
75305

1,168}
856
714

7523858

7420

a3l
gSS

54
51

b3t
529
725

10.00

500

0o

VAROOOO1
Sekil 8. 2003 yil1 i¢in riizgar siddeti kutu diyagrami
Sekil 6, 7 ve 8’de siras1 ile 2001, 2002 ve 2003 yilina ait riizgar siddeti
degerlerinin kutu diyagramlari sunulmaktadir. 2001 ve 2002 yili verilerinde
rizgar siddeti degisiminin daha ¢ok normal dagilim fonksiyonuna benzer bir

dagilim gostermistir. Ancak, 2003 yilinda pozitif ¢arpiklik artis gostermistir. Mod

degerleri yillara gore azalmistir.

B. YSA ile riizgar siddeti tahmini

Sekil 9'da goriildigii gibi bu calismada, veri akisi ve degerlendirme
asamalar1 4 adimda gergeklestirilmistir. Bu adimlar kisaca su sekildedir: Baba

Burnu bolgesindeki riizgar siddetinin Ol¢limiinden elde edilen veriler YSA,
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Karara Agaci ve Rastgele Orman yontemi kullanilarak tahmin edilmistir. Daha

sonra alinan veriler dogrultusunda model performans degerlendirmesi yapilmistir.

Baba Burmu Yapay Sinir Agl Vodel er

I 5 el Performans

rlagir siddeti | ——p Karar Agact —> | 2003 Vet tatwini | = Degelendirilmesi
Rastgele Orman

Sekil 9. Model islem adimlart ile ilgili akig semasi

2001-2002 verilerine dayal1 olarak YSA modeli ile 2003 y1l1 giinliik riizgar

siddeti tahmini sonuglart Sekli 11’de sunulmaktadir.

e Yapay Sinir Ag1 grafikleri;

a
-1

— Gozlem

-
o

-
o

Riizgar Siddeti m/s

2003-01 2003-03 2003-05 2003-07 2003-09 2003-11 2004-01
date

Sekil 10. (a) YSA modeliyle gbzlem-tahmin degerlerinin zamansal degisimi (y1llik)

y = 0.45x +2.88

un
£
ur
o
IS
=
i -
\©
=
=
<
0_
-2

T T T

0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5 20.0
Rizgar Siddeti m/s
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Sekil 11.(b)YSA yontemiyle gézlem ve model verileri iliskisi (y1llik)

200

175

150

Riizgar Siddeti mis
woow BN
=] o = 15

o
tn

=
e

— Gozlem
— Tahmin
| ! | ! |
| : : | | & ' |
I ' y | | ) } |
" lf ‘ | ! ‘ - !
20030101 20030108 20030115 20030122 20030201 20030208 20030215 20030222 2003-03-01
date

Sekil 12. (a) YSA modeliyle gbzlem-tahmin degerlerinin zamansal degisimi (kis

Rizgar Siddeti mrs

mevsimi)

— Gozlem
— Tahmin
. | I
| 1 ]l ) I ‘
_ (N h . |
| l J f | i | | |
'I- rf ’ I | I l.( 1 I'|| i t ||H
2003-03-01 20030315 20020401 2003-04-15 2003-05-01 20030515 20030601
date

Sekil 13. (b ) YSA modeliyle gozlem-tahmin degerlerinin zamansal degisimi

Rizgar Siddeti mfs
= = - e
rs - o = o = S

[

(ilkbahar mevsimi)

— Gozlem
—— Tahmin

|

Sekil 14.

ey | [ | '
| il 1l | l | | .
1 | | 1 J
2003-06-01 20030615 2003-07-01 20030715 2003-08-01 20030815 2003.09-01
date
(c) YSA modeliyle gdzlem-tahmin degerlerinin zamansal degisimi (yaz

mevsimi)
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— Gozlern
175 —— Tahmin

15.0
2125
E

g
g 100

ﬂ i W %w

0.0

=4

2003-09-01 2003-09-15 2003-10-01 2003-10-15 2003-11-00 2003-11-15 2003-12-01
date

Sekil 15. (d) YSA modeliyle g6zlem-tahmin degerlerinin zamansal degisimi
(sonbahar mevsimi)

Sekil 12-15: Riizgar siddeti ve YSA model sonuglar1 a) Kis, b)ilkbahar,

c¢)Yaz, d)Sonbahar (Mavi, gozlenen riizgar siddeti, turuncu, model sonucu)

Kis mevsimi i¢in gézlenen ve YSA yontemine dayali tahmin edilen riizgar
siddeti arasindaki iliski katsayis1 R=0,83 olarak saptanmustir. Ilkbahar, yaz ve
sonbahar mevsimlerinde bu degerler sirasit ile, 0,79; 0,74 ve 0,79 olarak
hesaplanmigstir. Model basar1 performansi kis mevsimi i¢in diger mevsimlere gore

daha yiiksektir, (Cizelge 6)
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Cizelge 6. Mevsimsel model uygulamasi hata oranlari

Yapay KIS ILKBAHAR YAZ SONBAHAR  YILLIK
Sinir Aglar

R 0.83 0.79 0.74 0.79 0.79

R® 0.69 0.62 0.54 0.62 0.63
MSE 5.15 4.43 4.24 4.49 4.52
RMSE 2.27 2.10 2.05 211 2.12

y = 0.50X +2.92

12 -

[
o] o
L L

ANN Tahmini RS m/s
[=)]

0.0 2.5 5.0 7.5 10.0 125 150 175 20.0
RlUzgar Siddeti m/s

Sekil 16. (a) YSA yontemiyle gézlem ve model verileri iliskisi (kis mevsimi)
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y = 0.45x +2.84

..:. ®

ANN Tahmini RS m/s
N

0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5
RlUzgar Siddeti m/s

Sekil 17.. (b) YSA yontemiyle gbzlem ve model verileri iligkisi (ilkbahar mevsimi)

y = 0.41x +3.00

ANN Tahmini RS m/s

0 2 4 6 8 10 12 14 16
RlUzgar Siddeti m/s

Sekil 18. (c) YSA yontemiyle gbzlem ve model verileri iliskisi (yaz mevsimi)
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y = 0.42X +2.92

ANN Tahmini RS m/s

T T T T

0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5
Rizgar Siddeti m/s

Sekil 19. (d) YSA yontemiyle gézlem ve model verileri iligkisi (sonbahar mevsimi)

Sekil 16-19: Riizgar siddeti ve YSA model sonuglar1 a) Kig, b)ilkbahar,

c)Yaz, d)Sonbahar (Sacilma grafigi mevsimsel degisim).

Gozlemlere Dayali Tahmin asamasinda, Sekil 3.6, arastirmada g6z Oniine
aliman 2003 yil1 icin YSA model sonuglari ve gozlem verilerinin iligkisini
gostermektedir. Bu grafikler bize, YSA modelinin riizgar siddetini 0=0,001 giiven
seviyesinde tahmin ettigini gostermektedir. Calismada olusturulan YSA modelleri
temel alinarak riizgdr tirbini degisintileri i¢in erken uyar1 sistemleri
olusturulabilir. Bu arastirmadan elde edilen bilgilerin, Canakkale'nin Baba Burnu
bolgesindeki riizgar tiirbinlerinin enerji verimlili§inin yani sira gelecekteki
tiirbinlerin kurulum ve isletme asamalarinda da yararli olmasi beklenmektedir.
YSA modellerinin dagilim grafikleri ve zaman grafikleri yillik (a) ve (b) de
sunulmaktadir. Tablo 3.1, 3.2 ve 3.3 inceleme bdlgesi riizgar siddeti degerlerinin
istatistiksel biiyiikliiklerini gostermektedir. En yiiksek ve en diisiik riizgar siddeti
degerleri siras1 ile 8,22 ve 4.56m/s olarak, siras1 ile, 2001 yili Aralik ve Eyliil
aylarinda kaydedilmistir.
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. KA ile riizgar siddeti tahmini

e Karar Agaci tahmin grafikleri:

— Gorlem

17.5 T Tanmin
150
£12s
2 100
2
g 7.5
5.0
25
o0
2003-01 2003-03 2003-05 2003-07 2003-09 2003-11 2004-01
date

Sekil 20. (a) KA modeliyle gozlem-tahmin degerlerinin zamansal degisimi (yillik)

Decision Tree Tahmini RS m/s

y = 0.57x +2.42
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Sekil 21. (b) KA yontemiyle gozlem ve model verileri iliskisi (yillik)
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2 1004
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Riizgar 5i
~
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Sekil 22.. (a) KA modeliyle gozlem-tahmin degerlerinin zamansal degisimi (kis

mevsimi)
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Sekil 23. (b) KA modeliyle g6zlem-tahmin degerlerinin zamansal degisimi (ilkbahar

16
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" —— Tahmin
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Sekil 24. (c) KA modeliyle gdzlem-tahmin degerlerinin zamansal degisimi (yaz

— Gézlem
175 —— Tahmin
15.0
2125
3 100 I
" Il 3
g 7s | 1
= {
5.0 " I
| i [ | | |
i l | I I /
28 (. ' \ ' L
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date

Sekil 25. (d) KA modeliyle gozlem-tahmin degerlerinin zamansal degisimi (sonbahar
mevsimi)

Sekil 22-25: Riizgar siddeti ve KA model sonuglar1 a) Kis, b) ilkbahar, c)
Yaz, d) Sonbahar (Mavi, gozlenen riizgar siddeti, turuncu ise model sonucunu

belirtmektedir)

Kis mevsimi i¢in gdzlenen ve KA yontemine dayali tahmin edilen riizgar
siddeti arasindaki iliski katsayis1 R=0,81 olarak saptanmustir. ilkbahar, yaz ve

sonbahar mevsimlerinde bu degerler siras1 ile, 0,78; 0,73 ve 0,79 olarak
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hesaplanmistir. Model basar1 performansi kis mevsimi i¢in diger mevsimlere gore

daha yuksektir. (Cizelge 7)

Cizelge 7.  Mevsimsel model uygulamas: hata oranlari

Karar KIS [LKBAHAR YAZ SONBAHAR  YILLIK
Agaci

R 0.81 0.78 0.73 0.79 0.78

R? 0.67 0.61 0.54 0.63 0.61
MSE 5.16 4.21 3.75 3.71 4.08
RMSE 2.27 2.05 1.93 1.92 2.02

y = 0.51x +2.86

Decision Tree Tahmini RS m/s

0.0 2.5 5.0 7.5 10.0 125 150 175 20.0
RlUzgar Siddeti m/s

Sekil 26. KA yontemiyle gézlem ve model verileri iligkisi (kis mevsimi)
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y = 0.54X +2.52

Decision Tree Tahmini RS m/s

0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5
RlUzgar Siddeti m/s

Sekil 27. (b) KA yontemiyle gézlem ve model verileri iligkisi (ilkbahar mevsimi)

y = 0.58x +2.44
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RlUzgar Siddeti m/s

Sekil 28. (c) KA yontemiyle gdzlem ve model verileri iliskisi (yaz mevsimi)

31



y = 0.60x +2.15
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Decision Tree Tahmini RS m/s

0.0 2.5 5.0 7.5 10.0 125 150 175
RlUzgar Siddeti m/s
Sekil 29.. (d) KA yontemiyle gozlem ve model verileri iligkisi (sonbahar mevsimi)

Sekil 26-29: Riizgar siddeti ve KA model sonuglar1 a) Kis, b) Ilkbahar, c)

Yaz, d) Sonbahar (Sagilma grafigi mevsimsel degisim)

D. RO ile riizgar siddeti tahmini

e Rastgele Orman tahmin grafikleri:

— Gizlem
—— Tahmin

2003-01 2003-03 2003-05 2003-07 2003-09 2003-11 2004-01
date

Sekil 30. (@) RO modeliyle gozlem-tahmin degerlerinin zamansal degisimi (y1illik)
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Sekil 31. (b)RO yontemiyle gézlem ve model verileri iligkisi (yillik)
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Sekil 32. (a) RO modeliyle gdzlem-tahmin degerlerinin zamansal degisimi (kis

mevsimi)
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Sekil 33.. (b)RO modeliyle gbzlem-tahmin degerlerinin zamansal degisimi (ilkbahar

mevsimi)
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Sekil 34. (c) RO modeliyle gbzlem-tahmin degerlerinin zamansal degisimi (yaz
mevsimi)
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Sekil 35. (d) RO modeliyle gozlem-tahmin degerlerinin zamansal degisimi (sonbahar
mevsimi)

Model sonuglarinin ekstrem (min, maks) donemler disinda daha basarili

oldugu soylenebilir.

Sekil 32-35: Riizgar siddeti ve RO model sonuglar1 a) Kis, b) ilkbahar, c)

Yaz, d) Sonbahar (Mavi, gozlenen riizgar siddeti, turuncu, model sonucu)

Kis mevsimi i¢in gozlenen ve RO yodntemine dayali tahmin edilen riizgar
siddeti arasindaki iliski katsayis1 R=0,78 olarak saptanmustir. Ilkbahar, yaz ve
sonbahar mevsimlerinde bu degerler siras1 ile, 0,74; 0,71 ve 0,76 olarak
hesaplanmigtir. Model basar1 performansi kis mevsimi i¢in diger mevsimlere gore

daha yiiksektir. (Cizelge 8)
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Cizelge 8. Mevsimsel model uygulamasi hata oranlari

Rastgele KIS [LKBAHAR YAZ SONBAHAR  YILLIK
Orman

R 0.78 0.74 0.71 0.76 0.76

R? 0.61 0.56 0.50 0.59 0.58
MSE 5.69 4.65 412 4.45 4.56
RMSE 2.38 2.15 2.03 2.11 2.13

y = 0.53x +2.61

Random Forest Tahmini RS m/s

7.5 10.0
Rizgar Siddeti m/s

15.0 175

20.0

Sekil 36. (a) RO yontemiyle gézlem ve model verileri iligkisi (kis mevsimi)
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y = 0.51x +2.49

Random Forest Tahmini RS m/s

0.0 2.5 5.0 7.5 10.0 12.5 15.0 17.5
Rizgar Siddeti m/s

Sekil 37. (b) RO yontemiyle gézlem ve model verileri iligkisi (ilkbahar mevsimi)

y = 0.50x +2.61

12 -

Random Forest Tahmini RS m/s

0 2 4 6 8 10 12 14 16
Riuzgar Siddeti m/s

Sekil 38. (c) RO yontemiyle gézlem ve model verileri iliskisi (yaz mevsimi)
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y = 0.51x +2.22

12 1

10 1

Random Forest Tahmini RS m/s
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Rlzgar Siddeti m/s

Sekil 39. (d) RO yontemiyle gozlem ve model verileri iligkisi (sonbahar mevsimi)

Sekil 36-39: Riizgar siddeti ve RO model sonuglar1 a) Kis, b) ilkbahar, c)

Yaz, d) Sonbahar (Sagilma grafigi mevsimsel degisim).

Cizelge 9. Modellerin hata degerleri

Yillik Tablo RMSE MSE R? R
Model

ANN 2.12 4.52 0.63 0.79
DT 2.02 4.08 0.61 0.78
RF 2.13 4.56 0.58 0.76

Genel olarak, her li¢ yontemin yillik tahmin basar1 performansi Tablo

(No03.7) de sunulmaktadir.

Gozlenen ve Tahmin Edilen Riizgar Siddeti iliskisi
(R)

0.795
0.79
0.785
0.78
0.775
0.77
0.765

0.76

0.755

0.75

0.745
YSA KA RO

Sekil 40. Goézlenen ve tahmin edilen riizgar siddeti iliskisi, korelasyon kat sayisi
cubuklari.
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Sekil 41.ROC diyagrami , burada mavi YSA, yesil KA, sar1 RO olarak tanimlaniyor.

Tablo 6, 7 ve 8¢ gore, her ii¢g yoOntemin basar1 performansi
karsilagtirildiginda, genel olarak en yiiksek basar1 gosteren model siralamasi
YAPAY SINIR AGLARI, KARAR AGACI ve RASTGELE ORMAN, seklinde

siralanabilir.

Mevsimsel analizler karsilastirildiginda, YSA; kis, ilkbahar ve vyaz
mevsimlerinde KA ve RO yontemlerine gore daha basarili sonuglar vermistir.
Sonbahar mevsiminde YSA ve KA yontemlerinin basar1 performanslar1 yaklagik
olarak aynidir. Sonug¢ olarak, YSA ydnteminin inceleme bdlgesi igin riizgar

siddetinin zamansal tahmininde giivenle kullanilabilecegi vurgulanmaktadir.
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V.SONUC VE ONERILER

Bu tez calismasinda Baba Burnu ve civar1 i¢in saatlik riizgar siddeti
degerlerinin tahmininde YSA, KA ve RO yontemlerinin uygulanmasina yer
verilmistir. Model bulgular1 ile gozlem verileri karsilastirilmig, hata analizleri,

modellerin farkli mevsimlerdeki basar1 performanslar1 irdelenmistir.

Bu tez calismasinda inceleme bdlgesinde otomatik istasyonda birer dakika
aralikla Ol¢iilen riizgar siddeti degerlerinin saatlik ortalama V(m/s) degerlerinin

tahmini i¢in {i¢ ayr1 model uygulanmistir.

Model uygulamasinda bir saat boyunca Olgiilen riizgar siddeti degerlerinin
standart sapmasi (sd, m/s) ve bir saat boyunca Ol¢iilen ortalama riizgar yoni
(derece) degerleri modelin girdi verileri olarak g6z Oniine alinmistir. Model
ciktist olarak, V(m/s) saatlik ortalama riizgar siddetinin tahminine calisilmistir.
Dolayis1 ile bu uygulamada, modele standart sapma ve yon degerlerinin katilmasi,
Ozellikle enerji potansiyeli hesabina yonelik olarak, riizgar siddetinin bdlgesel
degisimi, tiirblilansli yapis1 da hesaplamalara katilmis olmaktadir. Bu uygulama

ile modelin basarisi1 yiikseltilmis olmaktadir.

Yenilenebilir enerji kaynaklar: tiim diinya iilkelerinde iklim degisimi uyum
calismalar1 agisindan biiyiik 6nem tasimaktadir. Yenilenebilir enerji kaynaklarinin
basinda gelen giines ve riizgar enerjisi projelerinin uygulanmasi i¢in en ideal
bolgenin saptanmasi enerji verimliligi 6n ¢alismalar1 arasinda yer almaktadir.
Yeni enerji kaynaklarinin kullanimi ile, iklim emisyon senaryolarinin giines ve
riizgar enerjisi kurulu gii¢ sistemleri ile birlikte degerlendirilmesi, iklim degisimi
caligmalarina O6nemli katki saglamaktadir. Bdlgesel iklim senaryolarinda
tahminler iki doneme odaklanmaktadir: (i) yakin gelecek (2021-2040) ve yiizyil
ortasi gelecegi (2041-2060). Yeni enerji kaynaklarinin  kullaniminin
yayginlastirilmasi ile emisyon senaryolarinda geri doniisiimiin ortalama %2
oraninda olmasi beklenmektedir, (Sawadogo ve ark., 2021). Ek olarak
yenilenebilir enerji potansiyeli degerlendirmesi i¢in yliksek zamansal

¢Ozlniirliklii (saatlik) model ¢iktilar1 gereklidir. Bu amacla, giines ve riizgarla

39



ilgili degigkenler i¢in 6nemli olan farkli parametrelerin giinliik degisimlerinin goz
Oniine alinmas1 gerekir. Boylece drnegin gilines enerjisi kaynagina dayali, gilines
ve riizgar enerji potansiyelinin daha dogru tahmini miimkiin olmaktadir.
Yenilenebilir enerji kaynaklarinin planlamasin i¢in daha gelismis bilgi iiretmek
ve iklim degisimine uyum stratejileri olusturmalarina yardimci olmak igin
gelecek caligmalarda bu model belirsizliklerinin azaltilmasi gerekmektedir. Bu
tez ¢aligmasina ii¢ ayr1 modele gore (YSA, KA ve RO), giinliik ortalama riizgar
siddeti degerlerinin degisimi tahmin edilmis, modellerden elde edilen bulgularin

hatalar1 ve model basarilar1 karsilastirilmistir.

Bu arasgtirma calismasi sonucunda, YSA model ¢iktilar ile gézlenen rlizgar
siddeti degerleri arasindaki iliski katsayisinin %91 oldugu saptanmistir. Modelin
basarist irdelenmis olup, 10 m yiikseklikte riizgar siddeti tahmini ile ilgili, kare
kok ortalama hata (RMSE) 2,12 m/s ve ortalama kare hatast (MSE) 4,12 m/s,
olarak hesaplanmistir. Giinliikk ortalama riizgar siddeti degerlerinin tahmininde
her ii¢ yontemin basar1 oranlar1 karsilastirildiginda, genel olarak en yiiksek basari
gosteren model siralamasi Yapay Sinir Aglari, Karar Agaclar1 ve Rastgele Orman

Yontemleri seklinde siralanabilir.

Mevsimsel analizler karsilastirildiginda, YSA yontemi ile; kis, ilkbahar ve
yaz mevsimlerinde KA ve RO yontemlerine gore riizgar siddeti degerlerinde daha
basarili sonuglar elde edilmistir. Sonbahar mevsiminde YSA ve KA
yontemlerinin  giinlitk ortalama riizgdr siddeti tahminlerindeki basari
performanslar1 yaklasik olarak aynidir. Sonug olarak, YSA yonteminin inceleme
bolgesi igin riizgar siddetinin zamansal tahmininde %1 anlamlilik seviyesinde

giivenle kullanilabilecegi vurgulanmaktadir.

Bu alandaki son arastirma c¢alismalarinda genel olarak, meteorolojik verileri
tahmin etmek ic¢in yapay sinir ag1 (YSA) modellerini kullanmaktir. Meteorolojik
verileri tahmin etmek i¢in ¢ok katmanli algilayict (MLP) ve radyal temel islevli
(RBF) yapay sinir ag1 modelleri kullanilir. Modellerin performansini dogrulamak
i¢in, degiskenlerin saatlik ve aylik tahminleri, meteoroloji istasyonlar1 tarafindan
kaydedilen gozlemler coklu lineer regresyon modeli ile elde edilen sonuclarla
karsilagtirilmistir. MLP ve RBF, tiim vakalarin tahminleri i¢in %91-96 dogruluk
vermistir. Ayrica tahminler, 0.61 ile 0.94 arasinda degisen, kaydedilen gozlem

verileri ile model bulgular1 arasinda yiiksek bir lineer korelasyon oldugunu

40



gostermigtir. Bu arastirma, Hindistan'da bulunan iki meteoroloji istasyonundaki
uygulamalarla ilgilidir, (Rajendra, Murthy, Subbarao, Boadh. 2019). Bu
arastirma sonuclarina gore iliski katsayilarinin degisim arali§i, bu tez
calismasindaki KA ve RO bulgular ile ortiismektedir. Tezdeki YSA modelinin
bulgular1 ile gdzlem verilerinin karsilastirilmasi, YSA performansinin giinliik
ortalama riizgdr siddeti degerlerinin tahmininde daha basarili oldugunu

g6stermektedir.

Akilli enerji sistemlerinde arz ve talebi dengeleme zorluklarini azaltmak
IGin ruzgar enerjisi Uretiminin daha hassas tahmini ¢ok 6nemlidir. Bununla
birlikte, riizgar enerjisi modelleme c¢alismalarinda karsilagilan en 6nemli sorun,
tahmin c¢aligmalarini zorlastiran yiiksek calkantilarin bulunmasidir. Bu arastirma,
riizgar enerjisi iiretimini dogru bir sekilde tahmin etmek i¢in verimli veriye dayal
modeller gelistirmeyi amacglamaktadir. En onemlisi, bu ¢alismanin ana katkilar
asagidaki gibi listelenmistir. Spesifik olarak, Gauss siire¢ regresyonunun (GPR),
farkli c¢ekirdeklerle Destek Vektor Regresyonunun (SVR) hiper parametrelerini
en iyl sekilde ayarlamak i¢in Bayes optimizasyonunu (BO) kullanilmistir.
Topluluk o6grenme (ES) modelleri. Ve tahmin performanst iizerinde
durulmaktadir. Ikinci olarak, dinamik bilgiler, tahmin performansini daha da
tyilestirmek i¢in incelenen modellere dahil edilmektedir. Spesifik olarak, dikkate
alinan modellerin tasariminda zaman degisimin hesaplanmasi hedeflenmektedir. .
Ayrica, riizgar siddeti tahmininde model performansini daha da iyilestirmek i¢in
daha fazla girdi degiskeni (Ornegin, riizgar siddeti ve riizgar yonii) birlikte
kullanilir. Fransa, Tiirkiye ve Kaggle'daki ii¢ riizgar tiirbininden alinan gergek
Olcimler, g6z Oniine alinan modellerin verimliligini dogrulamak igin
kullanilmistir. Sonuglar, riizgar giiclinii daha iyi tahmin etmek i¢in girdi
degiskenlerinin artirilmasinin faydasini gostermektedir. Sonuglara gore, ayrica
optimize edilmis GPR ve topluluk modellerinin diger makine O6grenimi
modellerinden daha iyi performans saglamaktadir, (Aleksileri , Harrou , Sun

2022)
Riizgar endiistrisinde, riizgar ¢iftliginde giic tahmini i¢in genellikle diisiik
maliyetli analitik modeller uygulanir. Ancak oldukc¢a tiirbiilansli yapida,

modellerin basar1 performansini diismektedir. Bu ¢alismada, riizgar santrallerinin

glic tahminini iyilestirmek i¢in makine 6§renmesine dayali yeni bir izleme modeli
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gelistirilmistir. Sunulan model ile iyi bir hesaplama simiilasyonlar1 ile orantili
olarak turbin raylarindaki riizgar siddeti ve tiirblilans yapisi yeniden
olusturulabilmektedir. Biiyiik CFD simiilasyon veri kiimesi tarafindan
yonlendirilen girisler ve izleme akiglar1 arasindaki iliski, geri yayilim
algoritmasina dayali Yapay Sinir Aglart (YSA) teknigi kullanilarak
olusturulmustur. Azaltilmis sirali yontem Doner Aktiiator Disk Modeli (ADM-R)
ve degistirilmis k—e tiirblilans modeli, izleme akislarinin biiyiik verilerini
olustururken hesaplama maliyetlerinden 6nemli 6l¢iide tasarruf etmek icin RANS
simiilasyonlarina uygulanmigtir. ANN izleme modeli, Horn Rev riizgar ¢iftliginde
kurulmustur ve LES, yerinde 6l¢iim ve analitik izleme modellerine gore bulgular
karsilagtirtlmistir. Sonuglar, ANN modelinin mevcut analitik modellere kiyasla
guc tahminlerini 6nemli Olclde iyilestirebilecegini ve LES ve 6l¢tim verileriyle
iyi bir sekilde eslesebilecegini gostermektedir. Dogrulanmis model, riizgar
ciftliklerinin gii¢ iiretimi iizerindeki riizgar yonii ve tiirbin yerlesiminin etkisini

arastirmak i¢in de uygulanabilmektedir, (Deng, Zhang, Energy 2021)

Riizgarin tiirbiilansli yapisi, parametrelerinden birinin dogru bir sekilde
tahmin edilmesi, saglam ve giivenilir bir model gerektirdiginden, uygulamay1
zorlastirmaktadir. Bu arastirma g¢alismasinda dogru tahmin sonuglar1 gerektiren
cok hassas riizgar enerjisi tretimi igin riizgar siddetinin tahmini tizerinde
durulamaktadir. Riizgar siddeti tahmin calismalarinda Tekrarlayan Sinir Ag1
(RNN) modellerinin, Fast Fourier Doniisiim Filtresi ve Encoder-Decoder-LSTM
modeline (FFT-Encoder-Decoder-LSTM) dayal1 bir saatlik riizgar siddeti tahmin
modeli Onerilmektedir. Verideki giiriiltii terimlerini giderme islemi i¢in FFT
Filtresi  kullamilmistir. ~ Maks-Min  normalizasyon  yontemi,  verileri
standartlastirmak i¢in uygulanmistir ve son olarak riizgar siddeti tahmini ig¢in
Encoder-Decoder-LSTM modeli kullanilmistir. Karsilastirmali model olarak
geleneksel MPL, Single-layer-LSTM, Encoder-Decoder-LSTM, FFT-MLP ve
FFT-Single Layer LSTM modelleri kullanilmistir. FFT-EncoderDecoder-
LSTM'in en iyi ve daha tutarli sonuglar verdigi, 1 — 3 saate kadar riizgar siddeti

tahmini i¢in basarili oldugu vurgulanmaktadir, (Khouloud, Salim, Saber 2021)

Riizgar siddeti tahmin modelleri ve bunlarin riizgar ¢iftligi operasyonlarina
uygulanmasi, temiz bir enerji kaynagi olarak faydalari nedeniyle literatiirde

onemli yer almaktadir. Bu arastirmada riizgar siddeti degisikliklerini tahmin
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etmek icin rastgele orman regresyonu adi verilen bir zaman serisi makine
O0grenme yaklasimi Onerilmektedir. Hesaplanan karsilikli bilgi ve otomatik
korelasyon degerleri, riizgar siddetinin degerlerinin 12 saate kadar tahminlerde
gecmis verilere biiyiik Olciide bagli oldugunu gostermektedir. Rastgele orman
modeli, her bir deger i¢in girdi olarak dnceki 12 saatlik riizgar siddeti degerleri
ile iki haftalik veri toplulugu egitime tabi tutulmustur. Hesaplanan ortalama
karekok hatasi, iki haftalik verilerle egitilen modelin giivenilir kisa vadeli
tahminler yapmak i¢in kullanilabilecegini gostermektedir, (Drisyaa, Asokanb ,

Kumara 2017).

Yenilenebilir enerji kaynaklarinin  kullaniominin  son yillarda enerji
sektoriindeki stratejileri degistirdigi kanitlanmistir. Riizgar enerji potansiyelinin
diinya genelinde yaygin olusu, ¢evre dostu yapist iklim degisikligi calismalar
acisindan biiyiik 6nem tasimaktadir. Riizgar enerjisinin depolanmasi, aktarilmasi
zordur. Cevre dostu yenilenebilir enerji kaynaklarindan yararlanma caligmalari
daha da oOnem kazanmaktadir. Makine Ogrenimi yaklasimlari, tahmin
caligmalarinda yaygin olarak kullanilmaktadir. Bu ¢alismada, dngoriicii etkinlige
sahip olmasi1 i¢in denetimsiz bir makine 0grenmesi algoritmasi olarak rastgele
orman sec¢ilmistir. Egitim amaciyla Sayisal Hava Tahmini (NWP) modeline
dayali veriler girdi olarak géz Oniine alinmis, modelin kriterlerine gore isleme
tabi tutuldu. Egitim sonrasinda tahmin sonuglarinin hatasi, Ortalama Kare Hata
(RMSE) ve Ortalama Mutlak Hata (MAE) ile degerlendirilmistir. RMSE ve
MAE, rastgele ormanin yonteminin tahmin caligmalarinda yiiksek dogruluk
gostermistir. Onerilen model ayrica giines, biyokiitle ve hidroelektrik gibi diger

geleneksel olmayan kaynaklar i¢in de kullanilabilir. (Jahangir ve Babbar, 2020).

Iklim olaylar1 ve etkileri mevsimlere gore degisiklik gdsterdiginden, riizgar
enerjisi tahmin c¢aligmalarina daha giivenilir bilgiler saglamak i¢in modellerin
mevsimsel olarak ve aylik olarak uygulanmasi ve karsilastirilmasi daha yararh
olmaktadir. Bu tez calismasinda olusturulan YSA modellerinden yola ¢ikarak
riizgar enerji sistemlerine ek olarak, kuvvetli riizgdr siddeti olasiligi ve
degisimleri i¢in erken uyari sistemleri kurulabilir. Bu c¢alismanin sonuglarinin,
kurulum ve isletme asamasinda Canakkale Ilgesi ve c¢evresinde kurulu riizgar
enerjisi sistemlerinin yani sira gelecekte olusturulacak yeni riizgdr enerjisi

sistemlerin yer se¢im ve kurulum projelerine katki saglamasi beklenmektedir.
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Yenilenebilir enerji, 6rnegin yenilenebilir kaynaklar nedeniyle diinyada
giderek daha popiiler hale geliyor. Giines, jeotermal, rlizgar enerjisi gibi temiz,
tiikenmez ve dogal kaynaklardan gelir. Riizgar Yenilenebilir enerji kaynaklarinin
en dnemlilerinden biri olan enerji ve elektrik iiretimi. Bu nedenle, zorluklarin
tistesinden gelmek icin dogru riizgar enerjisi tahmini ¢ok Onemlidir. Enerji
ticareti, planlama, cizelgeleme kararlar1 ve riizgar enerjisi iiretim stratejilerinin
dengelenmesi. Bu ¢alisma, yenilenebilir enerji sektériinde gercek hayattaki bir

sorunu ¢ozmek icin bir tahmin modeli 6nermektedir.

Oniimiizdeki 24 saat iginde saat basina riizgar enerjisi {iretim miktarini
dogru bir sekilde tahmin ederek gecmis riizgar enerjisi iretim verilerini
kullanarak makine 6grenimi (ML) tekniklerini uygulamak ve hava Durumu.
Onerilen yaklasimda, ilk olarak, denetimsiz bir ML ydntemi (yani, K-Means
kiimeleme algoritmasi), verileri anlamli kiimeler halinde gruplamak ig¢in
uygulanir; o zaman bu setler yeni Ozellik degerleri olarak ele alinir ve onu
biiylitmek i¢in veri kiimesine eklenir; Son olarak, denetimli bir makine 6grenimi
tahmin i¢in yontem (yani regresyon) gerceklestirilir. Bu ¢alisma, dokuz denetimli
O0grenmeyi karsilastirir algoritmalar: K-En Yakin Komsular, Destek Vektor
Regresyonu, Rastgele Orman, Ekstra Agaglar, Gradyan Artig, Ridge Regresyon,
En Kiiclik Mutlak Biiziilme ve Se¢im Operatorii, Karar Agaci ve Evrisimsel Sinir
Ag1. Bu calismanin amaci, farkli MO'larin basarisint arastirmaktir. Riizgar
enerjisi lretimi i¢in en dogru nihai modeli se¢gmek icin makine O6grenimi
algoritmalar1 tahmini, riizgar tlirbinlerinin gercek diinya verileri iizerinde
algoritmalar ve gesitli karsilastirmalar i¢in bir metodoloji 6nermektedir. (D.Yiirek

2021)

Enerji tahmin modelleri, binalarda gelismis kontrol ve optimizasyon icin bir
performans degerlendirme motoru olarak ve iyilestirilmis enerji verimliligi i¢in
bilingli kararlar vermek iizere tesis yOneticileri ve kamu hizmetleri tarafindan
kullanilir. Basitlestirilmis ve veriye dayali modeller, ayrintili simiilasyon igin
ilgili bilgilerin bulunmadigr ve hizli yanitlarin gerekli oldugu durumlarda
genellikle tercih edilen secenektir. Madrid'deki bir otelin saatlik HVAC enerji
tilketimini tahmin etmek i¢in yaygin olarak kullanilan bir ileri beslemeli geri
yayilimli yapay sinir aginin (YSA) performansini, tahminde popiilerlik kazanan

topluluga dayali bir yontem olan rastgele orman (RO) ile karsilastirilmistir.
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Ispanya. Misafir sayis1 gibi sosyal parametreleri dahil etmek, her iki durumda da
tahmin dogrulugunu marjinal olarak iyilestirdi. Genel olarak, YSA, sirasiyla 4.97
ve 6.10'luk ortalama karek6k hatasi (RMSE) ile RO'den marjinal olarak daha iyi
performans gosterdi. Bununla birlikte, kategorik degiskenlerle ayarlama ve
modelleme kolayligi, topluluk tabanli algoritmalara, binalara 6zgl ¢ok boyutlu
karmagik verilerle basa c¢ikmak ig¢in bir avantaj saglar. RO, dahili capraz
dogrulama gergeklestirir (yani, torbadan c¢ikan numuneleri kullanarak) ve
yalnizca birkac¢ ayar parametresine sahiptir. Her iki model de karsilastirilabilir
tahmin giiciine sahiptir ve bina enerji uygulamalarina neredeyse esit derecede

uygulanabilir. Y. Rezgui, (2017).

Makine oOgrenimi (ML) modelleri, verimli ig¢ten yanmali motorlarin
gelistirilmesini hizlandirabilir. Bu ¢alisma, sinirli sayida deneye dayali olarak
dogal gaz (NG) kivileim ateslemeli (SI) modifiye bir dizel motorun performansini
tahmin etmek icin veriye dayali yontemlerin uygulanabilirligini degerlendirdi. En
1yt ML teknigi 6nceden secgilemediginden, boyle bir motor uygulamasi i¢in farkl
ML algoritmalarinin uygulanabilirligi degerlendirildi. Spesifik olarak, yaygin
olarak kullanilan iki ML algoritmasinin, rastgele orman (RO) ve yapay sinir
aginin (YSA), silindir i¢i yanma olayiyla ilgili motor tepkilerini tahmin etmedeki
performanst karsilagtirillmistir.  Sonuglar, model girdileri olarak kivilcim
zamanlamas1 (ST), karisim esdegerlik orani ve motor hizina sahip her iki
algoritmanin da motor performansini, yanma fazini ve motor ¢ikis emisyonlarini
tahmin etme agisindan kabul edilebilir sonuglar verdigini gostermistir.
Hiperparametre optimizasyonunda daha fazla ¢caba gerektirmesine ragmen, ANN
modeli, daha blylk R-kare, daha kiugik kok-ortalama-kare hatalar1 (RMSE) ve
etkilerin daha gercek¢i tahminleriyle kanitlandigr gibi, oOzellikle motor
emisyonlar1 i¢in RO modelinden daha iyi performans gosterdi. Bununla birlikte,
yanma davranigt bilgisinin sinirli oldugu uygulamalarda, uygun sayida model
girisinin hizl1 bir sekilde belirlenmesi i¢in bir RO modelinin kullanilmas1 tavsiye
edilir. Sonug olarak, model yapisini tanimlamak i¢in RO modelini kullanmak ve
ardindan modelin tahmin yetenegini gelistirmek i¢cin ANN modelini kullanmak,

veriye dayalt motor yanma modellerinin hizla olusturulmasina yardimci olabilir.

J. Liu (2022)
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Ek 1: Yapay Sinir Aglar1 tahmin modeliyle ilgili kodlar

In [ ]: M # Tablo ve veri islem kitiphaneleri
import pandas as pd
import numpy as np

In [ ]: M # Veri dn isleme fonksiyonlari
from preprocesser import *

In [ ]: M # Dizenlenmis ana veri
df = rafael_preprocess()

-
=
>

df.head(5)

In[ ]: M # Parametreler
feature_names = ["s/d","YON","hour”,"day”, "month”, "year"]

# Parametre kolonlari
%_all = df[feature_names]
# Hedef kolon

y_all = df["18M Hiz m/sn"]

# Test verisi satir sayisi
N_fest = 365 * 24

# EGitim ve test verilerinin ayrilmasi
X, y = X all[:-N_test], y_all[:-N_test]
X_test, y_test = X all[-N_test:], y all[-N_test:]

In [ ]: M # Dogrulama verileri satir sayist
Nvld = 181 * 24

# Egitim ve dogrulama verileri
X_train, y_train = X[:-N_vld], y[:-N_v1d]
X vld, y vld = X[-N_vld:], y[-N_vld:]

In [ ]: M # Hazir Derin Ogrenme kiitiphoneleri
from tenserflow import keras
from tensorflow.keras import layers
from tensorflow.keras.callbacks import EarlyStopping
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Ek 1: Yapay Sinir Aglar1 tahmin modeliyle ilgili kodlar (devam)

In [ ]:

In [ ]:

M

M

# ANN hiper-parametreleri

n_neurons = 512
n_layer_groups = 1
abbr_activation = “relu”
drop_ratio = @.3

# Katman ayarlari

lst layers = [
layers.BatchNormalization(),
layers.Dense(n_neurons, activation=abbr_activation, input_shape=[len(feature_names)]),
layers.Dropout(drop_ratio),

1

if n_layer groups > @:
for i in range(n_layer_groups):
1st_layers.append(layers.BatchNormalization())
1st_layers.append(layers.Dense(n_neurons, activation=abbr_activation))
lst_layers.append(layers.Dropout(drop_ratio))

# Cikis katmanlari
lst layers.append(layers.BatchNormalization())
1st_layers.append(layers.Dense(1))

modsl = keras.Sequential([
*1st_layers

D

# Modelin kurulmas:

model. compile(
optimizer="adam’,
loss="mas',
metrics=["mse’, ‘mape’]

)

EPOCHS = @@

# batch: her turda ko¢ satir beslenecek
5_BATCH = 32

# Egitim durdurucu (dodrulama degerleri belirli bir turdan sonra ilerleme gostermezse egitim durdurulur)
stopper = EarlyStopping(min_delta=8.8001, patience=58, restore_best weights=True)

# Modelin egitilmesi

history = model.fit(
X_train, y_train,
validation_data=(X_vld, y_vld),
# batch_size=5 BATCH,
epochs=EPOCHS,
verbose=1,
callbacks=[stopper]
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Ek 1: Yapay Sinir Aglar1 tahmin modeliyle ilgili kodlar (devam)

In[ ]: M # Modelin Egitim senuclar:
import matplotlib.pyplot as plt
df_history = pd.DataFrame(history.history)

plt.figure()

df_history.loc[:, ['loss’, ‘val_loss']].plot()

val_loss = format(df history[ val loss"].min(), "@.4f")

# val_mae = format(history df[ "val_mae’J.min(), "8.4f")
val_mse = format(df_history[‘val_mse'].min(), "@.4f™)

val_rmse = format(np.sqrt{df_history[’val_mse'].min()), "@.4f")
val mape = format(df history[ val mape’].min(), "@.4f")

print((f"val_loss: {val_loss}, val mape: {val_mape}, val_rmse: {val rmse}, val mse: {val _mse}, neurons: {n_neurcns}, batch_si
4 »
In [ ]: M # Egitim ve test veri satirlarinin indexleri

train_idx = df.index <= “12/31/20@2 23:00"
test_idx = df.index > “12/31/2082 23:08"

In[ ]: M # Egitim ve Test tahmin verileri
res_tr=model.predict(X)
res_ts=model.predict(X_test)

In [ ]: M # Egitim ve test tahmin verilerinin tabloya yerlestirilmesi
model_name = “ANN"
df.lec[train_idx, f"{model name} Train Prediction"] = res_tr
df.loc[test_idx, f"{model_name} Test Prediction”] = res_ts

In [ ]: M # ortalama kare hata fonksiyonu
from sklearn.metrics import mean_squared_error

# Egitim tahmin verileri alt-tablosu

dftr = df[df.index < "1/1/2003 @8:00"]

dftr.loc[dftr.index, “"Rizgar $iddeti m/s"] = dftr["16M Hiz m/sn"]

dftr.loc[dftr.index, f"{model name} Tahmini RS m/s"] = dftr[ f"{model name} Train Prediction"]

# Test tahmin verileri alt-toblosu

dfts = df[df.index >= "1/1/2603 e@:08"]

dfts.loc[dfts.index, “"Riizgar Siddeti m/s"] = dfts["18M Hiz m/sn"]

dfts.loc[dfts.index, f"{model name} Tahmini RS m/s™] = dfts[ "{model_name} Test Prediction™]

In [ 1: M # Puanlama fonksiyonu
import score metrics as sm

In[ ]: M # yillak sonuclar
sm.write_year(dftr, dfts, model_name)

In[ ]: M # mevsimsel sonuclar
sm.write_seasonal(dftr, dfts, model name)
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Ek 2. Karar Agaci tahmin modeliyle ilgili kodlar

In[ ]: M #veri isleme kitiphaneleri
import pandas as pd
import numpy as np

In[ ]: M #veri &n isleme fonksiyonlori

from preprccessor import *

In[1: M # dizenlenmis verilerin tiimi
df = rafael_preprocess()

In[ 1: M df.head(5)

In[ ]+ W # parametreler
feature_names = ["s/d","hour”,"day”, "month”, “year"]

# Tum veri - Parametreler
¥_all = df[feature_names]
# Tim veri - Hedef kolon

y_all = df["16M Hiz m/sn"]

# 365 giin * 24 saat kadar test verisi ayirma (1 yil)
N_test = 365 * 24

# Egitim verileri

X, ¥y = ¥ all[:-N_test], y_all[:-N_test]

# Test verilerti

X_test, y_test = X_all[-N_test:], y_all[-N_test:]

In[ ]: MW #Egitim verisi igerisinde dogruloma kism (@.25)
N_vld = 181 * 24

# Fgitim ve dogrulama verilert
X_train, y_train = x[:-n_vld], y[:-n_v1d]
X_vld, y_vld = X[-N_vld:], y[-N_vld:]

In [ ]J: M # Kurar Ajoci hazire kitaphanesi
from sklearn.tree import DecisionTreeRegressor
# Ortalama pozitif hata fonksiyonu
from sklearn.metrics impart mean_absolute_error

# Karar aggaci deneme parametreleri
# Deneysel Max yaprak sayilari

candidate_max_leaf nodes = [3, 9, 27, 81, 243, 324, 351, 378, 405, 432, 459, 486, 729, 2187, 6561, 19683, 59949, 177147, 5314

# Deneysel mux ogop derinligi
candidate_max_levels = list(range(1,108))

def get mae(max_leaf nodes, train X, val X, train_y, val _y):
model = DecisionTreeRegressor(max_leaf nodessmax_leaf nodes, random states=a)
model . fit(train_x, train_y)
preds_val = model.predict{val_X)

mag = mean_absolute_error(val_y, preds_val)
return(mae)

def get_rsq(max_leaf_nodes, train_X, val X, train_y, val_y):
model = DecisionTresRegressor(max_leaf nodes=max_leaf nodes, random_state=e)
model.fit(train_X, train_y)
preds_val = model.predict{val X)
return(model .score(val_X, val_y))

de

-

get score(max_level, train X, val X, train y, val y):

model = DecisionTreeRegressor(max_depth=max_level, random_states)
model . fit(train X, train y)

preds_val = model.predict{val_X)

return(medel. score(val_X, val_y))
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Ek 2. Karar Agaci tahmin modeliyle ilgili kodlar

In[ J: M| # Max yaprak sayising gire deneme (moe)
bmae = float('inf')
bmn = float{ inf")
for max_node in candidate_max_leaf nodes:
mae = get_mae(max_node, X_train, ¥_vld, y_train, y_vld)
if mae < bmae:
bmae = mae
bmn = max_node

best_tree size = bmn
print(f“Best tree size: {bmn}, mae: {bmae}")

In[ 1: M |# Max yaprak sayising gire deneme (R*2)
bri =g
best_max_node = @
for max_node in candidate_max_leaf nodes:
r2 = get_rsq{max_node, X_train, X_vld, y_train, y_vld)
if r2 » br2:
best_max_node = max_node
br2 = r2
print(f"Tree size: {max node}, m~2: {r2}")

best_tree_size = best_max_node
print(f"Best tree size: (best_max_node}, Best R~2: {br2}")

In[ J: M # Max derinlige gire deneme
brz =9
best_max_level = @
for max_level in candidate_max_levels:
r2 = get_score(max_level, X train, x_vld, y_train, y vld)
if r2 > bra:
best_max_level = max_level
br2 = r2
print(f"Tree depth: {max_level}, r*2: {r2}")

best_tree size = best_max_level
print(f"Best trea depth: {best_max_level}, Bast R*2: {br2}")

In [ ]: M # En iyi hiper-parametrelerle modelin olusturulmasi
dt_model = DecisionTreeRegressor(max_depth=best_max_level, random_state=8)

dt_model.fit(X, y)

# Egitim verileri ile tahmin
res_tr=dt_model.predict(X)

# Gozlem verileri ile tahmin
res_ts=dt_model.predict(X_test)

# Egitim, Dogrulama ve Test tahmin skorlari
print(f"Train score: {dt_model.score(X_train, y_train)}, Validation score: {dt_model.score(X_vld, y vld)}, Test score: {dt_mc

4 »

In [ ]: M |# Egitim ve test indexleri
train_idx = df.index <= "12/31/2002 23:00"
test_idx = df.index > "12/31/2082 23:08"

In [ ]: M # Tahmin verilerinin tabloya yerlestirilmesi
df.loc[train_idx, "Decision Tree Train Predicticn”] = res_tr
df.loc[test_idx, "Decision Tree Test Prediction”] = res_ts

In [ ]: M df.tail(5)

In[ ]:

b4

# Hazir ortalama kare hata fonksiyonu
from sklearn.metrics import mean_squared_error

# Egitim tahmin verilerinin tabloya alinmasi

dftr = df[df.index < "1/1/20@3 00:00"]

dftr.loc[dftr.index, "Riizgar Siddeti m/s"] = dftr["18M Hiz m/sn"]

dftr.loc[dftr.index, "Decision Tree Tahmini RS m/s"] = dftr["Decision Tree Train Prediction"]

# Test tahmin verileri

dfts = df[df.index »= "1/1/2083 808:00"]

dfts.loc[dfts.index, "Riizgar Siddeti m/s"] = dfts["18M Hiz m/sn"]

dfts.loc[dfts.index, "Decision Tree Tahmini RS m/s"] = dfts["Decision Tree Test Prediction"]

In [ ]: M # puanlama fonksiyonu
import score_metrics as sm

In [ ]: M| # tahmin sonuclarimn yillik ¢ciktilart
sm.write_year(dftr, dfts, "Decision Tree")

In[ ]: M # tahmin sonuclarinin mevsimsel ciktilarm
sm.write_seasonal(dftr, dfts, “"Decision Tree")




Ek 3. Rastgele Orman tahmin modeliyle ilgili kodlar

In[ ]:

In[ ]:

In[ ]:

In[ ]:

In[ ]:

x

M

# veri isleme kiitiphaneleri
import pandas as pd
import numpy as np

# veri &n islem fonksiyonlar:
from preprocessor import *

# diizenlenmis verilerin tamamt
df = rafael_preprocess()

df.head(5)

# Parametreler
feature_names = ["s/d","hour”,"day","month", “year"]

# Parametre kolonlari
X_all = df[feature_names]
# Hedef kolonlar

y_all = df["18M Hiz m/sn"]

# Test verisi satir sayisi (1 yillik)
N_test = 365 * 24

# Egitim ve Test verilerinin ayrilmasi
X, y= X_all[:-N_test], y_all[:-N_test]
X_test, y test= X _all[-N_test:], y_all[-N_test:]

# Dogrulama verileri satir sayisi (8.25)
N_vld = 181 * 24

# Egitim ve dogrulama verilerinin ayrilmasi
X_train, y_train = X[:-N_vld], y[:-N_vld]
X _vld, y_vld = X[-N_v1d:], y[-N_v1d:]

# Hazir rastgele orman kiitiiphanesi
from sklearn.ensemble import RandomForestRegressor

def get_score(estimator_count, train_X, val_X, train_y, val_y):
model = RandomForestRegressor(n_estimators=estimator_count)
model.fit(train_X, train_y)
preds_val = model.predict(val_X)
return(model.score(val_X, val_y))

58



Ek 3. Rastgele Orman tahmin modeliyle ilgili kodlar

M # Deneysel random forest max agac sayilari
candidate_max_trees = list(range(2,108))

br2 = @
bec = @
for n_est in candidate_max_tress:
r2 = get_score(n_est, X train, X _vld, y_train, y_vld)
print(f"validation score: {r2}")
if r2 » br2:
br2 = r2
bec = n_est

print(f"Best validation score: {br2}, Best estimator count: {bec}"}
M # En iyi hiperparametrelerie modelin kurulmasi

dt_model = RandomForestRegressor(n_estimators=bec)
dt_model.fit (X, y)

tahmin verileri
it_model.predict(X)

# Test tahmin verileri
res_ts=dt_model.predict(X_test)

print{f"Train score: {dt_model.score(X train, vy _train)}, Validation score: {dt model.score(X_vld, y wld)}}, Test score: {dt_mc

4

M # Ejitim ve test tahminlerinin satir numaoralari
train_idx = df.index <= "12/31/2882 23:08"
test_idx = df.index > "12/31/2@82 23:08"

M # Efitim ve test tahminlerinin tabloya yerle mesi
df.loc[train_idx, "Random Forest Train Pr ] = res_tr
df.loc[test_idx, "Random Forest Test Prediction"] = res_ts

M # ortalomo kare hata fonksiyonu
from sklearn.metrics import mean_squared_error

gitim tahmin sonuclari alt toblosu

= df[df.index < "1/1/2083 B0:08"]

dftr.loc[dftr.index, "Rizgar Siddeti m/s"] = dftr["16M Hiz m/sn™]

dftr.loc[dftr.index, "Random Forest Tahmini R$ m/s"] = dftr["Random Forest Train Prediction™]

# Test tahmin sonucleri alt tablosu

dfts = df[df.index »>= "1/1/20083 @@:80"]

dfts.loc[dfts.index, "Rizgar Siddeti m/s"] = dfts["16M Hiz m/sn"]

dfts.loc[dfts.index, "Random Forest Tahmini RS m/s"] = dfts["Random Forest Test Prediction™]

M # Pugnlomo fonksiyonu
import score_metrics as sm
model_name = "Random Forest"

M # Yillrk sonuclar
sm.write_year(dftr, dfts, model_name)

M # Mevsimlik sonuclar
sm.write_seasonal(dftr, dfts, model_name)

»
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